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erfolgreichen Vorgänger an. Und zum zehnten Mal findet er in 
Walting statt, wodurch dieser Ort in der Community nahezu syno-
nym für diese Veranstaltung steht. Auch wenn die Zahl der in 
diesem Bereich forschenden und entwickelnden Personen seit 
Beginn der Reihe um mindestens eine Größenordnung gewach-
sen ist, bleiben wir dem Konzept der Kombination von wissen-
schaftlicher Tagung und interaktivem Workshop mit beschränkter 
Teilnehmerzahl treu, um weiterhin den Tiefgang der Diskussion 
zu ermöglichen.  

Fahrerassistenzsysteme haben sich mittlerweile etabliert. Auch 
wenn sie noch viele Weiterentwicklungspotenziale besitzen und 
vor allem im Markt noch breiter zu finden sein könnten, ist die 
aktuelle Diskussion von der Einführung des automatisierten Fah-
rens ohne Fahrerüberwachung bestimmt. Den großen Verspre-
chungen über die Zukunft der automatisch fahrenden Fahrzeuge 
stehen aber immer noch viele ungelöste Aufgaben gegenüber. 
Dazu gehört insbesondere die Freigabe als Abschluss der 
�(�Q�W�Z�L�F�N�O�X�Q�J�V�S�K�D�V�H�����8�Q�W�H�U���G�H�P���7�L�W�H�O���Ä�:�L�H���N�R�P�P�H�Q���Z�L�U���D�X�V���G�H�U��
�)�U�H�L�J�D�E�H�I�D�O�O�H�"�³���Z�R�O�O�H�Q���Z�L�U���L�P���:�R�U�N�V�K�R�S-Teil der Veranstaltung 
nach Ideen und Lösungsansätze suchen, damit die Technik nicht 
kurz vor der Markteinführung in der Freigabefalle stecken bleibt. 

Die einzelnen Vorträge des Workshops und Beiträge dieses 
Tagungsbandes beleuchten ein breites Spektrum des aktuellen 
Wissensstandes im Bereich der Fahrerunterstützung und des 
automatischen Fahrens. In kaum einer anderen Reihe lässt sich 
so klar nachvollziehen, wie sich die Fahrerassistenzsysteme und 
das automatisierte Fahren seit etwa 2000 entwickelt haben.  
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Wissensbasierte Szenariengenerierung f•ur
Betriebsszenarien auf deutschen Autobahnen

G. Bagschik, T. Menzel,� C. K•ornery und M. Maurerz

Zusammenfassung: Szenarienbasierte Testkonzepte, vorrangig f•ur Simulationsumgebungen,
k•onnen einen Beitrag zur Freigabe und Markteinf•uhrung automatisierter Fahrzeuge leisten.
Kernbestandteil der Ans•atze sind relevante Betriebsszenarien, welche in vielf•altiger Variation
die Repr•asentativit •at der simulierten Testf•alle gegen•uber der realen Einsatzumgebung erh•ohen.
Die notwendigen Szenarien k•onnen durch Messfahrten, Expertenanalysen oder systematische
Prozesse gewonnen werden. Eine breite Variation umfassend beschriebener Szenarien kann im
Rahmen von Expertenanalysen oder Messfahrten nur mit hohem manuellem Aufwand erzeugt
werden. In diesem Beitrag werden Ans•atze zur Formalisierung von Wissen und zur wissensba-
sierten automatisierten Szenariengenerierung f•ur Betriebsszenarien auf deutschen Autobahnen
vorgestellt.

Schl •usselw •orter: Automatisiertes Fahren, Ontologie, Szenarien, Testprozess

1 Einleitung

Wachenfeld und Winner [1] sagen Milliarden von notwendigen Kilometern f•ur den stre-
ckenbasierten Test von automatisierten Fahrzeugen voraus. Das Gedankenexperiment geht
von Testans•atzen f•ur Fahrerassistenzsysteme aus und pr•adiziert unter de�nierten Annah-
men die ben•otigten Testumf•ange f•ur automatisierte Fahrfunktionen. Die resultierende
hohe Anzahl zu fahrender Kilometer l•asst sich als Notwendigkeit eines vielf•altigen Szena-
rienraums interpretieren. F•ur verschiedene Testziele (z.B. Sicherheit oder Komfort) von
automatisierten Fahrzeugen werden unterschiedlich ausgepr•agte Szenarien ben•otigt. In ei-
nem risikobasierten Testprozess werden kritische Szenarien analysiert, wohingegen norma-
le Betriebsszenarien f•ur die Auslegung des Komforts einer Fahrfunktion ben•otigt werden.
F•ur beide beispielhaften Testziele k•onnen aus einem allgemein formulierten Katalog von
Betriebsszenarien relevante Szenarien als Grundlage f•ur Testf•alle identi�ziert werden. Die
Vorteile einer automatisierten Szenariengenerierung gegen•uber der Sammlung von Szena-
rien, beispielsweise durch Messfahrten, sind zum einen dieNachvollziehbarkeit der Inhalte
im erstellten Szenarienraum und zum anderen eine bessere Kosten- und Zeite�zienz.

� G. Bagschik und T. Menzel sind wissenschaftliche Mitarbeiter am Institut f •ur Regelungstechnik der
Technischen Universit•at Braunschweig (Email: f bagschik, menzelg@ifr.ing.tu-bs.de).

yC. K•orner ist Masterabsolvent der Technischen Universit•at Braunschweig (Email:
c.koerner@online.de).

zM. Maurer ist Professor und Institutsleiter am Institut f •ur Regelungstechnik der Technischen Uni-
versit•at Braunschweig (Email: maurer@ifr.ing.tu-bs.de).
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Schuldt [2] stellt ausgehend von der Notwendigkeit neuer Testans•atze einen Beitrag zu
szenarienbasierten Testkonzepten f•ur automatisierte Fahrzeuge in simulativen Umgebun-
gen vor. Der von Schuldt et al. [3] vorgestelltemodulare virtuelle Testbaukastensieht vor,
durch eine Sensitivit•atsanalyse Ein
•usse von Szenarien-Parametern auf den Testgegen-
stand abzuleiten. Ulbrich et al. [4] untersuchen die Begri�eSzene, Szenario und Situation
und schlagen aufbauend auf diversen Vorarbeiten konsolidierte De�nitionen im Bereich des
automatisierten Fahrens vor. Weiterf•uhrend leiten Bagschik et al. [5] ausgehend von der
Verwendung von Szenarien im Entwicklungsprozess drei Beschreibungsformen f•ur Szenari-
en ab.Funktionale Szenarienstellen die h•ochste Abstraktionsebene dar. Die Inhalte eines
funktionalen Szenarios sind sprachlich formuliert und somit f •ur menschliche Experten im
Entwicklungsprozess verst•andlich. W•ahrend des Entwicklungsprozesses kann der Inhalt
eines Szenarios fortlaufend detailliert werden und logisch (Parameterraum in Werteberei-
chen) oder konkret (Auswahl konkreter Repr•asentanten der Wertebereiche) beschrieben
werden.

In der Fallstudie von Schuldt [2] werden in der Nomenklatur nach Bagschik et al. [5]
mehrere konkrete Szenarien aus einem logischen Szenario erstellt, welches auf ein grob be-
schriebenes funktionales Szenario (

"
Arbeitsstelle\) zur •uckzuf•uhren ist [2, S. 184]. Schuldt

[2] behandelt somit die Konkretisierung von logischen Szenarien zu konkreten Szenarien
(vgl. [5]) im Rahmen der Testfallerstellung. Ein wichtigerBestandteil von szenarienba-
sierten und simulativen Testans•atzen ist die vorgelagerte Szenariengenerierung [2, S. 205].

In diesem Beitrag wird erg•anzend zu Schuldt [2] ein Ansatz vorgestellt, der sprachlich
gefasste Informationsquellen in einer Ontologie als Wissensbasis modelliert. Aus dieser
Wissensbasis k•onnen automatisiert funktionale Szenarien generiert werden. Die erstellten
funktionalen Szenarien bilden einen Beitrag f•ur die Entwicklung und den Test automati-
sierter Fahrfunktionen.

Im Folgenden werden zun•achst verwandte Arbeiten wissensbasierter Systeme im Be-
reich des automatisierten Fahrens vorgestellt. Darauf aufbauend wird diewissensbasierte
Szenariengenerierungals Ansatz eingef•uhrt. Im ersten Teil des Abschnitts 3 wird der Auf-
bau der Wissensbasis und anschlie�end der Prozess der Szenariengenerierung beschrieben.
Der Artikel schlie�t mit einem Fazit und einem Ausblick auf zuk•unftige Arbeiten.

2 Stand der Technik und verwandte Arbeiten

Bereits in den 1980er Jahren wurden wissensbasierte Ans•atze zur nat•urlichsprachlichen
Beschreibung von Verkehrsszenarien vorgestellt. Das System Nat•urlichsprachliche Be-
schreibung von Objektbewegungen in einer Stra�enszene(NAOS) [6] interpretiert Bild-
folgen ausgehend von einer extrahierten geometrischen Szenenbeschreibung. Aus diesen
Daten werden anschlie�end Ereignisse extrahiert und dieseunter Verwendung einer Wis-
sensbasis interpretiert. Das Ergebnis der Interpretationwird zu einer sprachlichen Be-
schreibungen der Handlung des Szenarios•uberf•uhrt. Mehrere verwandte Arbeiten zur
nat•urlichsprachlichen Beschreibung von Verkehrsszenarien in Bildfolgen stammen aus dem
Sonderforschungsbereich (SFB) 314 der Deutschen Forschungsgemeinschaft (DFG)K•unst-
liche Intelligenz und wissensbasierte Systemevon 1985 bis 1995. Dort sind vor allem die
Arbeiten um Prof. Nagel vom Institut f•ur Algorithmen und Kognitive Systeme der Univer-
sit•at Karlsruhe hervorzuheben (z.B. [7], [8] und zusammenfassend [9]). Die Vorarbeiten zu
nat•urlichsprachlichen Beschreibungen von Bildfolgen bildenthematisch eine der Grundla-
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gen zur Generierung von funktionalen Szenarien. In diesen Arbeiten wird die Bedeutung
von Bildfolgen sprachlichen Ausdr•ucken zugeordnet, um diese f•ur menschliche Experten
von einer mathematischen Modellierung zu abstrahieren.

Dickmanns [10] stellt einen Ansatz zur Echtzeit-Interpretation von Bildfolgen in Fahr-
zeugsystemen vor. Dabei werden in weiteren Arbeiten [11] Annahmen •uber den Aufbau
des Stra�ennetzwerks und die Bewegungen von Verkehrsteilnehmern in mathematische
Modelle •uberf•uhrt. Welche Modelle miteinander kombiniert werden d•urfen, wird durch
Regeln in einer Wissensbasis hinterlegt. Aufgrund dieser Wissensbasis kann f•ur konkrete
Beobachtungen in einem Kamerabild die Zusammenstellung der g•ultigen Modelle gew•ahlt
werden. Mit der Zuordnung von mathematischen Modellen zu einem Objekt in der wahr-
genommenen Welt kann eine Kopplung der Modelle zu einerh•ohereBedeutung dargestellt
werden. Diese Verkn•upfung gibt einen Hinweis darauf, dass das zu modellierende sprach-
lich gefasste Hintergrundwissen des hier vorgestellten Ansatzes m•oglichst eindeutig auf
Parameters•atze abbildbar sein sollte.

Weiterhin werden wissensbasierte Systeme im Bereich des Szenenverst•andnisses von
automatisierten Fahrzeugen angewandt. Die wissensbasierte Herangehensweise beim Sze-
nenverst•andnis erlaubt es, gemessene Sensordaten um Kontextinformationen zu erweitern
und somit logische Inferenz zu erm•oglichen. Im Grundkonzept kann eine Verhaltensent-
scheidung auf eine Ontologie als Wissensrepr•asentation zugreifen, um eine Szene auszu-
werten und somit beispielsweise Fahrman•over aufgrund semantischer Regeln einzuleiten
[12]. In der Forschung und Entwicklung unterscheiden sich die vorgestellten Ontologien in
ihren Inhalten sowie ihrer Komplexit•at. Nach Lattner et al. [12] k•onnen sprachlich gefasste
Bestandteile einer Verkehrsszenenbeschreibung in einer Wissensbasis wie folgt gegliedert
werden:

� Objekt-Klassen
� Topologische Information
� R•aumliche Relationen
� Geschwindigkeitsinformation
� Distanz-Information
� Stra�ennetzwerk
� Verkehrssituationen
� Hintergrundwissen

Hummel et al. [13] nutzen ein wissensbasiertes System f•ur das Szenenverst•andnis
an urbanen Kreuzungen. Im Hintergrundwissen sind daf•ur Bestandteile von Kreuzun-
gen mit geometrischen Klassen (Kreis, Gerade, Klothoide) verkn•upft und die Relationen
der Bestandteile•uber ein Regions-Verkn•upfungskalk•ul (engl.: region connection calculus
(RCC8)) beschrieben. Das Verkn•upfungskalk•ul beschreibt •Uberschneidungsm•oglichkeiten
der geometrischen Klassen•ahnlich der Mengenlehre aus der Mathematik. Mit diesem
Konzept werden in dem vorgestellten Ansatz Teile-Ganze-Beziehungen der geometrischen
Bestandteile modelliert. Beispiel einer konkreten Beobachtung dieser Beziehungen w•are
eine Markierung die logisch einenBestandteil eines Fahrstreifens darstellt und geome-
trisch daher innerhalb der Fahrbahnbegrenzung liegen muss. Um komplexe Kreuzungen
zu erfassen, k•onnen einzelne Bestandteile semantisch miteinander verkn•upft werden. Die
Verkn•upfungen sind beispielsweiseparallel zu, Nachbar von, Nachfolger von, gespiegelt
gegen•uber und nicht verbunden. Diese Konzepte erm•oglichen die •Uberpr•ufung von Sen-
sormessungen gegen•uber dem modellierten Hintergrundwissen, welche hier nichtweiter
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betrachtet wird, da die Zuordnung von Sensordaten in dem hier gezeigten Ansatz keine
Verwendung �ndet.

Armand et al. [14] nutzen ebenfalls ein wissensbasiertes System f•ur das Szenenverst•and-
nis automatisierter Fahrzeuge. Der Fokus des modellierten Hintergrundwissens liegt auf
Verkehrsteilnehmern und deren Interaktionen sowie Objekteigenschaften, die sich aus Ob-
jekthypothesen aus Sensordaten ableiten lassen. Objekteigenschaften bestehen aus einem
Katalog von Fahrman•overn mit Bezug zur Infrastruktur oder anderen Verkehrsteilneh-
mern (bewegt sich zu, folgt, ist nahe bei) und m•ogliche Handlungen, die sich aus Regeln
schlussfolgern lassen (muss anhalten, wird erreichen, wird bremsen).

Zhao et al. [15] verkn•upfen die vorher vorgestellten Arbeiten zu einer einheitlichen Mo-
dellierung des Hintergrundwissens•uber st•adtische Szenarien. Dar•uber hinaus erweitern
die Autoren das Wissen um formalisierte Verkehrsregeln wie Vorfahrtsregeln. Die Schluss-
folgerungen aus Sensordaten werden in der Ver•o�entlichung mittels einer Anfragesprache
(SPARQL) f •ur die Verwendung unter Echtzeitbedingungen im Fahrzeug optimiert und
evaluiert, was f•ur den hier vorgestellten Ansatz nicht weiter von Bedeutung ist.

Aus den vorgestellten Arbeiten k•onnen zusammenfassend Teile der Wissensbasen f•ur
den hier vorgestellten Ansatz Beitr•age zur Modellierung des Hintergrundwissens liefern.
So werden in Teilen Objekteigenschaften und hierarchischeKlassenkonzepte•ahnlich zu
Armand et al. und Hummel et al. verwendet. Die Formalisierung von Verkehrsregeln
als Bestandteil der Wissensbasis ist von Zhao et al. inspiriert. Methodisch verfolgen die
bisherigen Ans•atze das Ziel, aus Szenarien (Beobachtungen zu Instanzen) des Verkehrsge-
schehens Wissen•uber die aktuelle Situation des eigenen Fahrzeugs aus einer Wissensbasis
(Hintergrundwissen) abzuleiten. Der hier beschriebene Ansatz leitet dagegen aus einer
bestehenden Wissensbasis (Hintergrundwissen) m•ogliche funktionale Szenarien (Beobach-
tungen zu Instanzen) ab. Nach Kenntnisstand der Autoren existieren keine verwandten
Ans•atze zu diesem Vorgehen, insbesondere f•ur die Generierung von sprachlich beschriebe-
nen Verkehrsszenarien. Daher ist es notwendig, die Modellierung des Hintergrundwissen
f•ur die Erstellung von Szenarien zu erweitern, wie es im Folgenden vorgestellt wird.

3 Wissensbasierte Szenariengenerierung

Der Prozess zur wissensbasierten und systematischen Szenariengenerierung ist, wie in
Abbildung 1 dargestellt, in zwei Teile gegliedert. Im erstenTeil wird sprachlich gefasstes
Wissen •uber das Verkehrsgeschehen auf deutschen Autobahnen identi�ziert und forma-
lisiert. Das Ergebnis dieses Teilschritts ist eine Wissensbasis, die im hier vorgestellten
Ansatz durch eine Ontologie in derWeb Ontology Language(OWL) implementiert ist.
Das Hintergrundwissen wird durch hierarchische Klassen undsemantische Beziehungen
und Restriktionen (Klassenbeziehungen) zwischen diesen Klassen modelliert. Ontologien
erm•oglichen weiterhin logische Inferenz (Schlussfolgerungen) durch sogenannte Reasoner1.
Als Grundlage f•ur die Inferenz sind semantische Regeln (Semantic Web Rules) in Form
von wenn-dann-Ausdr•ucken in der Ontologie hinterlegt. Reasoner sind in der Lage, Instan-
zen auf das Hintergrundwissen zuzuordnen und auf diese Weiseaktuell geltende Regeln
zu ermitteln. Dadurch k•onnen neue Beziehungen zwischen konkreten Instanzen in einem
Szenario aus dem Hintergrundwissen geschlussfolgert werden.

1F•ur den Begri� Reasoner existiert keine passende deutsche•Ubersetzung.
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In diesem Beitrag wird die Richtlinie zur Anlage von Autobahnen(RAA) [16] als
Fallbeispiel f•ur die Formalisierung des Wissens•uber den Streckenbau auf deutschen Au-
tobahnen genutzt. Aus der Wissensbasis werden im zweiten Teilder Szenariengenerierung
automatisch und systematisch Szenarien durch Variation der Klassen und ihrer Instanzen
abgeleitet. Die Variation geschieht unter Ber•ucksichtigung von m•oglichen Zusammenstel-
lungen und Einschr•ankungen, die durch die Wissensbasis vorgegeben sind. Die generierten
Szenarien sind zum einen f•ur Menschen lesbar und zum anderen f•ur nachfolgende auto-
matisierte Verarbeitungsschritte durch Rechnersysteme interpretierbar.

Straßenverkehrs-
ordnung

Funktions-
beschreibung Richtlinien

Verkehrszeichen-
katalog

Fahrmanöver-
katalog

Repräsentation in Ontologie

Menschenlesbare
Darstellung

Maschinenlesbare
Darstellung

Betriebsszenarien

Szenarienkataloge

Formalisierung des Wissens

Systematische Szenariengenerierung

Abbildung 1: Prozess•ubersicht der wissensbasierten Szenariengenerierung. Abgerundete
Rechtecke stellen Arbeitsschritte und normale Rechtecke Prozessergebnisse und Wissens-
quellen dar.

3.1 Modellierung von Hintergrundwissen

Das Hintergrundwissen in der Wissensbasis ist nach einem 5-Ebenen-Modell (Abbildung
2) strukturiert. Das Modell wurde aus den Vorarbeiten von Schuldt [3] f•ur die Repr•asen-
tation in einer Ontologie und die automatisierte Generierung von funktionalen Szenarien
angepasst.

Stra�enebene Die erste Ebene beschreibt die Basisstrecke, auf der ein Szenario durch-
gef•uhrt werden kann. Entgegen des Vorschlags von Schuldt [2] wird im hier vorgestellten
Ansatz auf der ersten Ebene nur die Geometrie und die Topologie der Streckenabschnitte
modelliert. Die Stra�enausstattung wie statische Objekteoder Verkehrszeichen werden im
Gegensatz zu Schuldt [2] gesondert auf der zweiten Ebene E2 betrachtet. Dies l•asst die
Generierung mehrerer Szenarien auf einer Basisstrecke durchAnpassung der statischen
Bebauung und verschiedenen Verkehrsregeln wie Geschwindigkeitsbegrenzungen zu. In
der Aufteilung der Ebenen verbirgt sich die Annahme, dass optionale Verkehrsregeln, die
h•au�g durch Verkehrszeichen instanziiert werden, semantische Unterschiede f•ur automa-
tisierte Fahrzeuge mit Umfeldwahrnehmung und -interpretation und somit ein anderes
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Straßenebene (E1)

�{ Geometrie, Topologie
�{ Beschaffenheit, Begrenzung (Ebene)

Straßenausstattung (E2)

�{ Begrenzung (baulich)
�{ Verkehrszeichen, Leiteinrichtungen
�{ Statische Objekte

Temporäre Beeinflussung E1 und E2 (E3)

�{ Geometrie, Topologie überlagert
�{ Zeitlich > 1 Tag

Bewegliche Objekte (E4)

�{ Dynamisch, beweglich
�{ Interaktion, Manöver

Umweltbedingungen (E5)

�{ Tageszeit, Wetterbedingungen

Abbildung 2: 5-Ebenen-Modell zur Strukturierung des Wissens•uber Szenarien basierend
auf Schuldt [2]

Szenario ausmachen. Die Existenz der Elemente der Basisstrecke und ihre Strukturierung
ist durch hierarchische Klassen in der Ontologie modelliert. Die Auslegung von Auto-
bahnen wird in Entwurfsklassen (EKA), die jeweils mehrere Regelquerschnitte und ihre
Elemente enthalten, unterteilt. Ein Streckenabschnitt besteht aus einer Richtungsfahr-
bahn und einigen teilweise optionalen Ausstattungselementen. Die Richtungsfahrbahn
wird durch einen Regelquerschnitt der RAA instanziiert. Elemente der Regelquerschnitte
wie Fahrstreifen und Seitenstreifen sind als gesonderte Klassen modelliert und werden
•uber die Objektbeziehungbesteht ausmit einer genauen Anzahl modelliert. Sobestehtein
Regelquerschnitt 36 beispielsweise ausgenau dreiFahrstreifen pro Fahrtrichtung.

Stra�enausstattung Die zweite Ebene modelliert die Stra�enausstattung2, welche die
Begrenzungen der Fahrbahn, Verkehrsregeln und ihre Instanziierungen (Verkehrszeichen,
Markierungen, Wechselzeichen) und statische Objekte des Szenarios enth•alt. In der Wis-
sensbasis sind semantische Regeln (Semantic Web Rules) hinterlegt, welche Verkehrszei-
chen unter welchen Umst•anden auf den jeweiligen Regelquerschnitten angebracht sein
d•urfen.

Tempor •are Beein
ussung Die dritte Ebene sieht konzeptionell die Modellierung von
tempor•aren Ver•anderungen der Ebenen E1 und E2 vor, welche in der vorliegenden Arbeit
noch nicht umgesetzt ist. Arbeitsstellen wurden in den Vorarbeiten von Schuldt [2] als
Beispiel zur Generierung vonlogischen Szenarien[5] genutzt. Teile des Regelwerks f•ur
Arbeitsstellen sind in der RAA enthalten und in den Richtlinienf•ur die Absicherung von
Arbeitsstellen an Stra�en (RSA) [17] detailliert beschrieben.

2Benennung nach Hinweis durch Prof. Lutz Eckstein in pers•onlicher Kommunikation.
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Bewegliche Objekte In der vierten Ebene sind bewegliche Objekte (vorrangig Ver-
kehrsteilnehmer) und ihre Interaktionen beschrieben. Kategorien von Verkehrsteilnehmern
(z.B. Pkw und Lkw) sind als Klassen der Ontologie modelliert. Interaktionen zwischen
Verkehrsteilnehmern sind als Fahrman•over hinterlegt. Einen Katalog von notwendigen
Fahrman•overn f•ur ein vollst•andig automatisiertes Fahrzeug auf Abruf wurde von Reschka
[18] basierend auf T•olle [19] und Nagel und Enkelmann [8] vorgestellt. F•ur den hier gezeig-
ten Ansatz wurde der Katalog von Reschka um das Man•over Zur•uckfallen als Gegenteil
zum Ann•ahern erweitert. Mit dieser Erweiterung lassen sich Bedingungenvon Relativge-
schwindigkeiten f•ur eine sp•atere •Uberf•uhrung in logische Szenarien explizit unterscheiden.

Umweltbedingungen Die f•unfte Ebene beschreibt Umweltbedingungen bestehend aus
Wetter, Jahreszeit und Tageszeit. Diese Elemente wurden durch hierarchische Klassen
grob gegliedert (z.B. Regen, Schnee, Sonnenschein) oder diskretisiert (Morgen, Mittag,
Abend, Nacht). Feinere Diskretisierungen sind in der•Uberf•uhrung zu logischen Szenarien
vorgesehen, da die hier beschriebenen Stufen durch Parameter wie Stunden und Minuten
quasi-kontinuierlich beschrieben werden k•onnen.

Klassenbeziehungen Neben der Modellierung von hierarchischen Klassenkonzepten
zur Beschreibung des Stra�enverkehrs werden Beziehungen zwischen diesen Klassen mo-
delliert. In diesem Ansatz sind drei Arten von Beziehungen unterschieden: Implementie-
rungsbeziehungen, Konstellationsbeziehungen und Man•overbeziehungen.

Implementierungsbeziehungen modellieren die einstellbaren Parameter Komplexit•ats-
level und Abstraktionslevel sowie die dazugeh•origen Standardklassen. Jeder Klasse kann
somit die Zugeh•origkeit zu einem Komplexit•ats- und Abstraktionslevel zugewiesen wer-
den, was in Abschnit 3.2 n•aher beschrieben ist.

Konstellationsbeziehungen sind weiter in Erstellungs- und Anordnungsbeziehungen
unterschieden. Erstellungsbeziehungen beschreiben abstrakte (nicht

"
greifbare\) Klassen

und deren Repr•asentanten in der realen Umwelt. Die Konzepte daf•ur sind Teile-Ganze-
Beziehungen (Regelquerschnittbesteht auseiner Anzahl von Elementen), Instanziierungen
(Richtungsfahrbahn wird instanziiert durch Regelquerschnitt) und die Beschreibung von
optionalen Bestandteilen wie Geschwindigkeitsbegrenzungen. Anordnungsbeziehungen be-
schreiben r•aumliche Relationen von Instanzen wiefolgt auf/gefolgt von, rechter/linker
Nachbar und angebracht auf.

Man•overbeziehungen sind f•ur die Generierung von Fahrman•overn als Interaktion zwi-
schen Verkehrsteilnehmern notwendig. Diese Beziehungen beschreiben Positionsrelatio-
nen, Geschwindigkeitsrelationen und daraus resultierende Abst•ande im Umfeld des je-
weiligen Verkehrsteilnehmers. Auf Grundlage dieser Informationen k•onnen bei der Sze-
narienerstellung Fahrman•over automatisch geschlussfolgert werden (vgl. Abschnitt 3.2).
W•ahrend Implementierungs- und Erstellungsbeziehungen vorder Szenariengenerierung
als Hintergrundwissen modelliert werden, k•onnen Anordnungs- und Man•overbeziehungen
erst nach Erstellung der Szenerie und Instanziierung der Verkehrsteilnehmer f•ur jedes
Szenario einzeln ausgewertet werden.
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3.2 Systematische Szenariengenerierung

Das im vorherigen Abschnitt beschriebene Hintergrundwissen liefert die Grundlage f•ur
die systematische Szenariengenerierung. Im Folgenden werden zun•achst die bei der Ge-
nerierung einstellbarenParameter beschrieben. Anschlie�end folgt eine Darstellung der
ProzessschritteSzeneriegenerierung, Verkehrsteilnehmergenerierung, Szenarienentwick-
lung und Export der Szenarien.

Parameter Die Szenariengenerierung kann durch vier Parameter beein
usst werden:
Komplexit•atsgrad, Abstraktionsgrad, Anzahl der Positionen pro Fahrstreifen und An-
zahl der Verkehrsteilnehmer. Der Komplexit•atsgrad der Szenariengenerierung gibt an,
welche Klassen der 5 Ebenen in die Variationsmethode einbezogen werden. Bei einem
niedrigen Komplexit•atsgrad werden beispielsweise Verkehrsteilnehmer der Klasse Pkw
und Knotenpunkt-freie Streckenabschnitte generiert. Mitsteigendem Komplexit•atsgrad
werden Verkehrsteilnehmer wie Lkw und Busse und Regelquerschnitte auf Br •ucken und
in Tunneln w•ahrend der Generierung ber•ucksichtigt.

Der Abstraktionsgrad gibt an, welche Subklassen der durch denKomplexit•atsgrad
zul•assigen Superklassen variiert werden. In der abstraktestenKon�guration werden bei-
spielsweise nur Streckenabschnitte mit zwei Fahrstreifen und nachgiebigen R•uckhaltesys-
temen generiert. Mit sinkendem Abstraktionsgrad werden mehr Variationsm•oglichkeiten
(drei Fahrstreifen und starre Begrenzungen) in die Variation integriert. F•ur jede Super-
klasse kann eine Subklasse dabei als Standard-Auspr•agung gew•ahlt werden, welche zum
Beispiel durch statistische Analysen (

"
Standard-Autobahn\) oder eine besondere Bedeu-

tung f•ur die Szenariengenerierung bestimmt werden kann. Die Standardklassen werden
genutzt, um f•ur jede Ebene in der Klassenhierarchie mindestens einen Repr•asentanten
auszuw•ahlen, auch wenn die Szenariengenerierung mit einem hohen Abstraktionsgrad
kon�guriert ist. Abbildung 3 zeigt die Parameter Komplexit•atsgrad und Abstraktions-
grad in der hierarchischen Modellierung des Hintergrundwissen. Die Parameter Anzahl
der Positionen und Anzahl der Verkehrsteilnehmer werden in den n•achsten Abs•atzen
erl•autert.

RQ-Typen

RQ TunnelEKA 1 EKA 3

RQ 31 T RQ 36 TRQ 43,5 RQ 31,5RQ 36RQ 31 RQ 25

AG 0

AG 1

AG 2

�Y �Y

Abbildung 3: Ein
uss der Parameter der Szenariengenerierung. Rechtecke (wei� = Kom-
plexit•atsgrad 1, grau = Komplexit•atsgrad 2) stellen Klassen der Ontologie dar. Ebenen
im Bild bilden Abstraktionsgrad (0 = gr•o�te Abstraktion) ab. Mit Stern markierte Klas-
sen sind Standardklassen. Abk•urzungen: Entwurfsklasse (EKA), Regelquerschnitt (RQ),
Abstraktionsgrad (AG)

Szeneriegenerierung Im ersten Schritt der Szeneriegenerierung wird ermittelt,welche
zul•assigen Bestandteile die Szenerien enthalten. Welche Bestandteile in der Szenariengene-
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rierung ber•ucksichtigt werden sollen, h•angt von der Kon�guration des Komplexit•ats- und
des Abstraktionsgrads ab. Dazu werden die Ebenen E1 und E2 des5-Ebenen-Modells
ausgewertet. Die Auswertung des Hintergrundwissens beginntbei der abstrakten Klas-
se Szene, welche unter anderem mindestens einen Streckenabschnitt zur Instanziierung
ben•otigt. Streckenabschnitte sind•uber die Klassenbeziehunginstaziiert durch semantisch
zu Richtungsfahrbahnen und somit mit den Regelquerschnittenverkn•upft [16, Kap. 4]. Die
Kombinationen der Elemente werden gem•a� der Kon�guration erzeugt und in einem In-
stanziierungsgraphengespeichert. Mehrere M•oglichkeiten der Kombination in einer Klasse
ergeben dabei mehrere Verzweigungen im resultierenden Graphen. F•ur die in Abbildung 3
gezeigten Kon�guration w•urden f•ur die Parameter Abstraktionsgrad AG 1 und Komple-
xit •atsgrad KG 1 Szenerien mit den Regelquerschnitten RQ 31 (aus der Entwurfsklasse
EKA 1) und RQ 25 (aus der Entwurfsklasse EKA 3) erzeugt werden.Bei Abstraktions-
grad AG 2 hingegen w•aren alle Regelquerschnitte der Entwurfsklassen EKA 1 und EKA 3
in den resultierenden Szenerien enthalten.

Streckenabschnitt 
�‡1 Richtungsfahrbahn
�‡Instanziiert Höhenplan
�‡Optional Bepflanzung
�‡....

Richtungsfahrbahn
�‡Regelquerschnitt
�‡Optional Verkehrszeichen

Höhenplan
�‡�Y

Bepflanzung
�‡�Y

1.

2. 3.
Regelquerschnitt

�‡�Y
Verkehrszeichen

�‡�Y

4. 5.

Abbildung 4: Auswertung des Hintergrundwissens mit Reihenfolge (Zahlen an Pfeilen)
und Ausschnitt des resultierenden Instanziierungsgraphen

Abbildung 4 zeigt beispielhaft die Reihenfolge der Auswertung und einen Ausschnitt
des resultierenden Graphen der Auswertung des Hintergrundwissens gem•a� des kon�gu-
rierten Abstraktions- und Komplexit•atsgrads. Neben den Bestandteilen der Szenerie aus
der RAA wird die kon�gurierte Anzahl von Positionen pro Fahrstreifen als Instanzen in
den Graphen eingef•ugt. Diese Positionen sind f•ur die nachfolgende Generierung von Ver-
kehrsteilnehmern notwendig und werden r•aumlich den Fahrstreifen und sich selbst zuge-
ordnet. Jeder Pfad durch den Graphen stellt abschlie�end dieenthaltenen Elemente einer
Szenerie dar, die f•ur die Szenariengenerierung relevant sind. F•ur die weiteren Prozess-
schritte werden aus allen Bestandteilen des Graphen konkrete Instanzen mit eindeutiger
Kennung (beispielsweise Fahrstreifen$1) erstellt.

Die Beschreibung eines Szenarios beinhaltet neben der Existenz von Instanzen der
Bestandteile auch deren r•aumliche Relationen [20, Kap. 4.2]. Daf•ur werden Instanzen des
Graphen •uberpr•uft, welche mit einer oder mehreren Anordnungsbeziehungen modelliert
sind. Die Reihenfolge der Auswertung der Klassenbeziehungenstellt eine entscheidende
Rolle dar. Zun•achst wird eine einfache Anordnung durchgef•uhrt und die Individuen identi-
�ziert, welche

"
Ganze\-Konzepte (Superklassen) von Teile-Ganze-Beziehungen darstellen.

"
Teile\-Konzepte sind durch die jeweiligen Subklassen modelliert. In einem Teile-Ganze-

Konstrukt sind Priorit •aten der Anordnung modelliert, welche f•ur die Bestimmung der

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� �¨



Reihenfolge genutzt werden. Auf diese Weise steht fest, in welcher Reihenfolge die Re-
striktion f •ur die Anordnung der Instanzen ausgewertet werden m•ussen. Beispielsweise
werden in einem Regelquerschnitt erst die Anordnungen der Fahrstreifen zueinander, da-
nach die Anordnung von Seiten- und Randstreifen und abschlie�end optionale Elemente
generiert. Im zweiten Schritt der Anordnung werden•ubergreifende Zusammenh•ange der
einzelnen Teile-Ganze-Konstrukte erzeugt. Dazu geh•oren die fahrstreifen•ubergreifenden
Relationen von Positionen in den Fahrstreifen und Markierungen. Die•ubergreifenden Be-
ziehungen k•onnen mithilfe von modellierten semantischen Regeln durcheinen Reasoner
automatisch geschlussfolgert werden.

Als Ergebnis der Teilschritte der Szenerieerstellung liegenInstanzen der zul•assigen
Auspr•agungen der Szenerie mit r•aumlichen Relationen vor (Abbildung 5).

8080

Abbildung 5: Ausschnitt der Anordnung von Szenerieelementen. Blaue Pfeile:rechts/links,
orange Pfeile:angebracht auf, rote Pfeile: folgt auf/gefolgt von.

Verkehrsteilnehmergenerierung Die Generierung von Verkehrsteilnehmern beginnt
analog zur Erstellung der Szenerie. Dabei werden zul•assige Fahrzeugklassen und deren
Kombinationen als Instanziierungsgraph gespeichert und in Instanzen•uberf•uhrt. Bei drei
Fahrzeugen mit Pkw und Lkw ist es beispielsweise m•oglich, drei Pkw, zwei Pkw und einen
Lkw, einen Pkw und zwei Lkw und drei Lkw zu erzeugen. Anschlie�end werden die In-
stanzen der Verkehrsteilnehmer in allen Permutationen aufden vorhandenen Positionen
der Fahrstreifen verteilt. Dopplungen werden durch die Permutation mit Wiederholung
(ohne Reihenfolge) vermieden. Semantische Dopplungen liegen vor, wenn auf funktionaler
Ebene kein Unterschied der Szenarien vorhanden ist: Bei zwei hintereinander fahrenden
Fahrzeugen ist kein Unterschied vorhanden, wenn die Fahrzeuge der gleichen Fahrzeug-
klasse angeh•oren (PKW$1 vor PKW$2 = PKW$2 vor PKW$1). Wenn beide Fahrzeuge
unterschiedlichen Klasse angeh•oren, bedeutet dies einen Unterschied f•ur das entstehende
Szenario (LKW$1 vor PKW$1 6= PKW$1 vor LKW$1). Dieses Vorgehen f•uhrt zu einer
Reduktion der Szenarienmenge bei gleicher qualitativer Aussagekraft des Szenarienkata-
logs. Aufgrund der resultierenden r•aumlichen Verteilung der Verkehrsteilnehmer k•onnen
Fahrman•over geschlussfolgert werden. Jedes Fahrman•over aus dem Fahrman•overkatalog
(Abschnitt 3.1) ist in einem Satz von semantischen Regeln (Semantic Web Rules) forma-
lisiert. Durch die Einzelbetrachtung jedes Fahrzeugs k•onnen mehrere resultierende Fahr-
man•over f•ur ein Szenario erzeugt werden. In Abbildung 6 hat das vordereFahrzeug 2 nach
Auswertung der Regels•atze nur die M•oglichkeit, dem Fahrstreifen weiter zu folgen (gr•uner
Pfeil), da das Rechtsfahrgebot in den Man•overn ber•ucksichtigt wird. Fahrzeug 1 hingegen
hat die M•oglichkeiten, Fahrzeug 2 zu folgen (gr•uner Pfeil), sich Fahrzeug 2 anzun•ahern
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(violetter Pfeil) und einen Fahrstreifenwechsel nach links durchzuf•uhren (roter Pfeil). Die
Man•over der Fahrzeuge sind ebenfalls durch einen Reasoner automatisch geschlussfolgert.

8080

1

2

Abbildung 6: M•ogliche Fahrman•over in •uberladener Startszene. Gr•un: Folgen, violett:
Ann•ahern, rot: Fahrstreifenwechsel.

Szenarienentwicklung Aus der •uberladenenStartszene k•onnen im n•achsten Prozess-
schritt m•ogliche Endszenen abgeleitet werden, wodurch nach der Nomenklatur von Ul-
brich et al. [4] Szenarien entstehen. Aus den•uberladenen Startszenen werden dazu erst
alle Variationen von einzelnen Man•overn der Verkehrsteilnehmer ausgew•ahlt, woraus ei-
ne Vielzahl von potenziellenStartszenenentsteht. Im Beispiel aus Abbildung 6 ergeben
sich drei Startszenen bei denen Fahrzeug 2 immer das Man•over Folgen zugeordnet wird
und Fahrzeug 1 jeweils eins der aufgez•ahlten Man•over ausf•uhrt. F •ur die Inferenz zu einer
Endszene m•ussen den Verkehrsteilnehmern aufgrund ihrer aktuellen Man•over Relativge-
schwindigkeiten zugeordnet werden. Fahrzeug 2 bekommt im Beispiel die Geschwindigkeit
v2 zugeordnet. Aus den Man•overn von Fahrzeug 1 ergeben sich dann Bedingungen f•ur die
Relation von v1 zu v2 wenn Fahrzeug 2 dem Fahrstreifen folgt:

� Fahrzeug 1 folgt Fahrzeug 2:v1 = v2

� Fahrzeug 1 n•ahert sich Fahrzeug 2 an:v1 > v 2

� Fahrzeug 1 leitet Fahrstreifenwechsel nach links ein:v1 > v 2

Auf Grundlage der Relativgeschwindigkeiten kann die zugeh•origeEndszeneermittelt wer-
den. Das langsamste Fahrzeug im Szenario wird dazu eine logische Position in Fahrtrich-
tung weiter gesetzt und alle anderen Fahrzeug aufsteigend ihrer Geschwindigkeiten mehre-
re Positionen. Die virtuellen Pfade der Verkehrsteilnehmer •uber das Positionsgitter werden
auf Kollisionen •uberpr•uft und bei Vorhandensein einer Kollision als nicht valide Endszene
markiert.

Abschlie�end liefert die Szenariengenerierung umfassend sprachliche beschriebene Sze-
narien mit einer Start- und einer Endszene sowie Relationen der Geschwindigkeiten der
Verkehrsteilnehmer ohne dabei konkrete Werte festzulegen. Die Parametrierung von Wer-
tebereichen und einzelnen Repr•asentanten erfolgt im Konzept nach Bagschik et al. [5] bei
der •Uberf•uhrung zu logischen und konkreten Szenarien. Ein Beitrag dazu �ndet sich in
diesem Tagungsband mit dem Titel

"
Detaillierung einer stichwortbasierten Szenariobe-

schreibung f•ur die Durchf•uhrung in der Simulation am Beispiel von Szenarien auf deut-
schen Autobahnen\ von Menzel et al. [21].
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Export der Szenarien Wie eingangs motiviert sollen die Szenarien in eine Menschen-
lesbare und eine technische Darstellung exportiert werden. F•ur die Menschen-lesbare Dar-
stellung ist eine abstrahierte HTML-basierte Visualisierung umgesetzt (Abbildung 7a).
Die Anordnung der Bestandteile des Szenarios werden in ein HTML-Raster •uberf•uhrt
und jeweils eine Gra�k f•ur eine Klasse der Ontologie angezeigt. Die Gra�ken sind f•ur
jede Klasse einzeln erstellt worden (Fahrstreifen, Fahrzeuge und R•uckhaltesysteme) oder
aus vorhandenen Katalogen (Verkehrszeichen)•ubernommen. Verkehrsteilnehmer werden
je nach Man•over mit einem Richtungspfeil markiert und alle Elemente sind mit der ein-
deutigen Kennung annotiert. Die technische Darstellung istmithilfe eines vollst•andig ver-

(a) HTML-basierte Visualisierung f •ur
abstrahierte •Ubersicht

SC_2_Position$74

SC_Position$76

folgt

gefolgt_von

SC_Position$69

folgt gefolgt_von
V0_PKW$8

M_Folgen

beinhaltet

Szene$86

V0_PKW$9

M_Fahrstreifen-
wechsel links

SC_Position$70

ist_auf

ist_auf

links_von

rechts_vonbeinhaltet

(b) Szenariengraph als detaillierte sprachliche
Beschreibung

Abbildung 7: Visualisierung der funktionalen Szenarien

kn•upften Szenariengraph(Abbildung 7b) dargestellt. Jeder Knoten des Graphen stelle
eine Instanz mit eindeutiger Kennung dar. Die Verkn•upfungen zwischen den Knoten zei-
gen die erstellten und geschlussfolgerten Objektbeziehungen. In dieser Darstellung ist
ein Szenario•uber die Start- und die Endszene auf dem gr•o�ten Detaillevel beschrieben
und aufgrund der zahlenm•a�igen Komplexit •at f•ur den Menschen zwar verst•andlich jedoch
nicht intuitiv zu verarbeiten.

4 Fazit und Ausblick

Mit dem hier vorgestellten Ansatz ist es m•oglich, funktionale Szenarien nach Bagschik
et al. [5] automatisiert in gro�er Vielfalt systematisch zu erstellen. In einer ersten Studie
wurden 12.475 Szenarien mit jeweils vier Verkehrsteilnehmern und vier Positionen pro
Fahrstreifen auf mehreren Regelquerschnitten erzeugt. Diese Zahl lie�e sich durch Varia-
tion der Infrastruktur und einer gr•o�eren Anzahl von Verkehrsteilnehmern fast beliebig
erh•ohen. Aus der Studie wurden 700 Szenarien einzeln auf Richtigkeit und Vollst•andig-
keit gegen•uber dem modellierten Wissen veri�ziert. Fokus der Auswertungliegt einerseits
auf Szenarien mit komplexer Infrastruktur und andererseits auf Szenarien mit komplexen
Interaktionen der Verkehrsteilnehmer.

Die Vorteile der Szenariengenerierung sind die automatische Erstellung und der nach-
vollziehbare Inhalt der Szenarien. So k•onnen die etwa 300 modellierten Klassen e�zienter
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auf fehlende Aspekte untersucht werden als der resultierende Szenarienkatalog. Der Fokus
der aktuell modellierten Wissensbasis liegt aufNormalszenarienauf deutschen Autobah-
nen. Im Gegensatz zu potenziell kritischen Szenarien werdensich •uberschneidende Pfade
von Fahrman•overn bei der Szenarienentwicklung und nicht zu erwartendeAktionen (pl•otz-
liche Fahrstreifenwechsel bei Rechtsfahrgebot) nicht generiert. Solche F•alle k•onnen jedoch
durch Anpassung der Regeln der Ontologie nachvollziehbar hinzugef•ugt werden. Kritische
Szenarien, in denen geringe Abst•ande und hohe Relativgeschwindigkeiten von Interesse
sind, k•onnen im Rahmen der Parametrierung der Fahrman•over bei der Konvertierung zu
logischen und konkreten Szenarien erzeugt werden [21].

Einschr•ankungen des Ansatzes ist, dass f•ur die Modellierung des Hintergrundwissens
und den systematischen Erstellungsprozess Vereinfachungen und Abstraktionen notwen-
dig sind. So werden bei der Generierung von Verkehrsteilnehmern beispielsweise keine
Fahrzeugdimensionen ber•ucksichtigt, sodass zwei Pkw neben einem Lkw nicht in der lo-
gischen Positionierung erstellt werden k•onnen.

In Zusammenhang mit den Arbeiten von Menzel et al. kann der hier vorgestellte
Ansatz einen Beitrag zur Entwicklung und zum szenarienbasierten Testansatz von au-
tomatisierten Fahrzeugen leisten. Die Verwendung von quantitativen Szenarienkatalogen
als Grundlage f•ur Testf•alle ist aktuell Fokus der weiteren Arbeiten am Institut f•ur Rege-
lungstechnik.
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Detaillierung einer stichwortbasierten
Szenariobeschreibung f•ur die Durchf•uhrung in der

Simulation am Beispiel von Szenarien auf deutschen
Autobahnen

T. Menzel, G. Bagschik,� L. Isensee, A. Schomburg,y und M. Maurerz

Zusammenfassung: Szenarienbasierte Entwicklungs- und Testprozesse stellen einen vielver-
sprechenden Ansatz f•ur die Veri�kation und Validierung automatisierter Fahrfunktionen dar
und sind somit voraussichtlich im Stande, einen Beitrag zur Freigabe automatisierter Fahrzeuge
zu leisten. Um diesen Beitrag dokumentieren und bewerten zu k•onnen, m•ussen Szenarien nach-
verfolgbar entlang des Entwicklungs- und Testprozesses erstelltwerden. In den fr•uhen Entwick-
lungsphasen liegen die Betriebsszenarien des Entwicklungsgegenstandes •ublicherweise in einer
abstrakten sprachlichen Beschreibungsform vor. Sp•atestens im Rahmen einer Testfallableitung
f•ur den simulativen Test m•ussen die sprachlich dokumentierten Betriebsszenarien in eine Pa-
rameterraumdarstellung •uberf•uhrt und in die Formate f •ur die jeweilige Simulationsumgebung
konvertiert werden. Dieser Schritt bedeutet zur Zeit einen hohen manuellen Aufwand. Zudem
ist bei einer manuellen •Uberf•uhrung von sprachlich beschriebenen Szenarien in die Formate f•ur
die Simulationsdurchf•uhrung durch unterschiedliche Bearbeiter nicht sichergestellt, dass eine ein-
heitliche Interpretation und Umsetzung der Szenarien erfolgt. Indiesem Beitrag wird ein Ansatz
zur automatisierten •Uberf•uhrung von stichwortbasierten Szenarien in eine Parameterraumdar-
stellung sowie die Konvertierung in die Formate OpenDRIVE (Beschreibung des Streckennetzes)
und OpenSCENARIO (Beschreibung der Verkehrsteilnehmer und Umweltbedingungen) am Bei-
spiel von Szenarien auf deutschen Autobahnen vorgestellt.

Schl •usselw •orter: Automatisiertes Fahren, Testprozess, Szenarien, OpenSCENARIO, Open-
DRIVE

1 Einleitung

Vor der Einf•uhrung automatisierter Fahrzeugf•uhrungssysteme muss ein de�niertes Sicher-
heitsniveau der Systeme sichergestellt werden. Bei Fahrerassistenzsystemen erfolgt diese
Pr•ufung nach Stand der Technik•uber einen streckenbasierten Ansatz. F•ur Systeme h•oher-
er Automatisierungsgrade sagen Wachenfeld und Winner [1] bei einem streckenbasierten-
basierten Ansatz mehrere Milliarden notwendige Testkilometer voraus. Schuldt [2] folgert
daraus, dass ein streckenbasierter Ansatz f•ur die Freigabe von Systemen h•oherer Auto-
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matisierungsgrade•okonomisch nicht vertretbar ist und schl•agt einen szenarienbasierten
Ansatz als vielversprechende Alternative vor.

Bei szenarienbasierten Ans•atzen stellt die Szenariengenerierung einen sensiblen Schritt
f•ur die Sicherheitsargumentation und somit die Freigabe desSystems dar. Die Szenarien
m•ussen daher systematisch und nachverfolgbar entlang des Entwicklungsprozesses gene-
riert und dokumentiert werden. Hierzu stellen Bagschik et al. [3] die drei Abstraktions-
grade derfunktionalen, logischenund konkreten Szenarienvor. Diese Abstraktionsgrade
unterst•utzen die Aktivit •aten in der Konzept-, Systementwurfs- und Testphase eines V-
Modell-basierten Entwicklungsprozesses und bilden so die Grundlage f•ur eine strukturierte
Generierung sowie Verwendung von Szenarien.

Zur automatisierten Erstellung von funktionalen Szenarien stellen Bagschik et al.
[4] einen wissensbasierten Ansatz vor. Die generierten Szenarien nutzen ein de�niertes
Vokabular, um die Strecke sowie die Verkehrsteilnehmer sprachlich zu beschreiben. Da-
bei besteht jedes Szenario aus einer Start- und einer Endszene. F•ur die •Uberf•uhrung
der funktionalen Szenarien zu logischen Szenarien muss diestichwortbasierte Notation
mithilfe einer Parameterraumdarstellung detailliert und in die Formate f•ur die Simu-
lationsdurchf•uhrung konvertiert werden. Dieser Schritt beinhaltet im Hinblick auf eine
Simulationssteuerung zudem die Spezi�kation der zeitlichen Abl•aufe der Fahrzeuginter-
aktionen zwischen der Start- und der Endszene. Damit die Strecke und die zeitlichen
Abl•aufe der Fahrzeuginteraktionen in den Datenformaten konsistent modelliert werden,
m•ussen verschiedene Beziehungen und Abh•angigkeiten zwischen den Szenarioelementen
und -parametern ber•ucksichtigt werden.

Die Schritte der Szenariendetaillierung und -konvertierung bedeuten aktuell einen ho-
hen manuellen Zeitaufwand. Zudem sind insbesondere bei unterschiedlichen Bearbeitern
keine einheitliche Interpretation der sprachlichen Szenarien und keine konsistente Model-
lierung in den Formaten f•ur die Simulation sichergestellt. In diesem Beitrag wird daher
ein Ansatz zur automatisierten •Uberf•uhrung einer stichwortbasierten Szenariobeschrei-
bung in eine Parameterraumdarstellung sowie die Konvertierung in die Formate f•ur die
Simulationsdurchf•uhrung am Beispiel von Szenarien auf deutschen Autobahnen vorge-
stellt. Innerhalb der Parameterraumdarstellung werden Abh•angigkeiten und Beziehungen
zwischen den Elementen und Parametern des Szenarios modelliert. Dies ist notwendig,
um die zeitlichen Abl•aufe der Fahrzeuginteraktionen in der Simulation entsprechend der
Vorgaben der funktionalen Szenarien aufzul•osen und eine konsistente Umsetzung der Sze-
narien in den Datenformaten sicherzustellen. Als Format f•ur die Streckenbeschreibung
wird OpenDRIVE verwendet. Als Format f•ur die Beschreibung der Verkehrsteilnehmer
und der Umwelt wird OpenSCENARIO genutzt.

2 Stand der Technik und verwandte Arbeiten

Schuldt et al. [5] schlagen einen szenarienbasierten Testansatz sowie eine Strukturierung
von Szenarien in einem 4-Ebenen-Modell vor. Ulbrich et al. [6] de�nieren die Begri�e
Szene, Situation und Szenario. Bagschik et al. [3] motivieren unterschiedliche Darstel-
lungsformen von Szenarien entlang des Entwicklungsprozesses am Beispiel der ISO 26262
[7] und schlagen die Abstraktionsgrade funktionale Szenarien, logische Szenarien und kon-
krete Szenarien vor. Dieser Beitrag verwendet die Begri�e entsprechend der De�nitionen
von Ulbrich et al. [6] und Bagschik et al. [3].
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Waymo LLC [8] stellt einen Testansatz vor, mit dem Ausschnitte durchgef•uhrter Ver-
suchsfahrten in der Simulation reproduziert und Parameterder Verkehrsteilnehmer und
der Leitinfrastruktur variiert werden k•onnen. Neben den Messdaten der Realfahrten wird
f•ur diesen Ansatz eine hochdetaillierte Karte des realen Streckennetzes ben•otigt. Dieser
Ansatz konvertiert somit Messdaten in konkrete Szenarien, die in der Simulation ausf•uhr-
bar sind, und verallgemeinert diese konkreten Szenarien f•ur eine nachtr•agliche Variation
der Parameter zu logischen Szenarien. Eine Generierung synthetischer Strecken und Sze-
narien auf Basis von formalisiertem Wissen wird nicht beschrieben.

Bach et al. [9] motivieren eine modellbasierte Darstellungvon Szenarien. Des Weiteren
beschreiben sie ein Konzept und eine prototypische Umsetzung zur abstrakten Modellie-
rung von konkreten Szenarien insbesondere der Handlungsabl•aufe der Verkehrsteilnehmer.
Das Konzept basiert auf der Unterteilung eines Szenarios in unterschiedliche Akte und
Events und setzt somit eine•ahnliche Strukturierung der Handlungsabl•aufe wie das For-
mat OpenSCENARIO um. Xiong [10] stellt eine Orchestrierung vonSzenarien f•ur die
Simulation auf Grundlage einer Wissensbasis vor. Hierzu beschreibt Xiong den Ablauf
eines Szenarios in der Simulation mithilfe einer Ontologie. In der Ontologie sind sowohl
die Bestandteile der Strecke und die Interaktionen der Verkehrsteilnehmer als auch die
einzusetzenden Fahrermodelle detailliert modelliert. Das Szenario wird von einer Ablauf-
steuerung in der Simulation umgesetzt und gegebenenfalls zur Laufzeit an das Verhalten
der Fahrfunktion angepasst. Dieser Ansatz legt somit explizit ein Fahrzeug als Testobjekt
fest und steuert die•ubrigen Verkehrsteilnehmer mithilfe des in der Ontologie modellier-
ten Wissens, sodass de�nierte Szenen im Szenario erreicht werden. Nach der Terminologie
von Bagschik et al. [3] beschreibt Xiong aufgrund der De�nition eines Testobjektes keine
Szenarien sondern Testf•alle. Bach et al. und Xiong stellen somit Notationen f•ur konkrete
Szenarien bzw. Testf•alle vor. Die Generierung aller m•oglichen funktionalen Szenarien in
Bezug auf eine Wissensbasis und eine•Uberf•uhrung unterschiedlicher Darstellungsformen
von Szenarien innerhalb des Entwicklungs- und Testprozesses werden weder von Bach et
al. noch von Xiong n•aher beschrieben. Beide Arbeiten k•onnen aber zu der Modellierung
von konkreten Szenarien sowie Testf•allen beitragen.

Bagschik et al. [11] stellen ein Konzept f•ur die wissensbasierte Generierung von Start-
szenen mithilfe einer Ontologie vor. F•ur die Strukturierung des Wissens innerhalb der
Ontologie nutzen Bagschik et al. [11] ein 5-Ebenen-Modell basierend auf dem 4-Ebenen-
Modell nach Schuldt et al. [5]. In einer sp•ateren Ver•o�entlichung erweitern Bagschik et al.
[4] das Konzept der wissensbasierten Generierung von Startszenen und stellen eine Umset-
zung f•ur die wissensbasierte Generierung von Betriebsszenarienauf deutschen Autobahnen
vor. Die Betriebsszenarien enthalten jeweils eine Start- und eine Endszene und werden
im Rahmen von funktionalen Szenarien sprachlich auf semantischer Ebene beschrieben
und mithilfe der Web Ontology Language (OWL) modelliert. Diein diesem Beitrag vor-
gestellten Arbeiten nutzen die von Bagschik et al. [4] generierten funktionalen Szenarien
als Ausgangsbasis f•ur die Szenariendetaillierung und•Uberf•uhrung in die Formate f•ur die
Simulationsdurchf•uhrung.

F•ur den simulativen Test von automatisierten Fahrfunktionen steht ein breites An-
gebot an Simulationsumgebungen wie ASM Tra�c1 von der dSPACE GmbH, CarMa-

1https://www.dspace.com/de/gmb/home/products/sw/automotive_simulation_models/
produkte_asm/asm_traffic.cfm , abgerufen am 13.04.2018
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ker2 von der IPG Automotive GmbH oder Virtual Test Drive3 von der VIRES Simulati-
onstechnologie GmbH zur Verf•ugung. Die verschiedenen Simulationsumgebungen nutzen
unterschiedliche Formate f•ur die Spezi�kation von Szenarien. Das in diesem Beitrag be-
schriebene Werkzeug•uberf•uhrt funktionale Szenarien in die Formate f•ur die simulative
Durchf•uhrung mithilfe der Simulationsumgebung Virtual Test Drive. Virtual Test Drive
fordert f•ur die Beschreibung des Stra�ennetzes das Format OpenDRIVE4. F•ur die Be-
schreibung der Interaktionen der Verkehrsteilnehmer sowie der Umweltbedingungen nutzt
Virtual Test Drive zuk •unftig das Format OpenSCENARIO5.

3 Detaillierung einer stichwortbasierten Szenariobe-
schreibung f •ur die Durchf •uhrung in der Simulation

Die •Uberf•uhrung einer stichwortbasierten Szenariobeschreibung in die Formate f•ur die
Simulationsdurchf•uhrung erfolgt, wie in Abbildung 1 dargestellt, in zwei Schritten. Die
funktionalen Szenarien liegen als semantische, stichwortbasierte Beschreibungen vor und
sind mithilfe der Web Ontology Language modelliert. Die Generierung der funktionalen
Szenarien wird von Bagschik et al. [4] beschrieben.

Funktionales
Szenario

Szenarien-
detaillierung

Parameterraum-
darstellung

Format-
konvertier-

ungen

OpenDRIVE

OpenSCENARIO

Numerische
Bedingungen

Abbildung 1: Prozess•ubersicht der Szenarien•uberf•uhrung. Rechtecke stellen Arbeitsergeb-
nisse, abgerundete Ecken stellen Prozessschritte dar.

Im Rahmen der Szenariendetaillierung werden die funktionalen Szenarien eingelesen
und in eine Parameterraumdarstellung•uberf•uhrt. Hierzu werden jeder Vokabel der funk-
tionalen Szenarien Parameter zugeordnet, die f•ur die De�nition des jeweiligen Elementes
in den Formaten f•ur die Simulationsdurchf•uhrung gefordert werden. Zus•atzlich werden
Abh•angigkeiten der Parameter sowie einzuhaltende Rahmenbedingungen f•ur die Wahl
und Kombination von Parameterwerten modelliert. Diese Abh•angigkeiten und Rahmen-
bedingungen ergeben sich zum einen aus physikalischen Zusammenh•angen der Parameter
und zum anderen auf Basis der in den funktionalen Szenarien spezi�zierten Interaktionen
der Verkehrsteilnehmer sowie den Anforderungen durch die Formate f•ur die Simulations-
durchf•uhrung.

2https://ipg-automotive.com/products-services/simulation-software/carmaker/ , abgeru-
fen am 13.04.2018

3https://vires.com/vtd-vires-virtual-test-drive/ , abgerufen am 13.04.2018
4http://www.opendrive.org/ , abgerufen am 13.04.2018
5http://www.openscenario.org/ , abgerufen am 13.04.2018
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Im Rahmen der Formatkonvertierungen werden die f•ur die einzelnen Formate ben•otig-
ten Informationen aus der Parameterraumdarstellung extrahiert und in die Struktur des
jeweiligen Formats•uberf•uhrt. Zudem werden die bei der Wahl der Parameterwerte ein-
zuhaltenden Bedingungen in einer zus•atzlichen Datei als Regelwerk dokumentiert, um in
sp•ateren Prozessschritten (beispielsweise im Rahmen einer Testfallerstellung) nur g•ultige
Wertekombinationen zu erzeugen. Anschlie�end wird f•ur jeden Parameter ein Standard-
wert entsprechend des dokumentierten Regelwerks gew•ahlt. Die extrahierten Szenarien
spezi�zieren somit die variierbaren Parameter mithilfe der Formate OpenDRIVE und
OpenSCENARIO, formalisieren ihre Bedeutung f•ur die Simulationsdurchf•uhrung und ge-
ben einen entsprechend eines dokumentierten Regelwerkes g•ultigen Standardparameter
an. Damit stellen die extrahierten Szenarien die Grundlage f•ur logische Szenarien nach
der De�nition von Bagschik et al. [3] bereit. Die Generierung einer repr•asentativen Stich-
probe konkreter Szenarien f•ur jedes logische Szenario entsprechend eines de�nierten Test-
konzeptes ist nicht Teil dieses Beitrags.

3.1 Szenariendetaillierung

Als Ausgangsbasis f•ur die Szenariendetaillierung wird eine semantische Beschreibung von
Szenarien verwendet, die im OWL-Format vorliegt. Diese funktionalen Szenarien nutzen
ein de�niertes Vokabular sowie semantische Beziehungen zwischen den Begri�en des Vo-
kabulars zur Beschreibung der Stra�enebene, der Stra�enausstattung, der beweglichen
Objekte und der Umweltbedingungen. Das Vokabular der Stra�enebene und Stra�enaus-
stattung wurde von Bagschik et al. [4] in Anlehnung an die Richtlinien zur Anlage von
Autobahnen [12] erstellt. F•ur die Beschreibung der Interaktionen der Verkehrsteilnehmer
verwenden Bagschik et al. [4] die Man•over nach Reschka [13] basierend auf T•olle [14] und
Nagel und Enkelmann [15].

Im ersten Schritt der Szenariendetaillierung werden, wie in Abbildung 2 dargestellt,
die zur Beschreibung des funktionalen Szenarios genutztenVokabeln in das 5-Ebenen-
Modell [11] eingeordnet und um Parameter, die die einzelnen Elemente spezi�zieren, er-
weitert. Die zur Beschreibung der einzelnen Elemente notwendigen Parameter sind von
den Formaten f•ur die Simulationsdurchf•uhrung abh•angig. Im Rahmen der in diesem Bei-
trag vorgestellten Arbeiten wurden die Parameter daher aus den Spezi�kationen der Si-
mulationsformate OpenDRIVE [16] und OpenSCENARIO [17] abgeleitet. Das Format
OpenDRIVE beschreibt das Stra�ennetz und somit die Elemente der ersten bis dritten
Ebene des 5-Ebenen-Modells. Das Format OpenSCENARIO beschreibt die Interaktionen
der Verkehrsteilnehmer sowie die Umweltbedingungen und somit die vierte und f•unfte
Ebene des 5-Ebenen-Modells.

Die Bewegungen der Fahrzeuge werden in OpenSCENARIO mithilfevon Aktionen
(Man•over und weitere Befehle zur Simulationssteuerung) und Events (Ereignisse, bei de-
nen eine Aktion ausgel•ost wird) beschrieben. In den funktionalen Szenarien werdendie
Bewegungen eines Fahrzeuges durch seine relative Positionzu den •ubrigen Verkehrsteil-
nehmern in der Start- und Endszene sowie das auszuf•uhrende Man•over beschrieben. Da-
mit die in den funktionalen Szenarien de�nierten Man•over mithilfe von Parametern aus
OpenSCENARIO darstellbar sind, m•ussen die Interaktionen der Verkehrsteilnehmer, wie
in Abbildung 3 dargestellt, zun•achst in eine eventbasierte Darstellung•uberf•uhrt werden.
Hierzu werden die Man•over der funktionalen Szenarien durch zus•atzliche Beschreibungs-
elemente, wie Aktionen und Events, detailliert.
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Abbildung 2: 5-Ebenen-Modell zur Strukturierung von Szenarien nach Bagschik et al.
[11] auf Basis von Schuldt [2]. Die blauen K•asten symbolisieren beispielhaft Vokabeln
aus den funktionalen Szenarien. Die gelben K•asten symbolisieren beispielhaft aus den
Formatspezi�kationen abgeleitete Parameter.

Im zweiten Schritt der Szenariendetaillierung werden die Beziehungen und Abh•angig-
keiten zwischen den Elementen und Parametern der Elemente modelliert. Hierbei wurden,
wie in Abbildung 4 dargestellt, drei Arten von Beziehungen identi�ziert und modelliert:
Anordnungsbeziehungen, Objektabh•angigkeiten und Parameterabh•angigkeiten. Die drei
Beziehungsebenen sind unabh•angig voneinander und haben unterschiedlichen Aussagen-
charakter.

Die Anordnungsbeziehungen charakterisieren die topologischen Lagebeziehungen der
Objekte zueinander. Hierzu werden alle im Szenario modellierten Objekte als Knoten
in einen Graphen eingetragen. Benachbarte oder im Szenario miteinander interagierende
Objekte werden•uber die Kanten des Graphen in Relation gesetzt. Die Anordnungsbezie-
hungen beinhalten unter anderem die Zuordnung von Fahrstreifen zu Streckenabschnitten,
die Anordnung von Fahrstreifen innerhalb eines Streckenabschnittes, die Positionen der
Verkehrsteilnehmer auf der Strecke sowie die Lagebeziehungen der Verkehrsteilnehmer
zueinander. Die Anordnungsbeziehungen werden mithilfe vonVokabeln bereits in den
funktionalen Szenarien beschrieben und k•onnen somit direkt modelliert werden.

Die Objektabh•angigkeiten beschreiben die Abh•angigkeiten zwischen den Objekten des
Szenarios. Jede Objektabh•angigkeit umfasst einen Regelsatz, der einzuhaltende Bedin-
gungen zwischen den Parametern der verkn•upften Objekte beschreibt. Diese Bedingun-
gen sind notwendig, um Vorgaben aus den funktionalen Szenarien oder Anforderungen
durch die Formate zu ber•ucksichtigen. Beispielsweise werden in den funktionalen Szena-
rien nach Bagschik et al. [4] die Interaktionen der Verkehrsteilnehmer auf semantischer
Ebene mithilfe von Man•overn beschrieben. Aus dem Man•overAnn•ahern resultiert auf Pa-
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Abbildung 3: Spezi�kation der zeitlichen Abl•aufe mithilfe einer eventbasierten Darstellung

rameterebene die Bedingung, dass die Geschwindigkeit des sich ann•ahernden Fahrzeuges
gr•o�er sein muss als die Geschwindigkeit des vorausfahrendenFahrzeuges. In OpenDRIVE
werden verschiedene Fahrstreifen mithilfe von Streckenabschnitten gegliedert und zu ei-
nem Stra�ennetz zusammengesetzt. Aus diesem Aufbau resultiert die Bedingung, dass
aufeinanderfolgenden Fahrstreifen an den Schnittstellen die gleiche Fahrstreifenbreite zu-
geordnet sein muss.

Die Parameterabh•angigkeiten beschreiben die Abh•angigkeiten zwischen den Parame-
tern eines Objekts. Dabei k•onnen auf einen Parameter ein oder mehrere andere Para-
meter desselben Objektes Ein
uss nehmen. Die Parameterabh•angigkeiten ber•ucksichti-
gen Vorgaben bei der Wahl von Parameterwerten durch Normen und Richtlinien oder
physikalische Zusammenh•ange. Beispielsweise wird in den funktionalen Szenarien nach
Bagschik et al. [4] das H•ohenpro�l der Strecke mithilfe von Entwurfselementen aus der
Richtlinie zur Anlage von Autobahnen [12], wie planarer H•ohenplan, Kuppe oder Wanne,
beschrieben. Die L•ange einer Kuppe darf dabei nicht unabh•angig von der Anfangs- und
Endneigung gew•ahlt werden, sondern muss, wie in Abbildung 4 dargestellt, auf Basis ei-
ner Formel aus der Richtlinie zur Anlage von Autobahnen berechnet werden. Mithilfe der
Parameterabh•angigkeiten werden die Parameterwerte einzelner Objekte somit konsistent
im Sinne regulatorischer Vorgaben oder physikalischer Zusammenh•ange gew•ahlt.
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Abbildung 4: Erweiterung des Parameterraumes um Anordnungsbeziehungen sowie
Objekt- und Parameterabh•angigkeiten. Die L•angeT einer Kuppe wird mithilfe des Halb-
messersH sowie der Anfangsneigungn1 und Endneigungn2 berechnet.

3.2 Export der Formate

Im Rahmen der Formatkonvertierungen werden die in der Parameterraumdarstellung mo-
dellierten Informationen in die Formate OpenDRIVE und OpenSCENARIO •uberf•uhrt.

Im ersten Schritt erfolgt die Erstellung der Stra�enbeschreibung im OpenDRIVE-
Format. Hierzu werden die Elemente der ersten bis dritten Ebene des 5-Ebenen-Modells
in die Syntax des Formats OpenDRIVE•ubersetzt. Dabei werden den Parametern g•ulti-
ge Werte zugewiesen, die auf Basis der modellierten Abh•angigkeiten und Bedingungen
berechnet werden.

Im zweiten Schritt erfolgt die Erstellung der Verkehrsteilnehmer sowie der Umweltbe-
dingungen im OpenSCENARIO-Format. Hierzu werden die Elementeder vierten und f•unf-
ten Ebene des 5-Ebenen-Modells in die Syntax des Formats OpenSCENARIO •uberf•uhrt
und mit g•ultigen Parameterwerten initialisiert. Die im vorherigenSchritt erstellte Open-
DRIVE-Datei wird dabei als Referenz f•ur die Stra�enbeschreibung angegeben. Weiterhin
wird das Regelwerk, das f•ur die Ableitung der Standardwerte der Parameter herangezo-
gen wurde, in einer zus•atzlichen Datei dokumentiert und so f•ur eine Parametervariation
in nachfolgenden Prozessschritten zug•anglich gemacht.

4 Evaluierung

In diesem Kapitel erfolgt eine Evaluierung der erzeugten OpenDRIVE- und OpenSCE-
NARIO-Dateien. Hierzu werden funktionale Szenarien mit dem von Bagschik et al. [4]
beschriebenen wissensbasierten Ansatz generiert und mit dem in diesem Beitrag vorge-
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stellten Ansatz in eine Parameterraumdarstellung•uberf•uhrt sowie in die Formate Open-
DRIVE und OpenSCENARIO konvertiert. Die Auswahl der Testszenarien und die Eva-
luierung erfolgen f•ur beide Formate separat.

4.1 OpenDRIVE

Das Vokabular der funktionalen Szenarien f•ur die Streckenbeschreibung umfasst mehrere
Auspr•agungen von H•ohenpl•anen (wie Anstieg und Gef•alle), Lagepl•anen (wie Gerade oder
Kreisbogen) und Fahrstreifentypen (wie Seitenstreifen oder B•oschung). Des Weiteren wer-
den unterschiedliche Elemente der Leitinfrastruktur (wieVerkehrszeichen und R•uckhalte-
systeme) beschrieben. Durch die Kombination dieser Elemente werden viele unterschied-
liche Auspr•agungen von Streckenabschnitte erm•oglicht. In der aktuellen Umsetzung der
wissensbasierten Szenariengenerierung nach Bagschik et al. [4] besteht die Stra�enebene
jedes funktionalen Szenarios aus nur einem Streckenabschnitt. Eine Kombination aufein-
anderfolgender Abschnitte zu l•angeren Strecken ist in der aktuellen Implementierung nicht
umgesetzt und begrenzt somit den Umfang der Eingangsdaten f•ur die Evaluierung.

Innerhalb des OpenDRIVE-Formates existieren ausschlie�lich Abh•angigkeiten zwi-
schen aufeinanderfolgenden Streckenabschnitten und Fahrstreifen. Die Entwurfselemente
eines Streckenabschnittes, wie der Lageplan, der H•ohenplan und der Fahrstreifenbereich,
k•onnen unabh•angig voneinander spezi�ziert werden. Da die generierten Strecken der funk-
tionalen Szenarien nur einen Streckenabschnitt beinhalten, m•ussen nicht alle Kombinati-
onsm•oglichkeiten der Vokabeln getestet werden. F•ur die Evaluierung muss lediglich gepr•uft
werden, ob jede Vokabel im einzelnen korrekt (entsprechendder im OpenDRIVE-Format
vorgesehenen Klasse und Attribute) auf das OpenDRIVE-Formatabgebildet wird. F•ur
die Evaluierung wurden somit insgesamt f•unf funktionale Szenarien ausgew•ahlt, die das
Vokabular f•ur die Streckenbeschreibung vollst•andig nutzen.

Die Bewertung der OpenDRIVE-Dateien erfolgte in zwei Schritten. Zun•achst wur-
den die Strecken im OpenDRIVE-Viewer (siehe Abbildung 5a) auf korrekte Umsetzung
entsprechend der Vorgaben aus den funktionalen Szenarien und normgerechter Parame-
trierung untersucht. Hierbei wurde•uber den Koordinatenverlauf der Strecke beispielsweise
die Geometrie (L•angs- und H•ohenverlauf) bewertet. Anschlie�end wurden die Strecken in
Virtual Test Drive (siehe Abbildung 5b) geladen und gepr•uft, ob alle 3D-Gra�ken ange-
zeigt werden und die Fahrstreifen korrekt miteinander verkn•upft sind. Hierzu wurde ein
virtuelles Fahrzeug de�niert, dass die jeweilige Strecke komplett durchfahren musste. Mit
diesem Vorgehen konnte gezeigt werden, dass die Stra�enbeschreibung entsprechend der
Vorgaben des jeweiligen funktionalen Szenarios sowie der geltenden Normen spezi�ziert
und korrekt in das Datenformat OpenDRIVE konvertiert wird.

4.2 OpenSCENARIO

Das Vokabular der funktionalen Szenarien f•ur die Beschreibung der Verkehrsteilnehmer
umfasst verschiedene Fahrzeugklassen (wie PKW oder LKW) undFahrman•over (wie Fahr-
streifenwechsel oder Ann•ahern). Die Positionen der Fahrzeuge werden•uber ein fahrstrei-
fenrelatives Positionsgitter miteinander verkn•upft. Des Weiteren werden unterschiedliche
Umwelteigenschaften mithilfe von verschiedenen Wetterbedingungen (wie Regen oder kla-
rer Himmel) und verschiedenen Tageszeiten (wie Morgens oderMittags) beschrieben.
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(a) OpenDRIVE-Strecke im OpenDRIVE-Viewer (b) OpenDRIVE-Strecke in Virtual Test Drive

Abbildung 5: Darstellung einer dreistrei�gen Autobahn in einer Kurve mit Gef•alle, zul•assi-
ger H•ochstgeschwindigkeit und nachgiebigem R•uckhaltesystem im OpenDrive-Viewer (a)
und in Virtual Test Drive (b)

Die Bewertung der OpenSCENARIO-Dateien erfolgt in zwei Schritten. Im ersten
Schritt erfolgt ein statischer Test mithilfe einer Schema-Datei. Hierbei wird die Struk-
tur der erstellen OpenSCENARIO-Datei mit den Vorgaben des Formates verglichen. Auf
diese Weise k•onnen fehlende Attribute oder Elemente identi�ziert werden. F•ur die •Uber-
pr•ufung der OpenSCENARIO-Dateien mit der Schema-Datei wurden sechs Szenarien aus-
gew•ahlt, die zusammen alle Entwurfselemente von OpenSCENARIO beinhalten, die f•ur
die Umsetzung des Vokabulars ben•otigt werden. Durch die •Uberpr•ufung dieser Szenarien
mithilfe der Schema-Datei wurde gezeigt, dass die funktionalen Szenarien auf Grundlage
des de�nierten Vokabulars in OpenSCENARIO-Dateien konvertiert werden, die den For-
matvorgaben entsprechen. Dieser statische Test erlaubt allerdings noch keine Aussage,
ob alle Elemente der funktionalen Szenarien umgesetzt und mit validen Parameterwerten
initialisiert werden.

Im zweiten Schritt erfolgt daher eine Ausf•uhrung der OpenSCENARIO-Dateien in
der Simulation. Hierbei wird gepr•uft, ob die mithilfe von OpenSCENARIO modellierten
Szenarien in der Simulation so ablaufen, wie in den funktionalen Szenarien spezi�ziert.
Zentrale Fragen w•ahrend der Tests sind:

� Starten alle Fahrzeuge auf der in der Startszene de�niertenPosition?
� Entspricht das Verhalten aller Fahrzeuge den in der Startszene de�nierten Man•overn?
� Starten und enden die Man•over zum richtigen Zeitpunkt, sodass keine Kollisionen

verursacht werden?
� Be�nden sich alle Fahrzeuge nach den Man•overausf•uhrungen auf den in der End-

szene de�nierten Positionen?

Da nicht alle erstellten funktionalen Szenarien manuell gepr•uft werden k•onnen, wurden
basierend auf den Erfahrungen der Autoren relevante Testf•alle ausgew•ahlt. Hierzu wurden
neun Testziele de�niert. Jedes Testziel beschreibt einen Programmteil der Szenariende-
taillierung und -konvertierung (beispielsweise die Berechnung der Startgeschwindigkeiten
der Verkehrsteilnehmer), der explizit gepr•uft werden soll. Zus•atzlich de�niert jedes Test-
ziel eine Testskizze, in der der grobe Aufbau und Ablauf der Szenarien beschrieben wird,
die zur Pr•ufung des Testzieles eingesetzt werden k•onnen. Insgesamt wurden 30 Szenarien
entsprechend der Testskizzen ausgew•ahlt und korrekt (wie in den funktionalen Szenarien
spezi�ziert) in der Simulation mit Virtual Test Drive ausgef•uhrt.
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5 Fazit und Ausblick

In diesem Beitrag wurde ein Ansatz vorgestellt, mit dem eine stichwortbasierte Szenarien-
beschreibung in die Formate f•ur die Simulation •uberf•uhrt wird. Hierzu werden die stich-
wortbasierten Szenarien zun•achst durch eine Parameterraumdarstellung detailliert und
anschlie�end in die Formate OpenDRIVE und OpenSCENARIO konvertiert. Die auto-
matisiert erstellten Szenarien wurden evaluiert und laufen den Vorgaben der funktionalen
Szenarien entsprechend in der Simulation ab.

Aufbauend auf den vorgestellten Ans•atzen sind weitere Arbeiten notwendig, um Sze-
narien entlang der von Bagschik et al. [3] beschriebenen Abstraktionsgrade zu generieren.
Sowohl in den funktionalen Szenarien als auch in den erstellten Formaten f•ur die Simulati-
on werden aktuell nur Fahrzeuge beschrieben, die durch die Simulation gesteuert werden.
Die De�nition eines Fahrzeuges, dass durch eine automatisierte Fahrfunktion geregelt
wird, muss im Rahmen einer Testfallerstellung zuk•unftig erg•anzt werden. Der durch das
unde�nierte Verhalten der Automation im Szenario entstehende Freiheitgrad k•onnte zu
ungewolltem Verhalten im Szenarioablauf f•uhren. Der •Ubergang zu Testf•allen sowie die
Anwendung der erstellen Formate im Rahmen einer Testfallbeschreibung m•ussen daher
in nachfolgenden Arbeiten untersucht werden.
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Zusammenfassung: Ein statistischer Sicherheitsnachweis für hochautomatisiertes Fahren ist mit 
aktuellen Methoden, wie der Felderprobung, nicht möglich. Neuartige Methoden, bspw. szenario-
basiertes Testen, könnten helfen dieses Dilemma zu lösen. Trotzdem führen die Vielzahl an 
Einflussparametern und deren Werteraum zu einer riesigen Menge an möglichen Kombinationen 
innerhalb des Parameterraums. Da es aktuell noch zu wenig Erfahrung mit automatisierten 
Fahrfunktionen gibt, kann der benötigte Testraum nicht durch wissensbasierte Testfallerstellung 
reduziert werden. Partikuläres Testen mittels Funktionaler Dekomposition der Fahrfunktion kann 
potentiell dazu beitragen, diese Parameterraumexplosion zu überwinden. Basierend auf 
Beispielszenarien und Annahmen für die benötigte Testraumabdeckung und Diskretisierungsstufen 
der Einflussparameter scheint damit eine Reduktion des Testumfanges um bis zu zwei 
Größenordnungen möglich.  
 
Schlüsselwörter: Automatisiertes Fahren, Funktionale Dekomposition, Parameterraum, PEGASUS 

1 �(�L�Q�O�H�L�W�X�Q�J 
Die technische Entwicklung automatisierter Fahrzeuge hat ein Niveau erreicht, das eine 
baldige Markteinführung erlauben würde. Der Markteintritt höher automatisierter 
Fahrzeuge (d. h. SAE-Level 3 und höher [1], HAF) wird von verschiedenen Herstellern 
angekündigt (z.B. [2]). Dafür sind aber noch die hohen Sicherheitsanforderungen an 
automatisierte Fahrzeuge und die Herausforderung, dass ein solches System als sicher 
genug nachzuweisen ist. 

1.1 Milliarden von Testkilometern bis zur Einführung von höher 
automatisiertem Fahren 

Wenn die aktuellen Test Konzepte für HAF beibehalten werden, würden die benötigten 
Testdistanzen dramatisch ansteigen. Unter der Annahme, dass die automatisierte 
Fahrfunktion doppelt so sicher - bezogen auf die Anzahl tödlicher Unfälle - wie ein 
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menschlicher Fahrer ist, müssten laut Wachenfeld und Winner [3] ca. 6,6 Milliarden 
Testkilometer unter repräsentativen Bedingungen im Realverkehr für den 
�6�L�F�K�H�U�K�H�L�W�V�Q�D�F�K�Z�H�L�V�� �G�H�V�� �V�R�J���� �Ä�$�X�W�R�E�D�K�Q�� �&�K�D�X�I�I�H�X�U�³ [4], ein SAE Level 3 [1] System, 
zurückgelegt werden. Dieses Beispiel zeigt, dass ein streckenbasierter, statistischer 
Sicherheitsnachweis für HAF in der Praxis vor Markteinführung nicht durchführbar ist; 
insbesondere, da die Tests wiederholt werden müssten, wenn Änderungen am System 
vorgenommen werden. Deshalb werden alternative Methoden für den Sicherheitsnachweis 
benötigt.  

1.2 Das Forschungsprojekt PEGASUS 
Um neue Standards und Methoden zur Absicherung von HAF zu entwickeln, wurde das 
Projekt zur Etablierung von generell akzeptierten Gütekriterien, Werkzeugen und Methoden 
sowie Szenarien und Situationen zur Freigabe hochautomatisierter Fahrfunktionen 
(PEGASUS) 2016 ins Leben gerufen. Im Projekt, das durch das Bundesministerium für 
Wirschaft und Energie (BMWi) aufgrund eines Beschlusses des Deutschen Bundestages 
gefördert wird, definieren 17 Partner aus Wissenschaft und Industrie einen Stand der 
Technik zur Absicherung von HAF [5]. Die vorliegende Arbeit ist im Rahmen von 
PEGASUS entstanden.  

1.3 Szenariobasierter Ansatz 
Im Projekt PEGASUS wir ein sog. szenariobasierter Ansatz verfolgt. Es wird angenommen, 
dass der Großteil der Fahrstrecken auf Autobahnen ohne Probleme oder kritische 
Situationen zurückgelegt werden kann, während kritische Szenarien im Realverkehr selten 
auftreten und zufällig verteilt sind. Testen der an erster Stelle genannten gewöhnlichen 
Szenarien liefert keinen relevanten Erkenntnisgewinn für den Absicherungsprozess. 
Deshalb sollte es möglich sein, durch Identifikation kritischer Szenarien - die in der 
Simulation oder auf dem Prüfgelände reproduziert werden können - den nötigen 
Testumfang signifikant zu reduzieren. In PEGASUS werden relevante Szenarien mit 
Metriken identifiziert [6] oder, basierend auf Ontologien [7], synthetisch erzeugt und in 
einer zentralen Szenariodatenbank [8] abgelegt.  

2 �3�D�U�D�P�H�W�H�U�U�D�X�P�H�[�S�O�R�V�L�R�Q 
Der in 1.3 eingeführte szenariobasierte Ansatz kann zwar den Absicherungsaufwand für 
HAF potentiell reduzieren, führt aber immer noch zu einer riesigen Anzahl konkreter 
Testfälle, die für ein logisches Szenario evaluiert werden müssen. Beispielsweise behauptet 
�:�D�\�P�R�� �L�Q�� �V�H�L�Q�H�P�� �6�D�I�H�W�\�� �5�H�S�R�U�W���� �Ä�W�D�X�V�H�Q�G�H�� �9�D�U�L�D�W�L�R�Q�H�Q�³�� �H�L�Q�H�V�� �H�L�Q�]�H�O�Q�H�Q�� �6�]�H�Q�D�U�L�R�V�� �]�X��
erzeugen [9]. Diese sog. Parameterraumexplosion wird maßgeblich von drei entscheidenden 
Faktoren verursacht, die in den folgenden Abschnitten erläutert werden:   

2.1 Einflussparameter 
Bereits einfache logische Szenarien werden von einer Vielzahl an Parametern beschrieben, 
die das Testobjekt beeinflussen. Bagschik et al. definieren ein Fünf-Ebenen-Modell, um 
diese Parameter zu strukturieren [7]. Schuldt, der das Modell ursprünglich definiert hat, 
beschreibt auch, wie diese Einflussparameter ermittelt und analysiert werden können und 
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nennt verschiedene Informationsquellen, bspw. Normen und Richtlinien zur Anlage von 
Straßen, Fahrzeugkataloge oder Expertenwissen [10, S. 85 ff.]. Jedem Parameter �L�Ü können 
�R�Ü verschiedene Werte zugewiesen werden. Da die Mehrheit der Parameter einen 
kontinuierlichen Werteraum hat (z.B. Geschwindigkeit), hängt �R�Ü von der gewählten 
Diskretisierung ab. Die Wahl der richtigen Diskretisierung ist eine Herausforderung, die es 
noch zu lösen gilt, da eine zu grobe Diskretisierung zu Lücken im Parameterraum und damit 
zu unentdeckten Problemen führen kann, während eine zu feine Diskretisierung den 
Testumfang unnötig in die Höhe treiben würde (siehe 2.4). Die Herausforderung der 
Diskretisierung soll hier nicht gelöst werden, stattdessen werden für die vorliegende Studie 
Werte für �R�Ü angenommen, die bspw. aufgrund von Expertenwissen als geeignet gelten 
sollen. 

2.2 Systematische Testfallerzeugung 
Eine Szenario, das von N Parametern (�L�5�á �å �á �L�Ü, �å�á �L�Ç) mit jeweils �R�Ü Instanzen definiert 
wird, führt zu  

�� �5�Ç 
L �Â �R�Ü
�Ç
�Ü�@�5�� ����������

möglichen Testfällen [11, S. 169]. Deshalb wächst �5�Ç mit jedem zusätzlichen Parameter 
oder Diskretisierungsschritt stark progressiv an. Aus Zeit- und Kostengründen ist es einer-
seits nicht möglich, alle theoretisch möglichen Testfälle zu testen [12, S. 539]. Andererseits 
gibt es aber zu wenig Erfahrung mit HAF, um mit wissensbasierter Testfallerzeugung eine 
vollständige Testabdeckung zu erreichen. Deshalb ist eine systematische Testfallerzeugung 
unumgänglich. Grindal et al. [11] geben eine Übersicht über Kombinationsstrategien, die 
für eine Testfallerzeugung genutzt werden können. Um die Anforderung der Reproduzier-
barkeit, die von Wachenfeld und Winner [13, S. 433] gefordert wird, zu erfüllen, reduziert 
sich hier der Lösungsraum auf deterministische Verfahren. Die wichtigste Randbedingung 
bei der Wahl einer Kombinationsstrategie zur systematischen Testfallerzeugung ist die 
erforderliche Testabdeckung, die im nächsten Abschnitt behandelt wird.  

2.3 Testabdeckung 
In diesem Paper wird die sog. t-weise Abdeckung als Metrik zur Beschreibung der 
Abdeckung einer bestimmten Testsuite, d.h. einer Menge von Testfällen genutzt. Grindal et 
al. [11, S. 171 f.] definieren eine t-weise Abdeckung wie folgt:  
 

Für eine t-weise Abdeckung muss jede mögliche Kombination aus allen Werten 
 von jeweils t Parametern in (mind.) einem Testfall der Testsuite enthalten sein. 

 

Die Menge aller möglichen Kombinationen aus allen Parametern, wie in (1) berechnet, 
entspricht dem Sonderfall der N-weisen Abdeckung. 
Die Frage, welche Testabdeckung für die Sicherheitsbewertung von HAF nötig ist, muss 
jedoch noch geklärt werden. Gründel [14, S. 19 ff.] legt dar, dass Verkehrsunfälle typischer-
weise durch eine Kombination verschiedener Faktoren verursacht werden und somit dem 
sog. Schweizer-Käse-Modell nach Reason [15] folgen. Unter der Annahme, dass Fehler in 
HAF ebenfalls multikausal sind, ist eine einfache (1-weise) Abdeckung also nicht 
ausreichend. Kuhn et al. [16] haben empirische Daten aus Fehlerberichten verschiedener 
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Domänen untersucht und führen die failure-triggering fault interaction (FTFI) Zahl ein, die 
der Anzahl von Bedingungen entspricht, die nötig sind, um einen bestimmten Fehler 
auszulösen. Das bedeutet, dass alle Fehler, deren FTFI Zahl kleiner oder gleich t ist, bei 
einem Test mit t-weiser Abdeckung entdeckt werden. In den von Kuhn et al. [16] analysier-
ten Daten ist die größte FTFI Zahl sechs (siehe Abb. 1). Da für HAF aber nicht ausreichend 
empirische Daten existieren, sind die FTFI Zahlen solcher Systeme unbekannt. Deshalb 
wird in der vorliegenden Untersuchung angenommen, dass die Erkenntnisse aus anderen 
Domänen zumindest teilweise übertragbar sind und die FTFI Zahlen in der gleichen 
Größenordnung liegen und somit im besten Fall eine 3-weise und im schlechtesten Fall eine 
10-weise Abdeckung nötig ist, um einen hinreichend großen Anteil aller Fehler zu finden. 
Kuhn et al. [16] leiten ebenfalls her, dass die Größe einer Testsuite für t-weise Abdeckung 
unter den Annahmen, dass jeder Parameter �L�Ü die gleiche Anzahl diskreter Werte �R�Ü
L �R 
�D�Q�Q�H�K�P�H�Q���N�D�Q�Q���X�Q�G���G�L�H���7�H�V�W�I�D�O�O�D�E�O�H�L�W�X�Q�J���Ä�S�H�U�I�H�N�W���H�I�I�L�]�L�H�Q�W�³���L�V�W�����G���K�����N�H�L�Q�H���'�X�S�O�L�N�D�W�H���L�Q���G�H�U��
Testsuite enthalten sind), wie folgt abgeschätzt werden kann: 

 �5�ç 
L �R�ç ����������

 

2.4 Resultierende Parameterraumexplosion 
Nachdem die Einflussfaktoren der Parameterraumexplosion bekannt sind, kann die Größe 
der benötigten Testsuite in Abhängigkeit der geforderten Abdeckung und der Wertebereiche 
der N Einflussparameter abgeschätzt werden. Da in einer realen Anwendung die verein-
fachende Annahme, dass jeder Einflussparameter �L�Ü��gleich viele diskrete Werte annehmen 
kann, nicht gegeben ist (bspw. hat die Fahrstreifenbreite weniger Diskretisierungsstufen als 
die Sonnenposition), muss (2) für den allgemeinen Fall angepasst werden:   

�� �5�ç 
L �Â �•�ƒ�š�Ü�:�R�5�á �å �á �R�Ç�;���ç
�Ü�@�5  ����������

wobei �•�ƒ�š�Ü�:�8�; als das i-größte Element der Menge V definiert ist.  
 

 
Abbildung 1: FTFI, kumulierte Verteilung nach [16] 

 

Abbildung 2: �5�ç für einige Beispielszenarien 

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� �¢�Ÿ



 

Das heißt, dass für einen gegebenen Wert t für die Testabdeckung nur die t Parameter mit 
den größten Wertebereichen einen Einfluss auf die Größe der Testsuite haben und diese 
durch Elimination der Parameter mit der feinsten Diskretisierung oder durch Reduktion der 
Diskretisierungsschritte reduziert werden kann. Abbildung 2 zeigt die Werte von �5�ç für 
einige Beispielszenarien (siehe 3.3) in Abhängigkeit der geforderten Testabdeckung.  
 

3 �)�X�Q�N�W�L�R�Q�D�O�H���'�H�N�R�P�S�R�V�L�W�L�R�Q���]�X�P���h�E�H�U�Z�L�Q�G�H�Q���G�H�U��
�3�D�U�D�P�H�W�H�U�U�D�X�P�H�[�S�O�R�V�L�R�Q 

Ein möglicher Ansatz zum Überwinden der skizzierten Parameterraumexplosion ist die 
Funktionale Dekomposition der Fahraufgabe zum Ableiten partikulärer Testfälle, der von 
den Autoren in [17] vorgestellt wird. 
 

3.1 Methodik 
Die Methode der Funktionalen Dekomposition wird in ver-
schieden Bereichen (z.B. Mathematik, Informatik) bereits 
ausgiebig genutzt, um komplexe Problem, Funktionen 
oder Systeme in weniger komplexe Teilprobleme, -funk-
tionen oder -systeme zu zerlegen. Die Autoren schlagen 
vor, diese Methode auf das Testen von HAF zu übertragen 
und dabei partikulärer Testfälle für die einzelnen funk-
tionalen Ebenen (d. h. Teilfunktionen) der Fahrfunktion zu 
erstellen. Hierzu wird die Fahrfunktion zunächst in von-
einander unabhängige Ebenen (siehe Abb. 3) zerlegt. Die 
genutzten funktionalen Ebenen und deren Schnittstellen 
basieren auf der Dekomposition der menschlichen Fahr-
aufgabe nach Graab et al. [18] und werden in [17] ausführ-
lich vorgestellt. 

 
 

Abbildung 3: 
Dekompositionsebenen 

3.2 Effekte zur Reduktion des Parameterraumes durch partikuläres Testen 
Neben anderen in [17] skizzierten Vorteilen gegenüber dem Gesamtfahrzeugtest, kann 
partikuläres Testen den Parameterraum signifikant schrumpfen. Dies basiert maßgeblich auf 
drei Effekten: 
 
3.2.1 Der Parameterraum einer einzelnen funktionalen Ebene ist kleiner als der Parameterraum der 

gesamten HAF-Funktion 
Die Einflussparameter beeinflussen nur einige der funktionalen Ebenen. Beispielsweise 
beeinflusst die Mehrheit der Parameter, die die Umwelt repräsentieren, nur die funktionalen 
Ebenen 1 und 2. Deshalb sind die Parameterräume der einzelnen funktionalen Ebenen 
jeweils Teilmengen des Gesamtparameterraumes. Dies hat jedoch nur einen Einfluss auf die 

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� �¢� 



  

Größe der Testsuite, wenn Parameter mit einer großen Anzahl möglicher Werte für einzelne 
Ebenen nicht relevant sind (vgl. 2.4). Dieser Effekt führt für die in dieser Studie 
untersuchten Beispielszenarien (siehe 3.3) zu einer Reduktion des Umfangs der Testsuite 
um ca. 50% bei großen Testabdeckungen (d. h. �P 
R �x); für kleine Testabdeckungen (�P 
Q �u) 
wird der Umfang jedoch erhöht. Dennoch kann unter der Annahme, dass partikuläre Tests 
im Vergleich zu Gesamtsystemtests einen geringeren Aufwand erfordern, der Gesamttest-
aufwand auch für kleine Abdeckungen reduziert werden.  
 
3.2.2 Systeme mit geringerer Komplexität erfordern eine kleinere Testabdeckung 
Die maximale FTFI Zahl eines Systems hängt von dessen Komplexität ab. Da für HAF 
(noch) keine empirischen Daten existieren, mit denen die FTFI Zahlen für das Kompletts-
ystem und die einzelnen funktionalen Ebenen bestimmt werden könnten, wird hier 
angenommen, dass die FTFI Zahl für die einzelnen Ebenen im Vergleich zum Komplett-
system um mindestens eins reduziert wird (�P�n�_�p�r�ä
Q �P�q�w�q�r�c�k
F �s�;. Dies würde zu einer 
Reduktion des Parameterraumes um ca. eine Größenordnung führen. 
 
3.2.3 Der Test der Wahrnehmungsebenen kann für Mengen ähnlicher Szenarien zusammengefasst 

werden. 
Bei der Analyse der Einflussparameter einer HAF-Funktion wird klar, dass die Mehrheit 
der Parameter mit einem großen Wertebereich ausschließlich die Wahrnehmung, die in den 
funktionalen Ebenen 0-2 repräsentiert wird, beeinflusst. Ein offensichtliches Beispiel 
hierfür ist die Sonnenposition, die ausschließlich Einfluss auf die Ebenen eins und zwei hat. 
Zusätzlich ist hier der Wertebereich sehr groß, wenn man berücksichtigt, dass der 
Azimuthwinkel (relativ zum Testobjekt, OUT) Werte zwischen 0° und 360° annehmen kann 
und der Elevationswinkel ja nach Topologie und Position zwischen ungefähr -10° und 90° 
liegt. An dieser Stelle könnte man argumentieren, dass lediglich Sonnenpositionen im 
Sichtbereich von Kamera und LIDAR relevant sind. Dies gilt aber nur für direkte 
Blendeffekte. Um Wahrnehmungsfehler, die durch indirekte Blendung, d.h. Reflektionen 
an statischen oder dynamischen Objekten in der Szene, hervorgerufen werden 
auszuschließen, müssen alle möglichen Sonnenpositionen in Kombination mit 
Objektattributen und -positionen in der Testsuite enthalten sein. Das Zusammenfassen der 
Parameter mit Einfluss auf die Wahrnehmung in Äquivalenzklassenszenarien für Gruppen 
ähnlicher Szenarien (bspw. Szenarien auf Autobahnen mit zwei Fahrstreifen pro 
Richtungsfahrbahn) könnte somit den Umfang der Testsuite noch weiter reduzieren. Die 
Wahrnehmungsebenen würden lediglich in den Äquivalenzklassenszenarien getestet, die 
den gesamten Parameterraum der Szenariengruppe abdecken. 
In der beispielhaften Szenariengruppe, die in dieser Studie analysiert wurde, konnte so die 
Testsuite für Testabdeckungen mit �P 
Q �y um über 50 % reduziert werden. Bei großen 
Abdeckungen mit �P 
R �{ würde das Zusammenfassen der mit Einfluss auf die Wahrnehmung 
in Äquivalenzklassenszenarien die Anzahl der Testfälle jedoch erhöhen, da die 
Äquivalenzklassenszenarien eine höhere Komplexität besitzen als die einzelnen Szenarien 
und deshalb mehr Einflussparameter mit großen Wertebereichen haben. 
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3.3 Untersuchte Beispielszenarien 
In dieser Studie wurde die Methode der Funktionalen Dekomposition exemplarisch auf eine 
Gruppe von 9 Szenarien angewandt, um deren Potential zur Überwindung der skizzierten 
Parameterraumexplosion zu evaluieren. Hierfür wurden die Umfänge der jeweils benötigten 
Testsuites sowohl für den Gesamtsystemtest als auch für das partikuläre Testen mit 
Formel (3) abgeschätzt und verglichen.
 
Vier der genutzten Szenarien sind in Abbildung 4 
illustriert, einige der zugeordneten Parameter sind 
in Tabelle 1 zusammengefasst. Zusätzlich wurden 
�G�L�H���O�R�J�L�V�F�K�H�Q���6�]�H�Q�D�U�L�H�Q���Ä�)�R�O�J�H�I�D�K�U�W�³�����Ä�(�L�Q�V�F�K�H�U�H�U�³����
�Ä�$�X�V�V�F�K�H�U�H�U�³���� �Ä�'�X�U�F�K�V�F�K�H�U�H�U�³�� �X�Q�G�� �Ä�+�L�Q�G�H�U�Q�L�V�³��
�D�Q�D�O�\�V�L�H�U�W���� �'�D�V�� �Ä�6�F�K�Z�H�L�]�H�U�� �6�]�H�Q�D�U�L�R�³�� �L�V�W�� �G�L�H��
Repräsentation eines realen Unfalls mit einem Tesla 
Model S im Mai 2016 in der Schweiz [19], alle 
anderen Szenarien sind Teil des Szenarienkatalogs 
im Projekt PEGASUS. Die Wahl der Parameter und 
deren zugeordneten Wertebereichen und 
Diskretisierungsschritten bleibt grundsätzlich 
willkürlich, da sie aufgrund fehlender empirischer 
Daten auf Annahmen und Expertenwissen beruht. 
Die Wahl anderer Parameterräume würde zwar die 
Absolutwerte beeinflussen, aber nicht den relativen 
Vergleich zwischen partikulärem Testen und dem 
Gesamtsystemtest. 
 

 

 
Abbildung 4: Beispielszenarien:  
a) Freifahrt, b) Fahrstreifenwechsel,  
�F�����6�W�D�X�H�Q�G�H�����G�����Ä�6�F�K�Z�H�L�]�H�U���6�]�H�Q�D�U�L�R�³ 

 
 

Tabelle 1: Exemplarischer Parameterraum (Auszug) 

 
 Parameter �–�• 

Scenario Influence on functional layer 
free 

driving 
lane 

change 
traffic 
jam 

Swiss 
scenario 

0 
Inf. 
Access 

1 
Inf. 
Reception 

2 
Inf. 
Processing 

3 
Sit. 
Under-
standing 

4 
Behavior. 
Decision 

5 
Action 

number of discretization steps �œ�• 

1 
Road Level 

width lane 1 2 x x   x  
width lane 2 3 x x   x  

2 
Traffic 
Infra-

structure 

type of boundaries/ 
barriers 

10 x x x    

speed limit 5    x x  

4 
Objects 

type of  object 1 - 5 5 5 x x x x   
position of obstacle 
(x,y) - - - 50 x x  x x  

manoever of object 1 - 1 1 5 x x  x x  

5 
Environment 

sun position  250 250 250 250  x x    
precipitation (rain, 
snow, etc.) 10 10 10 10 x x x   x 

 

d)
OUT

Obj1

Obj2

Obj3

Obstacle

a)
OUT

b)
Obj1OUT

c)
OUT

Obj1

Obj2

Obj3

Obj4

G1
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3.4 Potential zur Reduktion des Parameterraumes mittels Funktionaler 
Dekomposition 

Die in 3.2 beschrieben Effekte führen in Summe zu einer Reduktion des Umfangs der 
Testsuite um einen Faktor zwischen 130 für 3-weise Abdeckung und 20 für 10-weise 
Abdeckung, was einer Elimination von 99 % - 95 % der Testfälle im Vergleich zum 
Gesamtsystemtest entspricht (siehe Abbildung 5). Das Reduktionspotential ist insbesondere 
bei kleinen Testabdeckungen sehr groß, da hier der in 3.2.3 beschriebene Effekt besonders 
stark ausgeprägt ist, während er bei großen Abdeckungen keinen (�P 
R �z�;��keine 
Auswirkungen mehr hat. 
 

 
Abbildung 5: Reduktion des Testumfangs durch partikuläres Testen 
 

4 �)�D�]�L�W 
In diesem Artikel wurde die benötigte Größe von Testsuiten für die szenariobasierte 
Absicherung von HAF für Beispielszenarien sowohl für das Testen des Gesamtsystems als 
auch für partikuläres Testen analysiert und verglichen.  
Die Diskretisierungsschritte der Einflussparameter und die erforderliche Testabdeckung 
haben weiterhin den größten Einfluss auf den Umfang der Testsuiten. Dies führt einerseits 
zur Herausforderung der Diskretisierung, die in dieser Arbeit nicht gelöst wird. Andererseits 
kann die erforderliche Testabdeckung nur durch Analyse empirischer Daten, die für HAF 
noch nicht in hinreichendem Umfang existieren, ermittelt werden. Jedoch konnte, basierend 
auf Studien mit Daten aus anderen Domänen, der mögliche Bereich für die erforderliche 
Testabdeckung eingeschränkt werden. Zusätzlich wurden Wertebereiche und Diskretisie-
rungsschritte für die einzelnen Einflussparameter angenommen. Mit diesen Annahmen 
konnte das Potential den Parameterraum mit der Methode der funktionalen Dekomposition 
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und partikulärem Testen von HAF-Funktionen zu schrumpfen, abgeschätzt werden. Wäh-
rend hierbei die Absolutwerte sehr stark von den getroffenen Annahmen abhängen, werden 
die relativen Vergleichswerte nur wenig beeinflusst, da die gleichen Beispieldaten für den 
Vergleich beider Methoden, partikuläres Testen und Gesamtsystemtest herangezogen 
wurden. 
Durch partikuläres Testen, kann die Anzahl der Testfälle potentiell um einen Faktor von 
�������«��130 (abhängig von der geforderten Testabdeckung) reduziert werden und somit ein 
wertvoller Beitrag zur Überwindung der Parameterraumexplosion erreicht werden. Diese 
Studie basiert jedoch nur auf einer kleinen Anzahl von Beispielszenarien und auf vielen 
Annahmen, weshalb die gewonnenen Erkenntnisse zukünftig durch eine praktische Imple-
mentierung der Methode und einen repräsentativen Vergleich validiert werden müssen. 
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Abstract:  One of the major challenges for enabling market introduction of automated driving is to 
identify risks and benefits of these functions. For this purpose, a new framework for assessing the 
safety impact of automated driving functions has been investigated. The developed framework takes 
the characteristics of automated driving functions into account. Automated driving functions - in 
contrast to active safety systems - continuously control the behaviour of the vehicle. Thus, it is 
possible that automated driving functions will get involved less frequently in accident scenarios 
playing a major role at human driving, e.g. rear-end accident scenarios. On the other hand, it is likely 
that other previously irrelevant accident types will rise. Therefore, besides investigating the change 
of severity of an accident by using accident re-simulations, the changes of frequency of occurrence 
of driving scenarios induced by automated driving are considered as well. These changes in 
frequency of occurrence of driving scenarios are analysed by using traffic simulations. After 
determining the effectiveness of the automated driving function, it is projected and depicted over 
the whole territory of the Federal Republic of Germany. The methodology is applied on five generic 
automated driving functions as for example �D���J�H�Q�H�U�L�F���³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´�����6�$�(���O�H�Y�H�O���������D�Q�G���D��
�J�H�Q�H�U�L�F�� �³�8�U�E�D�Q�� �5�R�E�R�W-�7�D�[�L�´�� ���6�$�(�� �O�H�Y�H�O�� ��������This paper provides the results of the safety impact 
assessment of these automated driving functions. 
 
Keywords: Safety impact assessment, traffic simulation, automated driving 

1 �,�Q�W�U�R�G�X�F�W�L�R�Q 

Due to technological progress in microelectronics and computing power, various 
automotive functions for supporting the driver have been developed during the last decade. 
These so-called advanced driver assistance systems (ADAS) are supporting the driver on 
different levels of the driving task. Driven by recent developments in algorithms for 
environment perception and decision making, the ultimate goal of vehicle automation seems 
to be a solvable task as shown by several demonstrations [1].   
______________________________ 
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  However, due to an increasing complexity of decision making algorithms, identifying 
benefits and drawbacks will be challenging. Hence, new safety impact assessment methods 
have to be designed which are based on detailed accident-, FOT- and simulation data and 
that are assessing the automated driving functions with respect to a certain baseline. Since 
automated driving will not be able to avoid all accidents on roads, e.g. due to the 
misbehaviour of other traffic participants and physical limits, a baseline for assessment has 
to be defined. According to the German Ethics Commission for Automated and Connected 
Driving,  

  �³�>�����@���W�K�H���O�L�F�H�Q�V�L�Q�J���R�I���D�X�W�R�P�D�W�H�G���V�\�V�W�H�P�V���L�V���Q�R�W���M�X�V�W�L�I�L�D�E�O�H���X�Q�O�H�V�V���L�W���S�U�R�P�L�V�H�V���W�R���S�U�R�G�X�F�H��
at least a diminution in harm compared with human driving, in other words a positive 
�E�D�O�D�Q�F�H���R�I���U�L�V�N�V���>�����@�´[2]  

Consequently, the reference for safety impact assessment needs to be human driver 
performance. In order to assess automated driving functions with respect to human driver 
performance, this paper introduces a method for safety impact assessment that takes the 
characteristics of continuous road vehicle automation according to [3] into account. Human 
driver performance is used as a baseline.  

2 �%�D�F�N�J�U�R�X�Q�G 
For safety impact assessment of (advanced) driver assistance systems with environment 
perception, many different methods have been used in the past. All these methods have in 
common, that they compare driving situations without the system with driving situations, in 
which the system is activated. One valid approach for determining the effectiveness of 
ADAS is the accident re-simulation on basis of in-depth accident data, e.g. as applied in [4]. 
In this case, reconstructed accident scenarios from detailed accident data, such as the 
German-in-depth accident database (GIDAS) [5], are simulated with and without the 
considered function. The difference in performance in the situation, e.g. probability of 
severe injuries, is considered as the benefit of the function. A disadvantage of this approach 
is that new induced driving scenarios by automated driving cannot be considered, because 
these are not represented in the accident data. Another approach for safety impact 
assessment based on recorded data is the field operational test (FOT) as presented in [6]. 
Here, huge amounts of driving data without function (control condition) and with activated 
function (experimental condition) are collected. The safety impact of the considered 
function is analysed by investigating the change in frequency of occurrence of incidents and 
near-crashes compared to the baseline. For safety impact assessment of a function in defined 
situations, driving simulator studies can be used as well. This approach allows a detailed 
investigation of human driver performance with and without the considered function as 
demonstrated in [7], but requires a selection of situation parameters to be presented to the 
drivers. As described previously, automated driving functions need to be assessed in the 
whole entity of possible driving situations in their operational design domain. Hence, 
simulations of these functions in the whole traffic are a promising approach as presented in 
[8]. However, validation of these simulations remains challenging because of the variety 
and complexity of models necessary for safety impact assessment.    
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  Based on the available methods presented previously, a suitable method for assessing the 
safety impact of road vehicle automation is defined. Although accident re-simulation based 
on detailed accident data is a valid approach, it will not be suitable for assessing automated 
driving functions since this approach is based on previously recorded detailed accident data 
from human driving. In order to identify new driving situations induced by automated 
driving functions, a FOT would be suitable. However, considering the necessary resources 
difficult to realize. Thus, a holistic approach including several data sources and in particular 
traffic simulation as proposed in [8] is realized for safety impact assessment of automated 
driving functions.  

3 �$�S�S�U�R�D�F�K���I�R�U���V�D�I�H�W�\���L�P�S�D�F�W���D�V�V�H�V�V�P�H�Q�W 
While in the past active safety systems were assessed on a set of recorded accident scenarios 
obtained from human driving [4], this approach will not be sufficient concerning automated 
driving functions. Automated driving functions �± in contrast to active safety systems �± are 
continuously controlling the behaviour of the vehicle. Due to this reason, it is possible that 
automated driving functions do not get involved in previously important accident scenarios 
any longer while other, at human driving less relevant accident scenarios, will become more 
important. Hence, future assessment approaches have to take the change in frequency of 
occurrence of driving scenarios induced by automated driving functions into account. 
Therefore, besides re-simulation of detailed accident scenarios for identifying the changes 
in severity due to automated driving, the changes in frequency of occurrence of relevant 
driving scenarios have to be modelled and identified as well. The overall approach for safety 
impact assessment incorporating the prediction of frequencies of driving scenarios is 
presented in Figure 1.  

 

Figure 1: Methodological approach for safety impact assessment of automated driving 
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Based on a definition of the automated driving functions and the addressed driving scenarios 
the effectiveness field �± all addressed accidents and safety relevant driving situations �± in 
the considered accident data are identified. Afterwards, the changes in frequencies of 
occurrence of the defined driving scenarios are assessed by using traffic simulation. Of 
course, these changes of frequencies of driving scenarios can be derived as well from FOT- 
data. For identifying the changes in severity in the defined driving scenarios they are 
simulated with and without the automated driving function while the reference performance 
is modelled by human driver performance models.  
 Thus, the overall effectiveness E of an automated driving function in terms of safety can 
be calculated by multiplication of the change of severity respectively injury risk �¿�+ per 
relevant driving scenario �5�Ü with the change of frequency �¿�B of the considered driving 
scenario �5�Ü for all driving scenarios �J in the effectiveness field of all addressed accidents.  

�' 
L 
Í �¿�+�:�5�Ü�; �® ���B�Ü�:�5�Ü�;

�á

�Ü�@�5

 (1) 

3.1 Definition of driving scenarios based on accident type 
For prospective assessment of the safety impact of automated driving functions on traffic, a 
scenario-based approach is used. First, the automated driving functions and the addressed 
�G�U�L�Y�L�Q�J���V�F�H�Q�D�U�L�R�V���D�U�H���G�H�V�F�U�L�E�H�G�����H���J�����D���³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´���L�V���D�G�G�U�H�V�V�L�Q�J amongst others 
the driving scenario �³passive cut-in� .́ In total, 13 driving scenarios have been derived based 
on a systematic analysis of potential collision positions of two vehicles. These 13 driving 
scenarios are validated by checking if all three digit accident types �7�6�;�2�u are covered by 
the defined scenarios. In Table 1, an exemplary definition of a driving scenario is given.  

Table 1: Definition of an exemplary driving scenario for safety impact assessment of automated driving. In 
the illustration, the relative movement of the cutting-in vehicle is displayed. 

Driving 
scenario Description Illustration of driving 

scenario 
Covered three digit 

accident types 

Passive cut-
in 

An object changes (or initiates 
a lane change) to the lane of 
another vehicle resulting in a 

potential collision in 
longitudinal direction.  

204, 233, 631, 632, 
634, 635,641, 642, 

644, 645, 646 

Afterwards the driving scenarios are linked with the accident feature �³three digit accident 
type�  ́ �7�6�;�2�u to the (detailed-) accident data. By using this link, the detailed accident 
scenarios can be extracted from GIDAS (German in-depth accident study) accident data [5] 
as well as from the national accident statistics DESTATIS [9]. Next to the addressed driving 
scenarios, the sensor view range, addressed road types and the speed range of the automated 
driving function are included in the definition. Furthermore, limitations of the automated 
driving function are considered as well. Concerning these functional limitations, it is 
distinguished between environmental conditions, e.g. heavy precipitation, fog and road 
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conditions, icy roads, construction sites, limiting the automated driving function. In Table 2 
�D�Q���H�[�H�P�S�O�D�U�\���G�H�I�L�Q�L�W�L�R�Q���R�I���D�Q���6�$�(���O�H�Y�H�O�������³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´���L�V���J�L�Y�H�Q���� 

Table 2: Definition of automated driving functions for safety impact assessment on the example of the 
�³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´ 

Parameter Value 

Name Motorway-Chauffeur 

Level of automation 
according to [SAE16] 

3 

Sensor view range 

 

Adressed driving scenarios 

�x Driving without influence from leading vehicle 

�x Approaching static object 

�x Approaching leading vehicle 

�x Approaching traffic jam 

�x Passive cut-in 

�x Lane change 

Road types and speed range �x Motorways: 0 - 130 km/h 

Functional limitations 

�x Environmental conditions: all, except heavy precipitation 
(rain and snow) and fog  

�x Road conditions: no icy road, no construction sites 

3.2 Identification of effectiveness fields 
After defining the assessed automated driving functions including the driving scenarios they 
are addressing, the accidents in which the automated driving functions have a potential 
impact are identified. These so-called effectiveness fields are estimated in the in-depth 
accident data and national accident statistics by using the three digit accident type �7�6�;�2�u. 
Besides, the effectiveness fields are limited based on the addressed road types and 
limitations defined for the automated driving functions. For example, from all accidents 
with personal injuries �#�:�2�; occurring on Motorways in Germany (6 % of all accidents), a 
Motorway-Chauffeur is addressing 53 %. The other accidents in the domain cannot be 
addressed due to the reason that driving scenarios are not covered by the functional scope 
of the automated driving function (12 %), driver and vehicle related limits such as technical 
failures or alcohol use (9 %), functional limitations (14 %) and no car involvement in the 
accident (12 %), see Figure 3.  
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Figure 3: Analysis of accidents with personal injuries �#�:�2�;��in DESTATIS data with regard to road class 

(left) and with regard to functional limits, driver- and vehicle related limits, type of participation and 
�D�G�G�U�H�V�V�H�G���G�U�L�Y�L�Q�J���V�F�H�Q�D�U�L�R�V�����U�L�J�K�W�����R�Q���W�K�H���H�[�D�P�S�O�H���R�I���W�K�H���³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´ 

Finally, resulting from the analysis are the number of accidents per driving scenario in the 
effectiveness field and the distributions of situational variables (e.g. velocities of all 
participants) necessary for simulation per driving scenario, see Figure 4. 

 
Figure 4: Analysis of accidents with personal injuries �#�:�2) in effectiveness field with respect to driving 

�V�F�H�Q�D�U�L�R�V���R�Q���W�K�H���H�[�D�P�S�O�H���R�I���W�K�H���³�0�R�W�R�U�Z�D�\-�&�K�D�X�I�I�H�X�U�´ 

3.3 Change of frequencies of occurrence of relevant driving scenarios 
In the identified effectiveness fields, the potential impact of the automated driving functions 
in terms of safety is estimated. Automated driving functions are operating continuously and 
consequently may get involved with a higher frequency in certain driving scenarios while 
the frequency of other driving scenarios may decrease compared to human driving. Hence, 
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the changes of frequencies of occurrence ���B�Ü�:�5�Ü�; of the addressed driving scenarios are 
assessed by using traffic simulations. For considering the effects within mixed traffic 
conditions of human driven and automated vehicles, it is distinguished whether a human 
�G�U�L�Y�H�Q�� �R�U�� �D�Q�� �D�X�W�R�P�D�W�H�G�� �Y�H�K�L�F�O�H�� �K�D�V�� �L�Q�G�X�F�H�G�� �R�U�� �³�F�D�X�V�H�G�´�� �D�� �F�H�U�W�D�L�Q�� �G�U�L�Y�L�Q�J�� �V�F�H�Q�D�U�L�R���� �)�R�U��
example, a human driver cutting-i�Q���L�Q���I�U�R�Q�W���R�I���W�K�H���D�X�W�R�P�D�W�H�G���Y�H�K�L�F�O�H���F�D�Q���F�D�X�V�H���D���³�S�D�V�V�L�Y�H��
cut-�L�Q�´���G�U�L�Y�L�Q�J���V�L�W�X�D�W�L�R�Q�����,�Q���W�K�L�V���F�D�V�H�����W�K�H���K�X�P�D�Q���G�U�L�Y�H�U���L�Q�G�X�F�H�G���W�K�H���G�U�L�Y�L�Q�J���V�L�W�X�D�W�L�R�Q���Z�K�L�O�H��
the automated vehicle was involved in it. Based on this principle, a classification scheme 
for driving situations is introduced, see Table 3.  

Table 3: Types of interactions in mixed traffic conditions 

Type of 
interaction 

Type of vehicle driving 
scenario induced by Type of vehicle involved: Illustration 

HUM-HUM Human driver Human driver 
 

HUM-ADF Human driver Automated driving function 
 

ADF-HUM 
Automated driving 

function 
Human driver 

 

ADF-ADF 
Automated driving 

function 
Automated driving function 

 

�7�K�H���F�K�D�Q�J�H�V���R�I���I�U�H�T�X�H�Q�F�L�H�V���I�R�U���D�O�O���I�R�X�U���G�H�I�L�Q�H�G���³�W�\�S�H�V���R�I���L�Q�W�H�U�D�F�W�L�R�Q�V�´��are analysed by using 
traffic simulation data of human driven and automated vehicles for several market 
penetration rates of automated vehicles. For traffic simulation, a 26 km long section of the 
German motorway A2 around Hanover is used. In Figure 5 an exemplary section of the 
considered traffic scenario (left) and the change of frequency of the driving scenario 
�³�D�S�S�U�R�D�F�K�L�Q�J���O�H�D�G�L�Q�J���Y�H�K�L�F�O�H�´���L�V���S�U�H�V�H�Q�W�H�G�����U�L�J�K�W�������� 

 

Figure 5: Traffic scenario for estimation of changes in frequencies of driving scenarios (left) and change of 
�I�U�H�T�X�H�Q�F�\���R�I���³�D�S�S�U�R�D�F�K�L�Q�J���O�H�D�G�L�Q�J���Y�H�K�L�F�O�H�´���G�U�L�Y�L�Q�J���V�F�H�Q�D�U�L�R 

3.4 Change of severity in relevant driving scenarios 
The changes of severity �¿�+ in the considered driving scenarios are estimated by re-
simulation of the addressed accidents in the effectiveness fields with and without the 
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considered automated driving function, see Figure 6. For this purpose, the situational 
variables resulting from the effectiveness field analysis of the GIDAS data are used. For 
reference performance, driver models parameterized from driving simulator studies such as 
[7] are used. Resulting is the change in severity per driving scenario. For example, in the 
driving scenario �³�S�D�V�V�L�Y�H�� �F�X�W-�L�Q�´�� �W�K�H�� �S�U�R�E�D�E�L�O�L�W�\�� �I�R�U�� �D�� �V�H�Y�H�U�H�� �L�Q�M�X�U�\�� �F�D�Q�� �E�H�� �U�H�G�X�F�H�G�� �E�\��
42.3 �����E�\���W�K�H���³Motorway-�&�K�D�X�I�I�H�X�U�´���� 

 

Figure 6: Re-simulation of accident situations for changes in severity in driving scenarios 

3.5 Effectiveness of automated driving function 
Finally, the effectiveness of the automated driving function in the effectiveness field is 
derived based on the changes in frequencies of all driving scenarios and the changes in 
severity in all driving scenarios. This process is illustrated on the example of the �³�S�D�V�V�L�Y�H��
cut-�L�Q�´�� �G�U�L�Y�L�Q�J�� �V�F�H�Q�D�U�L�R�� �D�W��50 % market penetration of the Motorway-Chauffeur, see 
Figure 7. Afterwards, the calculated effects are applied to the target population of accidents 
in the effectiveness fields.  

 
Figure 7: Method for deriving the effectiveness of an automated driving function on traffic scenario and 

�G�U�L�Y�L�Q�J���V�F�H�Q�D�U�L�R���O�H�Y�H�O���R�Q���W�K�H���H�[�D�P�S�O�H���R�I���D���³�S�D�V�V�L�Y�H���F�X�W-�L�Q�´���G�U�L�Y�L�Q�J���V�F�H�Q�D�U�L�R���D�Q�G���D�� 
market penetration of 50 %. 

3.6 Projection of effectiveness on national level in Germany 
The simulation-based estimated effectiveness for the different automated driving functions 
is scaled-up on national level for the Federal Republic of Germany. Since the effectiveness 
of the automated driving function is determined based on detailed GIDAS accident data that 
is only available for a limited geographical region in Germany the effects have to be 
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corrected and projected by using the national accident statistics. For this purpose, the 
correction factors per driving scenario are derived based on the frequency of occurrence of 
the defined driving scenarios in GIDAS detailed accident and national accident statistics by 
using the three-digit accident type.On basis of the Urban Robot-Taxi the results presented 
in Figure 8 will be explained. In the operation domain of the Urban Robot-Taxi 205,321 
accidents with personal injuries occurred in 2016. Since only automated driving functions 
of passenger cars are considered, just those accidents can be addressed where at least one 
passenger car is among the first two participants of the accidents. These 36,486 accident 
cannot be addressed (see light gray area). Furthermore, 47,487 accidents per year are outside 
the functional limits of the Urban Robot-Taxi (see dark gray area) due to not addressed 
driving scenarios, alcohol and drug use, technical failures and limitations of the Urban 
Robot-Taxi (rain, fog, ice, construction sites).  

 

Figure 8: Effectiveness of the considered automated driving functions 

The light blue area represents the number of accidents that are potentially addressable, but 
cannot be avoided according to the simulation results. These are for example accidents that 
cannot be avoided due to physical constraints. However, the severity of these accidents 
possibly can be reduced by a reduction of the collision speed. The dark blue area represents 
the number of avoided accidents. Hence, the Urban Robot-Taxi can avoid 52,517 accidents 
at a market penetration of 50 %. This equals an effectiveness of 26.5 % of all accidents in 
the operation domain.  

4 �&�R�Q�F�O�X�V�L�R�Q�� 
According to the statements in [1], automated driving functions need to show a positive 
risk-balance compared to human driving in terms of traffic safety. Therefore, a framework 
for safety impact assessment of road vehicle automation has been introduced in this work. 
In contrast to already existing methods for safety impact assessment of active safety, this 
framework is considering the changes in frequency of occurrence of driving scenarios due 
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to the continuous operation principle of automated driving functions. Traffic simulations 
with automated driving functions have investigated the changes in frequency of occurrence. 
For determination of the change in severity in relevant driving scenarios, accident re-
simulations were used. After determining the effectiveness of the automated driving 
functions, they are projected and depicted over the whole territory of the Federal Republic 
of Germany. The results indicate that, e.g. a Motorway-Chauffeur at a market penetration 
of 50 % has a potential for reducing about 30 % of all accidents on German motorways 
resulting in personal injury. This equals 2 % of all accidents on German roads. The Urban 
Robot-Taxi can avoid 26.5 % of all accidents with personal injury within city-limits at a 
market penetration of 50 %. This equals 17 % of all accidents on German roads. 
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Ein Fehlermodell zur Manipulation des
Fahrerverhaltens in virtuellen Umgebungen zum

Testen automatisierter Fahrfunktionen

Bernd Huber� , Christoph Sippl� , Stefanie Weberyund Reinhard Germanz

Zusammenfassung: Dieser Beitrag beschreibt ein Konzept f•ur ein Fehlermodell f•ur Fahrerver-
haltensmodelle zum Test hochautomatisierter Fahrfunktionen. Dasvorgestellte Konzept basiert
auf Ergebnissen der Unfallforschung. Ziel des Fehlermodells ist es, dem Fahrerverhaltensmodell
in der Verkehrssimulation die gleichen F•ahigkeiten zu geben, wie sie der reale Mensch besitzt. Das
Absichern und Freigeben hochautomatisierter Fahrfunktionen stellt f •ur die Automobilhersteller
gro�e Herausforderungen dar. Das Erproben derartiger Systeme ist ohne unterst•utzende Tests
in einer virtuellen Umgebung aufgrund wirtschaftlicher Betrachtungen, technologischer Restrik-
tionen oder aus Sicherheitsgr•unden nicht umsetzbar. Daher werden f•ur die sinnvolle Anwendung
von Verkehrssimulationen neue Konzepte ben•otigt.

Schl •usselw •orter: Automatisiertes Fahren, Fahrerverhaltensmodell, Fehlermodellierung, Simu-
lation, Testen

1 Motivation

In zuk•unftigen Mobilit •atsl•osungen f•ur den Individualverkehr gewinnt die Automatisierung
der Fahraufgabe immer st•arker an Bedeutung. Dies kann einerseits auf wirtschaftliche
Gr•unde zur•uckgef•uhrt werden, so lassen sich durch hochautomatisierte Fahrfunktionen
verschiedene Anwendungsf•alle ableiten [1], wodurch der Markt entsprechend w•achst [2].
Andererseits soll durch den erh•ohten Automatisierungsgrad die Sicherheit im Stra�enver-
kehr steigen. Verschiedene Statistiken zeigen, dass in•uber 90% der F•alle menschliches
Versagen als Unfallursache gilt [3], [4]. Um die Anzahl an Unf•allen im Stra�enverkehr
weiter zu reduzieren, soll dem Menschen die Fahraufgabe abgenommen werden.
Zur Absicherung dieser Systeme existieren zwei unterschiedliche Ans•atze. Funktionstests
k•onnen mithilfe von Testfahrten im Fahrzeug durchgef•uhrt und anschlie�end die aufge-
zeichneten Daten ausgewertet werden. Der zweite Ansatz nutztSimulationen, um Funk-
tionstests in der virtuellen Welt im Labor durchf•uhren zu k•onnen.
Im Vergleich zu Advanced Driver Assistance Systems (ADAS) ist das Testen und Freige-
ben hochautomatisierter Fahrfunktionen komplexer und derTestaufwand deutlich erh•oht.
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Mit wachsendem Automatisierungsrad [5] werden die zu beherrschenden Situationen viel-
f•altiger und komplexer. Zudem werden die Funktionen im o�enenVerkehrsraum aus-
gef•uhrt, sodass die Systeme unz•ahlige Situationen mit anderen Verkehrsteilnehmern be-
w•altigen m•ussen. Das Freigeben hochautomatisierter Fahrfunktionenist ohne unterst•utzen-
de Tests in der virtuellen Welt aufgrund wirtschaftlicher Betrachtungen, technologischer
Restriktionen oder aus Sicherheitsgr•unden nicht umsetzbar. Zus•atzlich zeigen die Zwi-
schenergebnisse des PEGASUS1 F•orderprojektes, dass ein deutlicher Anteil der Erprobung
hochautomatisierter Fahrfunktionen in der virtuellen Welt mithilfe von Simulationen um-
zusetzen sind [6].

2 Problemstellung

Mithilfe sogenannter X-in-the-Loop-Methoden werden vernetzte Funktionen unter Ver-
wendung von Simulationen im Labor getestet und veri�ziert.Je nach Phase im Entwick-
lungsprozess werden unterschiedliche Simulationsmethoden eingesetzt, um entwicklungs-
begleitend zu testen [7].
Ulbrich et al. [8] beschreiben die gezielte Anwendung simulativer Methoden beim ent-
wicklungsbegleitenden Testen. Dabei sichern die Autoren die Spurwechselfunktion eines
hochautomatisierten Fahrzeuges ab. Hierbei wurden von Experten Simulationsszenari-
en entwickelt, unter welchen das System getestet wurde. Dasmanuelle Ausarbeiten der
Simulationsszenarien stellt hier eine Limitation f•ur die virtuelle Erprobung der hochauto-
matisierten Fahrfunktion dar. Das Erstellen von Simulationsszenarien ist aufwendig und
kompliziert, da das Verhalten jeder einzelnen Entit•at in der Simulation durch den Ent-
wickler beschrieben werden muss. Dar•uber hinaus ist es fraglich, ob eine Gruppe von
Experten in der Lage ist, alle notwendigerweise zu testenden Szenarien f•ur einen fehler-
freien Betrieb der hochautomatisierten Fahrfunktion zu de�nieren.
Das PEGASUS Projekt begegnet dieser Problematik durch das Erstellen einer Datenbank,
welche logische Szenarien beinhaltet [9]. Auf Basis der logischen Szenarien und mithilfe
eines entsprechend de�nierten Parameterraums sollen automatisiert konkrete Szenarien
f•ur den Test von hochautomatisierten Fahrfunktionen abgeleitet werden k•onnen [10].
Die logischen Szenarien der Datenbank k•onnen aus unterschiedlichen Datenquellen, wie
beispielsweise aus Unfalldaten, Fahrversuchen und Feldversuchen zur Verf•ugung gestellt
werden [11]. Eine weitere M•oglichkeit, die Datenbank mit entsprechenden Verkehrssitua-
tionen zu f•ullen, ist das Auswerten m•oglichst realistischer Verkehrssimulationen in der
virtuellen Welt. Die Simulation bringt hier einige Vorteile mit sich, sodass Fahrzeugfunk-
tionen betrachtet werden k•onnen, welche noch nicht die Serienreife erreicht haben. So
kann beispielsweise das Verhalten unterschiedlich stark automatisierter Fahrfunktionen
untereinander untersucht werden. Auch die Ausf•uhrung einer hochautomatisierten Fahr-
funktion im Grenzbereich ist mithilfe einer Verkehrssimulation gefahrlos analysierbar.
Jedoch ist sicherzustellen, dass der Abstraktionsgrad der Simulationen von der Realit•at
nicht zu physikalisch unm•oglichen Zust•anden f•uhrt.
Ebenso stellt das Finden von Verkehrssituationen f•ur den Test hochautomatisierter Fahr-
funktionen einen neuen Anwendungsfall f•ur Verkehrssimulationen dar. Zun•achst muss al-
lerdings beachtet werden, dass bei diesem Anwendungsfall das Verhalten der simulierten

1Forschungsprojekt PEGASUShttp://pegasus-projekt.info , [abgerufen am 22.04.2018].
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Verkehrsteilnehmer nicht durch den Entwickler bestimmt werden kann. Eine M•oglichkeit
das Verhalten von Verkehrsteilnehmern zu bestimmen, ist das Einsetzen von entsprechen-
den Verhaltensmodellen. Diese nutzen sowohl statische Daten (z. B. Verkehrsinfrastruk-
turdaten) als auch dynamische Informationen (z. B. Objektdaten des Fremdverkehrs)
aus der Verkehrssimulation, um das Verhalten von Verkehrsteilnehmern nachzubilden. Es
wurden bereits unz•ahlige Verhaltensmodelle vorgestellt, jedoch zeigen Reviews, wie zum
Beispiel von Levesque et al. [12]•uber Fahrerverhaltensmodelle, dass die Modelle f•ur andere
Anwendungsf•alle implementiert wurden und somit anderen Anforderungen gen•ugen.

3 Ziel der Verkehrssimulation

Unter Anwendung einer Verkehrssimulation sollen Situationen generiert und identi�ziert
werden, unter welchen die hochautomatisierte Funktion nicht ordnungsgem•a� funktio-
niert. Dabei soll die Funktion in der virtuellen Welt in Unfall- oder Beinaheunfall-Situa-
tionen gebracht werden, welche physikalisch m•oglich sind. Aus diesem Grund soll in der
Simulation nicht explizit realistischer Verkehr modelliert werden, bei dem es selten zu
Unfall- oder Beinaheunfall-Situationen kommt. Vielmehr sollen vermehrt Situationen ge-
neriert werden, welche zu Unf•allen f•uhren k•onnen. Solche Situationen in der virtuellen
Welt zu erzeugen, ist mithilfe sogenannternear-collision driver behavior modelsm•oglich.
Markkula et al. analysieren in [13] bereits vorgestelltenear-collision driver behavior mo-
dels. Dabei zeigen die Autoren auf, dass einerseits die jeweiligen Modelle f•ur bestimmte
Anwendungsszenarien entwickelt wurden und somit nicht allgemein g•ultig sind. Anderer-
seits sehen die Autoren Herausforderungen in der Validierungder Modelle.

4 Konzept eines Fehlermodells f •ur Fahrerverhaltens-
modelle

Wie in Abschnitt 1 beschrieben wurde, ist menschliches Fehlverhalten in •uber 90% der
Unf•alle f•ur deren Entstehung verantwortlich. Aus diesem Grund wird dieIdee verfolgt,
dem Fahrerverhaltensmodell menschliche Fehlverhaltensweisen beizubringen.
Im Folgenden wird das Konzept des Fehlermodells erl•autert. Dabei wird zuerst auf die
Datenbasis f•ur das Fehlermodell eingegangen, die auf Unfalldaten der AARU (Audi Acci-
dent Research Unit2) beruht. Die Datenbasis gibt Aufschluss dar•uber, welche Fehler dem
Menschen w•ahrend der Ausf•uhrung der Fahraufgabe unterlaufen. Daraufhin werden ent-
sprechende Anforderungen an das Fahrerverhaltensmodell abgeleitet. Anschlie�end wird
anhand einer imaginativen Unfallsituation beispielhaft dargestellt, nach welcher Metho-
dik die Informationen der AARU genutzt werden, um Beinaheunfall-Situationen in einer
Verkehrssimulation zu generieren. Abschlie�end wird die Anwendung des Fehlermodells
am Beispiel des Autobahn-Chau�eurs [14] dargestellt und beschrieben.

2Audi Accident Research Unit http://www.aaru.de/ [abgerufen am 22.04.2018].
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4.1 Datenbasis des Fehlermodells

Das Ziel des Fehlermodells ist das Generieren von Unfall- oder Beinaheunfall-Situationen.
Um solche Situationen gezielt mithilfe von Fahrerverhaltensmodellen provozieren zu k•on-
nen, ist es n•otig, ausreichend Wissen•uber die Ursachen von Unf•allen oder Beinaheunf•allen
zu haben. Eine M•oglichkeit stellen hierbei die Auswertungen der GIDAS (German In-
Depth Accident Study3) Datenbank dar. Jedoch ist bei der Auswertung der GIDAS Da-
tenbank die Unfallursache nur mithilfe einer allgemeinen Bewertung beschrieben, wie z. B.
unangepasste Geschwindigkeit des Unfallverursachers. Detaillierte Informationen •uber die
Unfallursachen liefert die AARU. Neben technischen und medizinischen Faktoren wird
bei der Unfallerhebung durch die AARU auch eine psychologischeBeurteilung des Un-
fallhergangs durchgef•uhrt. Dabei wird der menschliche Informationsverarbeitungsprozess
der Unfallbeteiligten mithilfe der 5-Step-Methode in f•unf Fehlerklassen kategorisiert. Die-
se gliedern sich in Informationszugang, Informationsaufnahme, Informationsverarbeitung,
Zielsetzung und Handlung [4]. Die Ergebnisse der psychologischen Beurteilung bilden die
Datenbasis f•ur das Fehlermodell.

4.2 Anforderungen an Fahrerverhaltensmodelle

Um die in Abschnitt 4.1 beschriebenen Informationen in der Fahrerverhaltensmodel-
lierung nutzen zu k•onnen, muss das Fahrerverhaltensmodell die Fehlerkategorien der
5-Step-Methode abbilden. Da die 5-Step-Methode auf einem menschlichen Informations-
verarbeitungsmodell basiert [15], eignen sich vor allem Fahrerverhaltensmodelle, welche
die menschliche Entscheidungslogik abbilden. Ein Beispiel hierf•ur ist das Fahrerverhal-
tensmodell von Bellet et al. [16]. Es besitzt ein Wahrnehmungsmodul, welches den Infor-
mationszugang und die Informationsaufnahme abstrahiert.Sowie ein Kognitionsmodul,
welches die Informationsverarbeitung und die Zielsetzung berechnet, und ein Aktionsmo-
dul, welches die Handlung des Fahrers in der virtuellen Welt umsetzt.

4.3 Methodik zur Entwicklung von Modellen des menschliches
Fehlverhaltens auf Basis der Ergebnisse der AARU

Zur Modellierung des menschlichen Fehlverhaltens werden neben den Ergebnissen psycho-
logischer Auswertungen aufgenommener Unf•alle durch die AARU auch die Beschreibung
des Unfallhergangs, Ergebnisse der simulativen Unfallrekonstruktion sowie Interviews der
Unfallbeteiligten ber•ucksichtigt.
Ebendiese Informationen wurden von der AARU bez•uglich Unf•allen auf Autobahnen im
Erhebungsgebiet zur Implementierung eines Fehlermodellsf•ur Fahrerverhaltensmodelle
ausgewertet und zur Verf•ugung gestellt. W•ahrend der Analyse der bereitgestellten Daten
konnten viele Unf•alle in der Pre-Crash Phase gemeinsamen Mustern zugeordnetwerden.
Unf•alle, welche dem gleichen oder•ahnlichen Muster in der Pre-Crash Phase entsprechen,
und das gleiche Fehlverhalten nach der 5-Step-Methode durch den Unfallverursacher auf-
weisen, werden im Folgenden als Unfallsituationstyp bezeichnet. Nachfolgend soll nun
anhand eines imaginativen Unfallsituationstyps beispielhaft die Vorgehensweise zur Ent-
wicklung eines Modells f•ur das menschliche Fehlverhalten aufgezeigt werden.

3German In-Depth Accident Study http://www.gidas.org/ , [abgerufen am 22.04.2018].
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Der in Abbildung 1 dargestellte Unfallsituationstyp basiertauf Auswertungen verschiede-
ner Unfallrekonstruktionen durch die AARU. Die abgebildeten Situationen stellen jedoch
keine Rekonstruktionen realer Unf•alle dar, sie sollen lediglich das Muster eines Unfallsi-
tuationstyps verdeutlichen.

Pre-Crash Situation

Abbildung 1: Potentielle Pre-Crash Situation auf einer zweispurigen Autobahn.

Abbildung 1 zeigt eine potentielle Pre-Crash Situation auf einer zweispurigen Autobahn
mit Seitenstreifen. Die linke Spur wird hierbei von einem PKW (gr•un) mit sehr hoher
Geschwindigkeit (> 180 km/h) befahren. Gleichzeitig l•auft ein weiterer PKW (blau) auf
einen LKW (grau) auf. Das blaue Fahrzeug h•alt sich dabei an die Richtgeschwindig-
keit ( � 130 km/h), w•ahrend der LKW die f•ur ihn vorgeschriebene Geschwindigkeit von
80 km/h einh•alt. Aufgrund der Di�erenzgeschwindigkeit zwischen blauen PKW und LKW
m•ochte der PKW den langsameren LKW•uberholen. Dazu initiiert das blaue Fahrzeug
einen Spurwechsel auf die linke Fahrbahn. Dabei nimmt der Fahrer des blauen Fahr-
zeugs aus unbekannten Gr•unden nicht wahr, dass sich das gr•une Fahrzeug mit hoher
Geschwindigkeit von hinten n•ahert. Dieses Fehlverhalten des Fahrers des blauen PKWs
ist der Kategorie Informationsaufnahme zuzuordnen. Durchdie sehr hohe Di�erenzge-
schwindigkeit zwischen gr•unem und blauem PKW ist es dem Fahrer des gr•unen PKW
nicht m•oglich, durch eine Geschwindigkeitsanpassung einen Aufprall auf das Heck des
blauen Fahrzeugs zu verhindern. Nach der Analyse verschiedener Unfallrekonstruktionen
dieses Unfallsituationstyps konnten zwei unterschiedliche Verhaltensweisen des gr•unen
Fahrzeugs identi�ziert werden.

Variante A

Abbildung 2: Unfallvermeidungsstrategie des gr•unen Fahrzeugs durch Ausweichen nach
links.

Einerseits kann der Fahrer des gr•unen Fahrzeugs versuchen durch ein Ausweichman•over
nach links einen Unfall zu verhindern. In Abbildung 2 ist das beschriebene Ausweich-
man•over visualisiert. Auswertungen verschiedener Unfallrekonstruktionen dieses Unfallsi-
tuationstyps zeigen, dass dieses Man•over in einer Kollision mit der Leitplanke und/oder
einer Kollision mit dem blauen Fahrzeug enden kann.
Andererseits zeigen die Analysen der AARU eine weitere Unfallvermeidungsstrategie des
Fahrers des gr•unen PKW. So versuchen Autofahrer durch ein Ausweichman•over •uber den
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Variante B

Abbildung 3: Unfallvermeidungsstrategie des gr•unen Fahrzeugs durch Ausweichen nach
rechts •uber den Standstreifen

Standstreifen einen Unfall zu verhindern. Solch ein Fahrman•over des gr•unen Fahrzeugs in
dem zuvor beschriebenen Unfallsituationstyp ist in Abbildung3 dargestellt. Aufgrund des
fahrdynamischen Zustands des gr•unen Fahrzeugs kann es jedoch durch das Fahrman•over
ins Schleudern geraten, wodurch das Fahrzeug f•ur den Fahrer nur sehr schwer kontrol-
lierbar ist. Dabei kann das gr•une Fahrzeug den LKW rammen, die Fahrbahn auf den
Standstreifen verlassen, oder durch das Schleudern sich auf der Autobahn drehen.

Durch den vorgestellten Unfallsituationstyp (vgl. Abbildung1) soll verdeutlicht werden,
dass durch ein bestimmtes Fehlverhalten eines Fahrers unterschiedliche Situationen entste-
hen k•onnen. Dieser E�ekt soll genutzt werden, um Testszenarien f•ur hochautomatisierte
Fahrfunktionen in einer virtuellen Welt zu generieren. Dazu muss das Fehlermodell das
Fehlverhalten des blauen PKWs nachbilden, als auch die m•oglichen Unfallvermeidungs-
strategien des gr•unen Fahrzeugs.

4.4 Anwendung des Fehlermodells zum Testen hochautomati-
sierter Fahrfunktionen

F•ur die Anwendung des Fehlermodells in einer Verkehrssimulation, ist zuerst ein An-
wendungsfall der zu testenden Funktion zu de�nieren (vgl. Abbildung 4). Anhand des
Autobahn-Chau�eurs k•onnte solch ein Anwendungsfall eine Autobahnfahrt mit de�nier-
tem Start und Ziel sein. Aufgrund dieser Beschreibung wird f•ur den Test eine entspre-
chende Autobahn als Datenbasis f•ur die Verkehrssimulation ben•otigt. Ebenso ist eine
Szenario-Datei zur Verf•ugung zu stellen, in welcher die weiteren Verkehrsteilnehmer und
deren Ziel de�niert ist. Zus•atzlich ist in der Szenario-Datei zu de�nieren, welche Fahrzeuge
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Abbildung 4: Arbeitsschritte f•ur die Anwendung des Fehlermodells in einer nicht-
deterministischen Verkehrssimulation.
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durch die hochautomatisierte Funktion gesteuert werden und welche Fahrerverhaltensmo-
delle die •ubrigen Verkehrsteilnehmer steuern. Auf Basis dieser Dateien werden, mithilfe
einer Verkehrssimulation, Simulationsl•aufe durchgef•uhrt (vgl. Abbildung 4). Dabei f•ahrt
die hochautomatisierte Funktion das zu steuernde Fahrzeug zum de�nierten Ziel. Je nach
Kon�guration durch die Szenario-Datei ist das Fehlermodell in verschiedenen Verkehrs-
teilnehmer aktiv.
Die Funktionsweise des Fehlermodells ist in Abbildung 5 beispielhaft verdeutlicht. Auf
der mittleren Fahrspur, der dargestellten Autobahn, ist einhochautomatisiertes Fahr-
zeug (rot) abgebildet. W•ahrend auf der rechten Fahrspur ein PKW (blau) auf einen LKW
(grau) au
 •auft. Hierbei manipuliert das Fehlermodell die Wahrnehmung des Fahrerverhal-
tensmodell, sodass das Umfeld des blauen PKW nur teilweise beschrieben wird (vgl. Ab-
bildung 5, rechts). Durch die manipulierte Wahrnehmung w•urde das blaue Fahrzeug einen

Situation in der Simulation Sicht des Fahrermodells

Abbildung 5: Beispielsituation in der Simulation unter Manipulation der Wahrnehmung.
Links: Situation in der Simulation, Rechts: manipulierte Wahrnehmung des Fahrermodells

Spurwechsel durchf•uhren um den langsameren LKW zu•uberholen, trotz des roten PKW
auf der mittleren Spur. Auf dieses Verhalten muss die hochautomatisierte Fahrfunktion
entsprechend reagieren.
Die Situation wird gleichzeitig von einem Simulationsbeobachter analysiert (siehe Abbil-
dung 4). Je nach Verletzung funktionsspezi�scher Anforderungen wird sowohl ein Szenario-
Ausschnitt, das entsprechende Video der Situation als auch aufgezeichnete Debug-Daten
der hochautomatisierten Fahrfunktion als Paket zur sp•ateren Untersuchung abgelegt.

5 Zusammenfassung und Ausblick

Dieser Beitrag beschreibt ein Konzept f•ur ein Fehlermodell f•ur Fahrerverhaltensmodelle
zum Test hochautomatisierter Fahrfunktionen unter der Verwendung einer Verkehrssimu-
lation. Das vorgestellte Konzept basiert auf Ergebnisse der Unfallforschung. Des Weiteren
wurde die Methodik verdeutlicht, in welcher Art und Weise dieDaten der Unfallfor-
schung zur Modellentwicklung genutzt werden. Dabei wurde der Begri� Unfallsituations-
typ eingef•uhrt und de�niert. Anschlie�end wurde die Funktionsweise des Fehlermodells
anhand eines Beispiels verdeutlicht. Ebenso wurden die Voraussetzungen f•ur das Fehler-
modell, als auch die Arbeitsschritte f•ur die Anwendung des Fehlermodells in einer nicht-
deterministischen Verkehrssimulation beschrieben.
Das beschriebene Konzept des Fehlermodells f•ur Fahrerverhaltensmodelle wird anhand
psychologischer Beurteilung von dokumentierten Unf•allen der AARU als Konformit•ats-
nachweis implementiert. Die jeweiligen Fehlverhaltensmodelle werden anschlie�end unter
Zuhilfenahme weiterer Unf•alle validiert. Abschlie�end soll die Nutzbarkeit des Fehlermo-
dells anhand einer hochautomatisierten Fahrfunktion erprobt werden.
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Zusammenfassung: Kooperatives Fahren erleichtert an Auffahrten und Kreuzungen das 
Einfahren anderer Fahrzeuge, indem für diese eine Lücke erstellt wird. Dies kann durch eine 
technische Kommunikation und Abstimmung zwischen den beteiligten Fahrzeugen unterstützt 
werden. Die Probandenstudie im Fahrsimulator evaluiert verschiedene Konzepte von Mensch-
Maschine-Schnittstellen eines Assistenzsystems für manuelles und automatisiertes kooperatives 
Fahren beim Auffahren auf die Autobahn und Linkseinbiegen auf Landstraßen. Die 
Evaluationsergebnisse zeigen, dass alle untersuchten Systemvarianten hilfreich und verständlich 
sind. Allerdings bevorzugen die Fahrer eine Darstellung, die das natürliche Blickverhalten 
unterstützt, indem Informationen in der Windschutzscheibe und der Fahrumgebung angezeigt 
werden. Insgesamt führt das System zu häufigeren erfolgreichen kooperativen Interaktionen. 
 
Schlüsselwörter: Fahrsimulation, Kooperatives Fahren, Mensch-Maschine-Interaktion, 
Probandenstudie  

1 Einleitung 
Kooperatives Fahren ist ein Verhalten im Straßenverkehr, bei dem Verkehrsteilnehmer 
Fahrmanöver gemeinsam planen und umsetzen. Dies kann bedeuten, dass ein 
Verkehrsteilnehmer auf das eigene Recht verzichtet und dem Mobilitätswunsch eines 
Anderen Vorrang gewährt [1] [2]. Statt nur auf seine eigenen Ziele fokussiert zu sein, 
verzichtet der kooperative Fahrer für andere auf seine Vorfahrt, um das gesamte System 
möglichst leistungsfähig zu machen [3]. Auf diese Weise kann die Effizienz verbessert 
und die Beanspruchung beim Fahren reduziert werden �± insbesondere in schwierigen 
Situationen wie z.B. dem Einfädeln auf eine Autobahn [4] [5] oder dem Linksabbiegen [6] 
[7].  
Eine kooperative Abstimmung zwischen Fahrern findet aktuell hauptsächlich über Gesten, 
Signale (z.B. Lichthupe) und entsprechendes Fahrverhalten (z.B. Öffnen einer Lücke) statt 
______________________________ 
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[1]. Dennoch kommt es immer wieder zu Missverständnissen zwischen den Beteiligten 
[3]. Frühere Arbeiten zu kooperativen Spurwechselmanövern auf der Autobahn weisen 
darauf hin, dass eine technisch unterstützte Kommunikation zwischen den potentiellen 
Kooperationspartnern die Häufigkeit einer Kooperation erhöhen kann [8] [9]. Demzufolge 
könnte eine technisch unterstützte Kommunikation und Abstimmung zwischen den 
beteiligten Fahrzeugen an Auffahrten und Kreuzungen ebenfalls kooperatives Fahren 
erleichtern und helfen, kritische Situationen zu vermeiden. Um dieses Ziel zu erreichen, 
sind intuitive Konzepte für die Mensch-Maschine-Interaktion (MMI) notwendig, damit 
Fahrer die kooperative Manöverabstimmung akzeptieren und Fahrempfehlungen korrekt 
und sicher umsetzen können [10] [11]. 
Neben der Verbesserung des Verkehrsablaufs bei manuell gesteuerten Fahrzeugen, kommt 
der kooperativen Manöverabstimmung vor dem Hintergrund zunehmender 
Fahrzeugautomatisierung eine wachsende Bedeutung zu [12]. Da zunehmende 
Automatisierungsgrade auf maximale Sicherheit und hohen Komfort zielen sollten [13], 
verhalten sich automatisierte Fahrzeuge voraussichtlich defensiver als der 
Durchschnittsfahrer. So können bei hohen Verkehrsdichten in bestimmten Situationen 
(z.B. an Auffahrten und Kreuzungen) nur durch kooperatives Verhalten anderer 
Verkehrsteilnehmer ausreichend große Lücken für automatisierte Fahrzeuge bereitgestellt 
werden. Auch hier ergeben sich Herausforderungen für die Mensch-Maschine-
Schnittstelle, um beim Fahrer Akzeptanz und Vertrauen in die automatisierten 
Fahrfunktionen zu gewährleisten [14]. 
Im Mittelpunkt der dargestellten Probandenstudie im Fahrsimulator steht die Entwicklung 
der Mensch-Maschine-Schnittstelle eines Assistenzsystems für manuelles und 
automatisiertes kooperatives Fahren. Weitere Fragestellungen betreffen den Vergleich der 
clusterbasierten MMI-Varianten mit einer Benchmark-Variante. Diese wurde in einer 
Vorstudie entwickelt. Die Darstellung erfolgt über ein Head-Up-Display (HUD) sowie 
Augmented-Reality (AR)-Elementen. Der Vergleich bezieht neben dem subjektiven 
Feedback der Probanden (Akzeptanz, Vertrauen), Analysen des Blickverhaltens, der 
Bedienhandlungen sowie Fahrdaten ein. 
Die Studie wurde im Rahmen des vom Bundesministerium für Wirtschaft und Energie 
(BMWi) geförderten Verbundprojekts IMAGinE (Intelligente Manöver Automatisierung - 
kooperative Gefahrenvermeidung in Echtzeit) durchgeführt (http://imagine-online.de). 

2 Methodik 

2.1 Versuchsdesign und -ablauf 
Der Proband durchfährt manuell oder automatisiert mit Quer- und Längsregelung (L3 
conditional automation, SAE Level 3) [15] prototypische Einfädel- und 
Abbiegesituationen (siehe Abbildung 1). Das Einfädeln findet von einer ca. 200m langen 
Auffahrspur auf eine zweispurige Autobahn mit Verkehr auf beiden Spuren statt. Beim 
Abbiegen biegt der Proband an einer mit einem Stoppschild geregelten T-Kreuzung nach 
links auf die Hauptstraße ein, während von links und rechts vorfahrtsberechtigte 
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Fahrzeuge die Kreuzung befahren. Beide prototypischen Szenarien durchfahren die 
Probanden sowohl aus kooperationsbedürftiger (Einfädler, Einbieger) als auch aus 
potentiell kooperationsgewährender (Hauptfahrbahn) Perspektive. Die Probanden erleben 
die Situationen ohne (Baseline) oder mit Assistenzsystem für die kooperative 
Manöverabstimmung. Wird mit kooperativem Assistenzsystem gefahren, lernen die Fahrer 
drei unterschiedliche MMI-Varianten kennen.  
Insgesamt werden folgende unabhängigen Variablen variiert: (1) Automatisierung 
(between-Faktor: manuell vs. automatisiert), (2) MMI -Variante (within-Faktor: 
HUD&AR, Cluster Dynamisch, Cluster Statisch), (3) Situation (within-Faktor: Einfädeln 
vs. Linksabbiegen), (4) Fahrerperspektive (within-Faktor: kooperationsgewährend vs. -
bedürftig). 

  
Abbildung 1:  Kooperationssituation Einfädeln  (links) und Linksabbiegen (rechts) jeweils aus Sicht des 

Kooperationsbedürftigen. 

Jeder Proband durchfährt jede Strecke zwei Mal. In der ersten Fahrt lernt der Proband das 
System kennen. Der Proband wird in dieser Fahrt gebeten laut mitzudenken. In der 
zweiten Fahrt (Evaluationsfahrt) werden neben Fragebogendaten zur Akzeptanz objektive 
Daten (Fahrdaten, Blickdaten) erfasst. Der Versuch dauert ca. 2.5 Stunden und die 
Probanden erhalten eine Aufwandsentschädigung.  

2.2 Versuchsaufbau 
2.2.1 Fahrsimulator 
Die Studie wurde im statischen High-End-Fahrsimulator der WIVW GmbH durchgeführt 
(siehe Abbildung 2). Das frontale Sichtfeld deckt einen Winkel von 300° (horizontal) bzw. 
47° (vertikal) ab. Das Sichtfeld besteht aus fünf Bildkanälen mit einer Auflösung von je 
1400×1050 Punkten, die auf eine flache Leinwand projiziert werden. Die Außenspiegel 
sind als LCD-Displays ausgeführt. Im Kofferraum simuliert ein Bildschirm die Sicht nach 
hinten. Der Innenspiegel entspricht daher dem Spiegel im Serienfahrzeug. Die Update-
Rate der Grafik beträgt 60 Hz. 
Ein Opel Insignia dient als Mockup für den Fahrsimulator. Im Lenkrad wurde eine 
Lenkkraftsimulation (SensoDrive Lenkmotor) integriert. Zwei LCD-Displays mit je 
1024×768 Punkten werden für das Instrumentenfeld, in dem das clusterbasierte MMI 
dargestellt wird, und für die Navigationshinweise verwendet. Die Soundsimulation 
verwendet Original-Lautsprecher des Fahrzeugs. Zur Durchführung der Simulation wird 
ein Rechnernetz bestehend aus neun PCs verwendet, das über 1 Gbit Ethernet verbunden 
ist. Als Fahrsimulationssoftware wird SILAB® der WIVW GmbH verwendet. 
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Abbildung 2:  Mockup und Sichtsystem des statischen High-End-Simulators (links) und beispielhafte Fahrer-
sicht inkl. Lenkradbutton (durch Pfeil hervorgehoben) zur Bestätigung einer Kooperationsanfrage (rechts). 

Der Versuchsleiter im Operatorraum steuert die Simulation und überwacht anhand von 
Mitschau-Monitoren den Versuch. Über eine Gegensprechanlage kann er jederzeit mit 
dem Probanden kommunizieren. Neben der Aufzeichnung objektiver Fahrparameter (z.B. 
Geschwindigkeit, Abstände) und Bedienhandlungen (z.B. Gaspedal, Blinker) werden 
Blickdaten sowie ein Video der Fahrt aufgezeichnet. 

2.2.2 MMI-Varianten 
Die MMI-Varianten sind beispielhaft in Abbildung 3 dargestellt. In allen drei untersuchten 
MMI -Varianten (neben der Baseline) wird der Fahrer über den Status der kooperativen 
Manöverabstimmung informiert (z.B. für das Einfädeln aus kooperationsbedürftiger 
�3�H�U�V�S�H�N�W�L�Y�H���� �Ä�3�D�U�W�Q�H�U�� �Z�L�U�G�� �J�H�V�X�F�K�W�³���� �Ä�/�•�F�N�H�� �Z�L�U�G�� �H�U�V�W�H�O�O�W�³���� �Ä�8�P�J�H�E�X�Q�J�� �E�H�R�E�D�F�K�W�H�Q�� �X�Q�G��
�H�L�Q�I�l�G�H�O�Q�³���� �Ä�.�R�R�S�H�U�D�W�L�R�Q�� �H�U�I�R�O�J�U�H�L�F�K�³������ �=�X�V�l�W�]�O�L�F�K�� �Z�H�U�G�H�Q�� �L�Q�� �G�H�U�� �9�D�U�L�D�Q�W�H�� �Ã�&�O�X�V�W�H�U��
�'�\�Q�D�P�L�V�F�K�µ�� �G�L�H�� �9�H�U�N�H�K�U�V�V�L�W�X�D�W�L�R�Q�� �X�Q�G�� �G�L�H�� �N�R�R�S�H�U�L�H�U�H�Q�G�H�Q�� �3�D�U�W�Q�H�U�� �L�P�� �&�O�X�V�W�H�U�� �G�\�Q�D�P�L�V�F�K��
visualisiert. Dabei stimmen die zeitlichen (nicht aber die räumlichen) Verhältnisse mit der 
tatsächlichen Trajektorie der kooperierenden Partner überein (Abbildung 3, links). Die 
�9�D�U�L�D�Q�W�H�� �Ã�&�O�X�V�W�H�U�� �6�W�D�W�L�V�F�K�µ�� �D�U�E�H�L�W�H�W�� �P�L�W�� �V�W�D�W�L�V�F�K�H�Q�� �%�L�O�G�H�U�Q���� �'�D�G�X�U�F�K�� �Z�H�U�G�H�Q�� �G�L�H��
kooperierenden Partner nicht in Übereinstimmung mit der tatsächlichen Verkehrssituation 
dargestellt, sondern die Bilder illustrieren die Statusmeldungen der Manöverabstimmung 
(Abbildung 3, Mitte)���� �'�L�H�� �9�D�U�L�D�Q�W�H�� �Ã�+�8�'�	�$�5�µ�� �V�W�H�O�O�W�� �L�P�� �&�O�X�V�W�H�U�� �O�H�G�L�J�O�L�F�K�� �G�L�H�� �J�H�I�D�K�U�H�Q�H��
Geschwindigkeit dar und projiziert den Status direkt vor dem Fahrzeug in die Szenerie und 
markiert die Partnerfahrzeuge direkt in der Fahrumgebung mit Hilfe eines AR-Elements 
über den kooperierenden Fahrzeugen. 

    
Abbildung 3:  MMI-�9�D�U�L�D�Q�W�H���Ã�&�O�X�V�W�H�U���'�\�Q�D�P�L�V�F�K�µ�����O�L�Q�N�V�������Ã�&�O�X�V�W�H�U���6�W�D�W�L�V�F�K�µ�����0�L�W�W�H�����X�Q�G���Ã�+�8�'�	�$�5�µ��
(rechts) für die Situation Einfädeln aus kooperationsbedürftiger Perspektive und bei manueller Fahrt. 

Im Vergleich zum manuellen Fahren wird das automatisierte Fahren im Cluster vermittelt 
durch eine blaue Darstellung der gefahrenen Geschwindigkeit (statt weiß), den Text 
�Ä�$�X�W�R�P�D�W�L�V�L�H�U�W�³�����V�W�D�W�W���Ä�0�D�Q�X�H�O�O�³�������G�L�H���6�W�D�W�X�V�L�Q�I�R�U�P�D�W�L�R�Q��z.B. "Ich wechsle die Spur" (statt 
"Umgebung beobachten und einfädeln"). 

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� �¤�¨



  

2.3 Stichprobe und Datenanalyse 
An der Studie nahmen N=24 Probanden (davon 13 weiblich) im Alter von 19 bis 60 
Jahren teil (M = 41.8 Jahre, SD = 13.9 Jahre). Die Probanden wurden aus einem Pool im 
Fahrsimulator trainierter Probanden rekrutiert. Die Studienteilnehmer berichten im Mittel 
jährliche Fahrleistungen von ca. 15500 km (SD = 11800 km/Jahr). 
Neben deskriptiven Auswertungen werden parametrische Signifikanztests 
(Varianzanalysen) gerechnet.  

3 Ergebnisse 

3.1 Akzeptanz und Präferenz der MMI -Varianten 
Am Ende des Versuchs wurden die Probanden gebeten, Ränge für die verschiedenen 
MMI -Varianten zu vergeben (siehe Abbildung 4). Das Ranking zeigt, dass die 
Benchmark-Variante �ÃHUD&AR�µ sowohl beim manuellen als auch beim automatisierten 
Fahren am häufigsten präferiert wird. Der Vorsprung �G�H�U�� �9�D�U�L�D�Q�W�H�� �ÃHUD&AR�µ vor der 
�9�D�U�L�D�Q�W�H�� �Ã�&�O�X�V�W�H�U�� �'�\�Q�D�P�L�V�F�K�µ�� �L�V�W für das automatisierte Fahren deutlich größer als beim 
manuellen Fahren. Die Probanden begründen ihre Präferenz damit, dass die Variante 
�ÃHUD&AR�µ nicht ablenkt, da die Infos direkt im Verkehrsgeschehen angezeigt werden, 
der Partner deutlich zu erkennen ist und das MMI am einfachsten zu verstehen ist. 
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Abbildung 4:  Präferenz der MMI-Varianten für das manuelle (links) und automatisierte (rechts) Fahren. 

Am zweithäufigsten wird die Variante �Ã�&�O�X�V�W�H�U�� �'ynamisch�µ�� �S�U�l�I�H�U�L�H�U�W. Die Probanden 
merken positiv an, dass die Abstände bzw. die Lückengröße realistisch dargestellt werden 
und angezeigt wird, wo die Lücke ist. Die Variante �Ã�&�O�X�V�W�H�U���6tatisch�µ wird am seltensten 
präferiert, da der Partner nicht eindeutig zu identifizieren ist, manchmal zu wenig Zeit ist, 
um die Anzeige zu erkennen, zu viel Information angezeigt wird und das System vom 
Verkehrsgeschehen ablenkt. 
Sowohl nach der initialen Kennenlernfahrt als auch nach der Evaluationsfahrt genannten 
Wiederholung schätzen der Proband und der Versuchsleiter unabhängig voneinander das 
Systemverständnis des Probanden ein. Die Analyse zeigt, dass nach der Evaluationsfahrt 
das Systemverständnis im Vergleich zur Abfrage nach der Kennenlernfahrt signifikant 
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höher ist (Proband: F1,21 = 56.78, p < .001; Versuchsleiter: F1,22 = 93.97, p < .001). 
Weiterhin unterscheidet sich das Systemverständnis zwischen den MMI-Varianten nach 
der Kennenlernfahrt signifikant (Proband: F2,42 = 7.45, p = .002; Versuchsleiter: F2,44 = 
14.24, p < .000). Während bei der Variante �ÃHUD&AR�µ das Systemverständnis sehr hoch 
ist, sind die Clustervarianten weniger intuitiv verständlich. �'�D�E�H�L���L�V�W���G�L�H���9�D�U�L�D�Q�W�H���Ã�&�O�X�V�W�H�U��
�6�W�D�W�L�V�F�K�µ �Z�H�Q�L�J�H�U���Y�H�U�V�W�l�Q�G�O�L�F�K���D�O�V���G�L�H���9�D�U�L�D�Q�W�H���Ã�&�O�X�V�W�H�U���'�\�Q�D�P�L�V�F�K�µ�� 

3.1.1 Perspektive Kooperationsbedürftig 
In den Fahrten mit MMI-Unterstützung werden die Probanden nach jeder Situation 
befragt, wie hilfreich die Anzeige war (siehe Abbildung 5, links). Die Auswertung für den 
kooperationsbedürftigen Fahrer zeigt einen Effekt der MMI-Variante (F2,44 = 17.67, p < 
.001). �'�L�H���9�D�U�L�D�Q�W�H���Ã�&�O�X�V�W�H�U���6tatisch�µ wird durchgehend als weniger hilfreich bewertet als 
�G�L�H�� �9�D�U�L�D�Q�W�H�� �Ã�&�O�X�V�W�H�U�� �'�\�Q�D�P�L�V�F�K�µ���� �$�P�� �K�L�O�I�U�H�L�F�K�V�W�H�Q�� �Z�L�U�G�� �G�L�H�� �9�D�U�L�D�Q�W�H�� �Ã�+�8�'�	�$�5�µ��
bewertet. Dies gilt für das manuelle wie das automatisierte Fahren.  
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Abbildung 5:  Beurteilung, wie hilfreich (links) die Anzeige (links) und wie stark das Systemvertrauen 
(rechts) war aus der Perspektive des Kooperationsbedürftigen (Mittelwert ± 95%-Konfidenzintervall). 

Die Fahrer beurteilen beim automatisierten Fahren alle Varianten als hilfreicher als beim 
manuellen Fahren (F1,22 = 5.52, p = .028). Die Anzeige wurde in beiden Situationen als 
gleich hilfreich beurteilt. 
Beim automatisierten Fahren ist das Vertrauen in die Automatisierung mit MMI-
Unterstützung höher als ohne Unterstützung (F3,33 = 13.97, p < .001). Zwischen den drei 
MMI -Varianten und den beiden Situationen gibt es keine signifikanten Unterschiede 
(siehe Abbildung 5, rechts). 

3.1.2 Perspektive Kooperationsgewährend 
Ähnlich wie aus der Perspektive des Kooperationsbedürftigen wird die MMI -Variante 
�ÃHUD&AR�µ�� �D�O�V�� �D�P�� �K�L�O�I�U�H�L�F�K�V�W�H�Q�� �E�H�Z�H�U�W�H�W���� �(�V�� �I�R�O�J�H�Q�� �G�L�H��Varianten �Ã�&�O�X�V�W�Hr Dynamisch�µ 
und �Ã�&�O�X�V�W�H�U�� �6tatisch�µ (F2,44 = 6.90, p = .002). Die Bewertung, wie hilfreich die Anzeige 
ist, hängt neben der MMI-Variante auch vom Automatisierungsgrad ab (Interaktion MMI-
Variante x Automatisierung: F2,44 = 4.63, p = .015). Beim automatisierten Fahren wird die 
Variante �ÃHUD&AR�µ als am hilfreichsten beurteilt. Beim manuellen Fahren werden die 
Varianten �ÃHUD&AR�µ und �ÃCluster Dynamisch�µ als ähnlich hilfreich bewertet. 
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3.2 Blickverhalten und Ablenkung 
Die Auswertung der Blickverteilung erfolgt für den Zeitraum von der Aktivierung des 
Systems ���G���K���� �D�E�� �G�H�U�� �0�H�O�G�X�Q�J�� �Ä�3�D�U�W�Q�H�U�� �Z�L�U�G�� �J�H�V�X�F�K�W�³����bis zum Abschluss der 
kooperativen Interaktion (d.h. dem Beginn der Meldung �Ä�.�R�R�S�H�U�D�W�L�R�Q�� �H�U�I�R�O�J�U�H�L�F�K�³��. Um 
die Ablenkung durch das MMI zu analysieren, wird die Blickverteilung des 
kooperationsbedürftigen Fahrers auf unterschiedliche Sichtbereiche analysiert (Cluster, 
Innenspiegel, aus linkem Seitenfenster, aus rechtem Seitenfenster, nach vorne). Die 
fahrrelevanten Informationen sind dabei in Abhängigkeit von der Situation unterschiedlich 
und befinden sich für den Einfädler links (Lücke auf Hauptfahrbahn) und frontal (Ende der 
Einfädelspur) sowie für den Linksabbieger links und rechts (Lücken im Verkehrsstrom auf 
der Hauptstraße).  
Die Blickverteilung weist für beide Situationen auf, dass die Fahrer relativ lange auf den 
fahrrelevanten Bereich schauen (siehe Abbildung 6). Beim Fahren mit den 
Clustervarianten wird die Blickdauer auf das Cluster länger (Einfädeln: F3,27 = 14.29, p < 
.001; Linksabbiegen: F3,54 = 54.56, p < .001). Diese Zuwendung geht auf Kosten 
fahrrelevanter Sichtbereiche. Das natürlichste Blickverhalten wird bei der MMI-Variante 
�Ã�+�8�'�	�$�5�µ gezeigt.  
Beim automatisierten Fahren ist die gesamte Blickdauer in der jeweiligen Situation länger 
auf das Cluster als beim manuellen Fahren (dies gilt beim Einfädeln nur für die 
Clustervarianten: F3,27 = 3.88, p = .020; Linksabbiegen: F1,18 = 6.86, p = .017).  
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Abbildung 6:  Blickverteilung des Fahrers beim Einfädeln (links) und beim Linkseinbiegen (rechts). 

3.3 Fahrverhalten 
3.3.1 Perspektive Kooperationsbedürftig 
Aus Perspektive des Kooperationsbedürftigen erlebt der Proband mit jeder MMI-Variante 
und in der Baseline-Fahrt (d.h. ohne MMI-Unterstützung) jeweils zwei Einfädel- und zwei 
Linksabbiegesituationen, in denen ein simuliertes Fahrzeug auf der Hauptfahrbahn eine 
Lücke erstellt. Diese vorbereitete Lücke wird im Linksabbiegeszenario vom manuellen 
Fahrer mit MMI-Unterstützung häufiger genutzt als ohne MMI-Unterstützung (Chi2df=3 = 
44.82, p = .000). Die meisten Probanden haben ohne Unterstützung durch ein MMI die 
Lücke auf der Hauptfahrbahn im Landstraßenszenario als ungeeignet eingeschätzt. Beim 
Einfädeln auf die Autobahn wird der Einfluss des MMI nicht signifikant (Chi2df=3 = 3.56, 
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p = .314). 
Die Unterschiede zwischen den MMI-Varianten sind für beide untersuchte Szenarien nicht 
sehr groß, d.h. alle Varianten sind in der Lage, die Probanden zur Wahl der vorbereiteten 
Lücke zu animieren. Beim Auffahren auf die Autobahn wird die vorbereitete Lücke zu 79-
92% gewählt, beim Linksabbiegen zu 92-100% (siehe Abbildung 7 links). 
In der Bedingung automatisierten Fahrens nutzt die automatisierte Quer- und 
Längsregelung in allen Situationen die von den Kooperationspartnern erstellte Lücke. 
Keiner der Probanden greift ein und übersteuert die Automatisierung. 
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Abbildung 7:  Anteil der Fahrer, die die empfohlene Lücke wählen (links), und Latenz der Anfahrt im 

Szenario Linksabbiegen (rechts; Mittelwert ± 95%-Konfidenzintervall). 

Die Latenz mit der die Probanden beim Linksabbiegen an der Landstraße losfahren �± im 
�9�H�U�J�O�H�L�F�K�� �]�X�P�� �=�H�L�W�S�X�Q�N�W���� �D�Q�� �G�H�P�� �G�D�V�� �0�0�,�� �G�H�Q�� �6�W�D�W�X�V�� �Ä�8�P�J�H�E�X�Q�J�� �E�H�R�E�D�F�K�W�H�Q�� �X�Q�G��
�D�E�E�L�H�J�H�Q�³���D�Q�]�H�L�J�W���± ist abhängig von der MMI-Variante (F3,18 = 3.44, p = .039). Während 
die zeitliche Charakteristik des Losfahrens mit der MMI-�9�D�U�L�D�Q�W�H�� �Ã�+�8�'�	�$�5�µ�� �Xnd 
�Ã�&�O�X�V�W�H�U���'�\�Q�D�P�L�V�F�K�µ���G�H�P���Q�D�W�•�U�O�L�F�K�H�Q���$�Q�I�D�K�U�H�Q���L�Q���G�H�U���%�D�V�H�O�L�Q�H���l�K�Q�H�O�W�����Y�H�U�]�|�J�H�U�W���V�L�F�K���G�D�V��
�/�R�V�I�D�K�U�H�Q�� �E�H�L�� �G�H�U�� �9�D�U�L�D�Q�W�H�� �Ã�&�O�X�V�W�H�U�� �6�W�D�W�L�V�F�K�µ�� �G�H�X�W�O�L�F�K���� �,�Q�� �G�L�H�V�H�U�� �9�D�U�L�D�Q�W�H�� �U�H�D�J�L�H�U�H�Q�� �G�L�H��
Probanden auf den Status des MMI (mit einer Reaktionszeit von ca. 0.6s), während sie bei 
den anderen Varianten und in der Baseline die Lücke antizipieren und bereits 0.5-1.0s 
früher losfahren a�O�V�� �G�D�V�� �0�0�,�� �G�H�Q�� �7�H�[�W�� �Ä�8�P�J�H�E�X�Q�J�� �E�H�R�E�D�F�K�W�H�Q�� �X�Q�G�� �D�E�E�L�H�J�H�Q�³�� �D�Q�]�H�L�J�W 
(siehe Abbildung 7, rechts). 

3.3.2 Perspektive Kooperationsgewährend 
Im Fall manuellen Fahrens bewertet der Versuchsleiter nach jeder Situation, ob der 
Proband kooperativ war. Die Ergebnisse zeigen, dass die Unterstützung durch ein MMI 
die Kooperationshäufigkeit der Fahrer erhöht. Während die Fahrer in 88% der Situationen 
in der Baseline für einen Einfädler eine Lücke erstellen, steigt dieser Wert mit 
kooperativer Assistenz und unabhängig von der MMI-Variante auf 100% (Chi2df=3 = 9.29, 
p = .026). Beim Verzögern für einen Linkseinbieger auf die Landstraße sind die Probanden 
ohne Assistenz nur in ca. jeder zweiten Situation kooperativ (54%). Mit MMI-
Unterstützung steigt der Wert in Abhängigkeit von der MMI-Variante auf 88-100% 
(Chi2df=3 = 23.62, p = .000). Die kooperative Assistenz weist den Probanden auf die 
Kooperationsbedürftigkeit eines anderen Fahrers hin und animiert den Fahrer 
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wirkungsvoll, eine Lücke zu erstellen (siehe Abbildung 8, links). 
Die kooperationsgewährenden Fahrer bestätigen ihre Kooperationsabsicht durch 
Betätigung eines Lenkradbuttons. Die Dauer bis zum Drücken des Buttons nach der 
Kooperationsanfrage im MMI beträgt 1.9-2.5s und unterscheidet sich nicht signifikant 
zwischen den MMI-Varianten und Situationen (siehe Abbildung 8, rechts). 
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Abbildung 8:  Anteil der Fahrer, die laut Versuchsleiter (VL) kooperativ fahren (links), und Latenz bis zur 
Bestätigung (rechts; Mittelwert ± 95%-Konfidenzintervall). 

4 Zusammenfassung und Diskussion 
Die Probandenstudie im Fahrsimulator betrachtet das manuelle und automatisierte 
kooperative Fahren an Kreuzungen und Auffahrten. Dabei werden die Auswirkungen 
unterschiedlicher MM-Konzepte einer Fahrerassistenz zur Unterstützung kooperativen 
Fahrens auf die Akzeptanz, die Ablenkung und das Fahrverhalten untersucht. Als 
Untersuchungssituationen dienen das Einfädeln auf die Autobahn und das Linksabbiegen 
auf eine Landstraße. Es werden drei verschiedene MMI-Konzepte �H�Y�D�O�X�L�H�U�W�����ÃHUD&AR�µ, 
�ÃCluster Dynamisch�µ���X�Q�G �Ã�&�O�X�V�W�H�U���6tatisch�µ. Bei der MMI-Variante HUD&AR werden die 
Informationen in einem HUD mit AR-Elementen dargestellt. Diese Variante dient als 
Benchmark zum Vergleich der anderen beiden Varianten, bei denen Informationen im 
Instrumentencluster angezeigt werden.  
Die Ergebnisse zeigen, dass die Probanden grundsätzlich die Unterstützung durch ein 
Assistenzsystem zum kooperativen Fahren akzeptieren. Dies gilt sowohl für den Fall des 
manuellen Fahrens, bei dem das System häufiger zu erfolgreicher Kooperation führt, als 
auch beim automatisierten Fahren, bei dem der Fahrer das von der Automation 
durchgeführte Manöver akzeptiert. Die Ergebnisse zeigen, dass durch alle Varianten ein 
ausreichend großes Vertrauen in die kooperative Manöverabstimmung erreicht wurde. 
Dabei bezeichnen die Probanden alle getesteten MMI -Varianten als hilfreich und 
verständlich. Allerdings wird die Variante �Ã�+�8�'�	�$�5�µ intuitiv am besten verstanden und 
folglich am besten bewertet. In der subjektiven Bewertung durch die Fahrer folgt die 
dynamische Clustervariante vor der statischen Variante.  
�$�X�F�K���G�L�H���$�Q�D�O�\�V�H���G�H�V���%�O�L�F�N�Y�H�U�K�D�O�W�H�Q�V���]�H�L�J�W���I�•�U���G�L�H���9�D�U�L�D�Q�W�H���Ã�+�8�'�	�$�5�µ���H�L�Q�H���9�H�U�W�H�L�O�X�Q�J��
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der Aufmerksamkeit, die am ehesten dem natürlichen Blickverhalten entspricht. Mit den 
Clustervarianten steigt der Anteil der Blicke ins Instrumentencluster deutlich an. Dies geht 
auf Kosten der fahrrelevanten Blicke nach links, rechts und vorne. Trotz der Darstellung 
bewegter Objekte in der dynamischen Variante zeigt sich im Blickverhalten kein 
Unterschied zwischen beiden Clustervarianten.  
Das Verhalten der Fahrer wird sowohl aus Perspektive des Kooperationsbedürftigen 
(Einfädler, Linkseinbieger) als auch aus Perspektive des kooperationsgewährenden Fahrers 
auf der Hauptfahrbahn betrachtet. Dabei zeigt sich, dass ein kooperationsbedürftiger 
Linkseinbieger mit der statischen Clustervariante mehr Zeit bis zum Losfahren benötigt. 
Anscheinend warten die Fahrer mit dieser MMI-Variante auf eine Meldung des 
kooperativen Assistenzsystems, während sie beim Fahren in der Baseline-Bedingung und 
mit den beiden anderen MMI-Varianten die erstellte Lücke antizipieren und früher 
anfahren. Die statische Clustervariante behindert somit das natürliche Fahrverhalten. 
Entsprechend wird diese Variante als deutlich weniger hilfreich bewertet. Die Analyse des 
Bedienverhaltens zeigt, dass ein kooperationswilliger Fahrer auf der Hauptfahrbahn ca. 
2.0-2.5 s braucht, um die Kooperation durch Drücken eines Lenkradbuttons zu bestätigen.  
Insgesamt zeigen die Resultate, dass MMI-Konzepte zur Unterstützung kooperativen 
Fahrens akzeptiert werden. Dabei werden Konzepte bevorzugt, die das natürliche 
Blickverhalten des Fahrers beachten und Informationen mit Hilfe von AR-Elementen im 
HUD darstellen. Ein clusterbasiertes MMI sollte dynamisch gestaltet sein, so dass eine 
Antizipation der Situation ermöglicht wird.  
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Zusammenfassung: Aktuell gelten für aktiv in die Querführung eingreifende Assistenzsysteme 
geschwindigkeitsabhängige Grenzwerte, welche die Wirksamkeit im Nutzenfall beschränken. Die 
Grundlage dieser Grenzwerte bilden Toleranzgrenzen für fahrdynamische Kennwerte, die anhand 
von subjektiven Bewertungen der Kontrollierbarkeit von Falschauslösungen ermittelt wurden 
(Toleranzansatz). Um die Wirksamkeit neuer Systeme zu maximieren, sind jedoch höhere 
Eingriffsstärken und Grenzwerte notwendig. Vorliegende Befunde zur Kontrollierbarkeit von 
höheren Grenzwerten sind allerdings sehr heterogen und wenig vergleichbar. In einer 
Realfahrzeugstudie mit N = 65 wurde daher die Anwendung des Toleranzansatzes zur Bewertung 
der Kontrollierbarkeit überprüft. Die Ergebnisse zeigen einerseits, dass der Toleranzansatz 
geeignet ist, um höhere Eingriffsstärken zu untersuchen und andererseits, dass unter 
Berücksichtigung bestimmter Gestaltungsmerkmale höhere Eingriffsstärken toleriert und 
beherrscht werden können. 
 
Schlüsselwörter: Ausweichmanöver, ESP-Aktorik, Falschauslösung, Kontrollierbarkeit, 
Untersuchungsmethodik.  

1 Einleitung 
Aktiv in die Querführung eingreifende Assistenzsysteme könnten zur Vermeidung von 
Unfällen eingesetzt werden, die bisher (allein) durch Eingriffe in die Längsführung, wie 
z.B. einen automatischen Notbremseingriff, nicht adressiert werden können.  
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Dazu ist, je nach Ausgangsituation, eine hohe Eingriffsdynamik erforderlich, um die 
Kollision sicher vermeiden zu können. Da aufgrund potenzieller funktionaler 
Unzulänglichkeiten der Umfeldsensorik und situativer Unsicherheiten nicht zu 100% 
gewährleistet werden kann, dass Falschauslösungen nicht auftreten, muss sichergestellt 
werden, dass diese durch den Fahrer übersteuert werden können. Bisher finden sich nur 
wenige Studien in der Literatur, die sich mit der Frage der Kontrollierbarkeit von aktiv in 
die Querführung eingreifender Assistenzsystemen im Falle einer Falschauslösung oder 
höheren Eingriffsstärken im allgemeinen beschäftigen (Bräuchle, Flehming, Rosenstiel & 
Kropf, 2013; Fricke et al., 2015; Gußner, Bürkle & Marberger, 2015; Hesse et al., 2013; 
Schieben et al., 2014; Sieber et al., 2015a; Sieber, Siedersberger, Siegel & Färber, 2015b). 
Allerdings ist die Befundlage insgesamt sehr heterogen. Eine mögliche Ursache hierfür 
können die bestehenden Unterschiede in der Eingriffs- und Situationsgestaltung sein, 
sodass die die Ergebnisse der Studien nicht miteinander verglichen werden können. Zwar 
werden mögliche Einflussfaktoren, wie die Eingriffscharakteristik oder die Wahl des 
Aktorkonzepts diskutiert (siehe hierzu auch Schneider et al., 2017), allerdings fehlt eine 
systematische, zusammenfassende Erarbeitung und Beschreibung der Einflussfaktoren 
sowie eine vergleichbare Untersuchungs- und Bewertungsmethodik. Dies erschwert eine 
Einschätzung, wie sich die untersuchten Einflussfaktoren auf die Kontrollierbarkeit 
auswirken. 
Bei der Gestaltung der Notausweichassistenten werden in der Regel starke Eingriffe in die 
Querdynamik vorgenommen, die anhand der aus den Grundlagenuntersuchungen 
gewonnenen Erkenntnisse als nicht kontrollierbar eingestuft werden müssten. Allerdings 
unterscheidet sich die Eingriffsgestaltung hinsichtlich Dauer und zeitlichem Verlauf teils 
deutlich von den Fehlerbildern, die im Rahmen der Grundlagenstudien zur Ermittlung der 
Grenzwerte untersucht wurden. Zwar lassen sich diesen Studien auch Hinweise darauf 
entnehmen (vgl. Neukum et al., 2010a; Schmidt, Kiss, Switkes & Gerdes, 2007), dass die 
Gestaltung der Eingriffscharakteristik einen Einfluss auf die Kontrollierbarkeit hat. 
Allerdings wurde dies nicht bei der Ermittlung der Grenzwerte berücksichtigt, da diese 
möglichst allgemeingültig sein sollten. Dies gilt insbesondere für die Dauer der 
Falschauslösungen und die Gestaltung des zeitlichen Verlaufs, wie z.B. die 
Anstiegssteilheit, oder die Implementierung einer Übersteuerungsmöglichkeit. Daher 
besteht grundsätzlich die Möglichkeit, dass je nach Eingriffsgestaltung auch höhere 
Eingriffsstärken vom Fahrer toleriert und beherrscht werden können. Um die 
Vergleichbarkeit der Ergebnisse zu gewährleisten, sollte bei der Bewertung jedoch eine 
möglichst standardisierte Prüfmethodik eingesetzt werden. Aufgrund der hohen Anzahl an 
verfügbaren Studien, sowie den allgemein anerkannten Ergebnissen, bietet sich daher die 
von Neukum und Krüger (2003) entwickelte Methodik an, um zu überprüfen ob auch 
höhere Eingriffsstärken unter gleichen Testbedingungen toleriert und beherrscht werden 
können.  
Zu diesem Zweck wurde eine Realfahrzeugstudie durchgeführt, welche mit Hilfe des 
Toleranzansatzes überprüfen soll, ob und bis zu welcher Stärke höhere Eingriffsstärken bei 
Falschauslösung eines systeminitiierten Ausweichmanövers mit ESP-Aktorik 
kontrollierbar sind. 
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2 Methode 

2.1 Beschreibung des Toleranzansatzes 
In bisherigen Studien zur Bewertung der Kontrollierbarkeit von Querdynamikstörungen 
wurde überwiegend der von Neukum und Krüger (2003) entwickelte Toleranzansatz 
eingesetzt (vgl. Neukum, 2015; Neukum, Paulig, Frömmig & Henze, 2010a; Neukum, 
Ufer & Schwab, 2010b; Schmidt, 2009). Dabei werden mit Hilfe des subjektiven Urteils 
des Fahrers Toleranzgrenzen für fahrdynamische Kennwerte ermittelt. Dafür muss die 
eingesetzte Befragungsskala verschiedene Voraussetzungen erfüllen, um valide Ergebnisse 
zu erhalten (vgl. Neukum, 2015). Zentraler Bestandteil des Toleranzansatzes ist die von 
Neukum und Krüger (2003) entwickelte Störungsbewertungsskala (Abbildung 1; siehe 
auch Neukum, 2015). 
 

 
Abbildung 1: Störungsbewertungsskala zur Bewertung von Querdynamikstörungen nach Neukum und 
Krüger (2003). 
Die hierarchisch aufgebaute Kategorienskala verlangt im ersten Schritt eine Einstufung der 
Störung anhand der Verbalkategorien und im Anschluss eine genauere Differenzierung 
anhand der numerischen Skalenstufen. Sie zeichnet sich aus durch eine eindeutig 
definierte Toleranzgrenze: Vom Fahrer nicht mehr tolerierte Störungen sollen mit 
Skalenwerten �û 7 (�Êgefährlich�È) beurteilt werden. Die Verbalkategorien der Skala 
werden wie folgt erläutert (vgl. Neukum & Krüger, 2003):  

�x In die Kategorie "spürbar" (Urteile 1-3) fallen Störungen, die vom Fahrer bemerkt 
werden, die jedoch keine oder nur leichte Auswirkungen auf die Fahraufgabe haben. 
Verletzt sind im Wesentlichen Komfortanforderungen und kompensatorisches 
Handeln ist nicht oder nur in geringem Maße erforderlich.  

�x Die Kategorie "störend" (Urteile 4-6) betrifft Fehler, die wegen auftretender 
Fahrzeugreaktionen bzw. Spurabweichungen einen deutlichen, aber vom Fahrer als 
vertretbar eingeschätzten kompensatorischen Aufwand erfordern.  

�x Der Fehler soll als "gefährlich" (Urteile 7-9) eingestuft werden, wenn der Aufwand 
zur Kompensation des Fehlers sehr hoch und für den Fahrer nicht mehr tolerierbar 
ist.  

Ein entscheidender Unterschied der Störungsbewertungsskala im Vergleich zu anderen 
subjektiven Beurteilungsinstrumenten ist, dass die Ausprägung der erlebten Störung im 
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Vordergrund steht und nicht der Zustand des Fahrers, welcher durch Fragen bezüglich der 
erlebten Beanspruchung oder der gefühlten Sicherheit erfasst werden soll (vgl. Neukum, 
2015; Neukum & Krüger, 2003). Dies erlaubt es, die subjektive Bewertung des Fahrers 
den objektiven Kennwerten gegenüber zu stellen um zu überprüfen, bei welchen 
objektiven Kennwerten die subjektive Toleranzgrenze des Fahrers überschritten wurde. 
Wird ein Überschreiten der subjektiven Toleranzgrenze für einen bestimmten Wertbereich 
der objektiven Kennwerte festgestellt, dient dies als Indikator für die Festlegung einer 
objektiven Toleranzgrenze. Hierbei muss jedoch beachtet werden, dass dieses Verfahren in 
der Regel zu konservativeren Ergebnissen führt als die alleinige Betrachtung objektiver 
Kennwerte oder auf Basis der Auftretenshäufigkeit von sicherheitsrelevanten Ereignissen 
(vgl. hierzu auch Neukum, 2015). Im Rahmen verschiedener Studien wurden mit Hilfe des 
Toleranzansatzes fahrdynamische Grenzwerte für Querdynamikstörungen ermittelt 
(Gierate von �ú  5�¶/s bei 50 km/h und �ú  3�¶/s bei 100-130 km/h). Die Studien belegen 
auch, dass die ermittelten Grenzwerte grundsätzlich nicht von der Wahl des Aktors 
beeinflusst werden (vgl. Neukum et al., 2010b). Dies und die Beobachtung, dass 
Querdynamikstörungen bei der Geradeausfahrt mit beschränkten Platzverhältnissen 
kritischer beurteilt werden als bei instationären Manövern oder einer Kurvenfahrt (vgl. 
Neukum, 2015; Neukum et al., 2010b), hat die Bewertung der Kontrollierbarkeit von 
Querdynamikstörungen insgesamt deutlich vereinfacht und führte zu den oben genannten, 
allgemein anerkannten Grenzwerten. Im Folgenden wird dieser Ansatz herangezogen, um 
die Kontrollierbarkeit von fehlerhaften Eingriffen mittels einer ESP-Aktorik bei höheren 
Eingriffsstärken (> 3°/s bei 100 km/h) zu bewerten.  

2.2 Studienaufbau 
Als Prüfszenario wurde eine Gasse mit einer Breite von 2.75 Meter gewählt, die mit einer 
Geschwindigkeit von 100 km/h durchfahren wurde. Die Breite der Gassen orientiert sich 
an der Richtlinie zur Anlage von Straßen und Autobahnen (RAS-Q). Die gewählte 
Gassenbreite betrug 2,75 Meter für Geschwindigkeiten von bis zu 100 km/h und 
3,00 Meter für Geschwindigkeiten bis zu 120 km/h. Die Länge der aufgestellten Gassen 
betrug ca. 150 Meter, bei einem Längsabstand von ca. 5,00 Meter zwischen den Pylonen 
(vgl. Abbildung 2). Die erste Falschauslösung mit einer Zielgierrate von 6°/s erfolgte 
innerhalb der Gasse, ohne dass der Proband vorab über den Inhalt der Untersuchung 
aufgeklärt wurde. 

 
Abbildung 2: Aufbau Prüfszenarien auf der Teststrecke. 
 
Um sicherzustellen, dass die Probanden bei Gasseneinfahrt bereits die gewünschte 
Geschwindigkeit erreicht haben, wurde eine ca. 400 Meter lange Beschleunigungszone 
eingerichtet.  
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Zusätzlich wurde auf ausreichend große Sicherheitsbereiche links und rechts der 
Pylonengassen geachtet sowie auf eine entsprechende Auslaufzone (vgl. Abbildung 3). 
 

 
Abbildung 3: Schematische Darstellung des Aufbaus der Prüfszenarien auf dem Prüfgelände. 
 
Als Versuchsfahrzeug wurde ein Honda Acura RLX eingesetzt (vgl. Abbildung 4). Die 
Breite des Fahrzeugs betrug 1.89 Meter (ohne Außenspiegel). Die Auswahl und Auslösung 
des Fehlerbilds erfolgte durch den Versuchsleiter an zufälligen Positionen innerhalb der 
Pylonengasse. 
 

 
Abbildung 4: Versuchsfahrzeug innerhalb der Pylonengasse (links, Mitte) und Innenansicht inklusive des 
Bildschirms zur Auswahl und Auslösung des Fehlerbilds durch den Versuchsleiter (rechts). 
 
Im Rahmen von Vorversuchen wurden verschiedene Eingriffsparametrierungen erprobt, 
sowie eine Möglichkeit zur Ansteuerung der ESP-Aktorik entwickelt, welche es erlaubt 
die Zielgierrate als Parameter vorzugeben. Zusätzlich wurde eine Möglichkeit zur 
Erkennung der Übersteuerungsintention mit Hilfe von lenkradwinkelgeschwindigkeits-
basierten Schwellwerten implementiert, welche es erlauben das System zu degradieren und 
damit die Kontrollierbarkeit zu erhöhen. 

2.3 Studiendurchführung 
Die externen Studienteilnehmer wurden vorab nicht über den Zweck der Studie aufgeklärt. 
Ihnen wurde zunäc�K�V�W�� �P�L�W�J�H�W�H�L�O�W���� �G�D�V�V�� �V�L�H�� �D�Q�� �H�L�Q�H�U�� �6�W�X�G�L�H�� �]�X�P�� �7�K�H�P�D�� �Ä�D�X�W�R�P�D�W�L�V�L�H�U�W�H�V��
�)�D�K�U�H�Q�³���L�Q���(�Q�J�V�W�H�O�O�H�Q���W�H�L�O�Q�H�K�P�H�Q�����X�P���G�H�Q���H�[�S�H�U�L�P�H�Q�W�H�O�O�H�Q���$�X�I�E�D�X���]�X���S�O�D�X�V�L�E�L�O�L�V�L�H�U�H�Q���� 
Vor Versuchsbeginn hatten die Probanden 10 Minuten Gelegenheit sich mit dem Fahrzeug 
und der Fahraufgabe vertraut zu machen. Dazu wurden die Probanden instruiert, die 
aufgebaute Gasse mit schrittweise erhöhter Geschwindigkeit so lange zu durchfahren, bis 
die Zielgeschwindigkeit von 100 km/h erreicht wurde und die Probanden dazu in der Lage 
waren, die Gasse einhändig zu durchfahren. Danach wurden die Probanden instruiert, die 
Gasse nochmals mit 100 km/h zu durchfahren. Während der Durchfahrt erfolgte die 
erstmalige Aufschaltung des Fehlerbilds (Erstkontakt).  
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Anschließend wurden die Probanden gebeten, die erlebte Situation zu beschreiben und den 
Eingriff anhand der Störungsbewertungsskala nach Neukum und Krüger (2003a) zu 
bewerten. Im weiteren Verlauf der Untersuchung wurden zusätzliche experimentelle 
Variationen der Fehleraufschaltung durchgeführt, sodass die Fahrer insgesamt 21 
Aufschaltungen eines Fehlerbilds erlebten. Hierbei wurde zudem die Aufschaltung aus 
dem Erstkontakt wiederholt, um auf mögliche Lerneffekte prüfen zu können. Der gesamte 
Versuch dauerte ca. 90 Minuten. Insgesamt nahmen N = 65 Fahrer an der Studie teil 
(davon 30 weiblich und 35 männlich). Das Alter der Fahrer variierte zwischen 18 und 80 
Jahren (M = 43.54). 

3 Ergebnisse 
Von insgesamt N = 65 Fahrern, die an der Studie teilnahmen, wurden N = 61 für die 
Auswertungen berücksichtigt. Vier Fahrer wurden von den Auswertungen ausgeschlossen, 
da sie entweder Probleme bei der Umsetzung der Fahraufgabe hatten (z.B. unfallfreies 
Durchfahren der Pylonengasse ohne Fehleraufschaltung, Erreichen und Einhalten der 
vorgegebenen Zielgeschwindigkeit) oder die Instruktionen des Versuchsleiters nicht 
korrekt befolgten.  
 

3.1 Kontrollierbarkeitsbewertung Erstkontakt 
Beim erstmaligen Erleben des Fehlerbilds (Erstkontakt) bewertete bereits bei einer 
initialen Gierrate von 4.5°/s ein Fahrer (13% der Fälle bei 4.5°/s) den fehlerhaften Eingriff 
�D�O�V�� �Ä�J�H�I�l�K�U�O�L�F�K�³���� �:�H�L�W�H�U�H�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �8�U�W�H�L�O�H��wurden erst ab einer initialen Gierrate von 
6.5°/s beobachtet (siehe Abbildung 5). �.�H�L�Q�H�� �G�H�U�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �%�H�Z�H�U�W�X�Q�J�H�Q�� �L�P��
Erstkontakt lässt sich auf eine nicht erfolgte Abschaltung zurückführen. Im Mittel 
bewerteten die Fahrer den Eingriff als �Ä�V�W�|�U�H�Q�G�³�� ���0 = 4.25), wobei die Spannbreite der 
�8�U�W�H�L�O�H���]�Z�L�V�F�K�H�Q���Ä�V�S�•�U�E�D�U�³������-�������X�Q�G���Ä�J�H�I�l�K�U�O�L�F�K�³������-9) liegt (siehe Abbildung 5).  

 
Abbildung 5: Häufigkeitsverteilung der subjektiven Urteile entsprechend der Skalenkategorien in 
Abhängigkeit von der initial erreichten Gierrate im Erstkontakt. 
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Abbildung 6: Mittelwert (blau) und Streuungsbereich (grau) der subjektiven Urteile in Abhängigkeit von der 
initial erreichten Gierrate im Erstkontakt. Eingriffe mit nicht erfolgter Abschaltung werden bei der 
Darstellung nicht berücksichtigt. Für die Darstellung wurden die tatsächlich erreichten initialen Gierraten 
post-hoc klassifiziert und den entsprechenden Kategorien zugeordnet. 
 
Bei einer Gierrate von 8°/s wurde zudem die vorgegebene Pylonengasse verlassen und es 
traten Pylonenfehler auf. Einzelfallüberprüfungen kommen daher sowohl für den Fall bei 
4.5°/s als auch bei 6.5°/s in Betracht, um zu überprüfen, ob ein ungerechtfertigtes Urteil 
vorliegt oder nicht (vgl. Neukum, 2015). Bei Gierraten ab 7°/s liegen zu wenige Fälle vor 
�X�Q�G���G�H�U���$�Q�W�H�L�O���D�Q���Ä�J�H�I�l�K�U�O�L�F�K�³���8�U�W�H�L�O�H�Q���•�E�H�U�V�F�K�U�H�L�W�H�W���G�H�Q���*�U�H�Q�]�Z�H�U�W���Y�R�Q�����������V�R�G�D�V�V���H�L�Q�H��
Einzelfallprüfung für diese Fälle nicht in Betracht kommt (vgl. Neukum, 2015). Die 
Einzelfallüberprüfung nach Neukum (2015) ergab bei einer Gierrate von 4.5°/s und 6°/s 
für beide Fälle keine auffälligen fahrdynamischen Kennwerte. Sowohl die 
Kompensationsgierrate, als auch das Lenkverhalten liegen innerhalb der 
Kennwertverteilung von Fäl�O�H�Q�����L�Q���G�H�Q�H�Q���N�H�L�Q�H���Ä�J�H�I�l�K�U�O�L�F�K�³���%�H�Z�H�U�W�X�Q�J���D�E�J�H�J�H�E�H�Q���Z�X�U�G�H����
Daher wird in beiden Fällen davon ausgegangen, dass es sich bei dem Urteil um ein 
�Ä�X�Q�J�H�U�H�F�K�W�I�H�U�W�L�J�W�H�V�³���8�U�W�H�L�O���K�D�Q�G�H�O�W�����'�L�H�V���L�V�W���P�|�J�O�L�F�K�H�U�Z�H�L�V�H���G�D�U�D�X�I���]�X�U�•�F�N�I�•�K�U�H�Q�����G�D�V�V���G�L�H��
Fahrer sich erschreckt haben und dies, entgegen der Instruktion, mit in ihre Bewertung 
einbezogen haben. Daher werden beide Fälle als kontrollierbar (Pass) bewertet. Die 
ermittelte Toleranzgrenze im Erstkontakt liegt damit bei 6.5°/s (vgl. Abbildung 7). 
 

 

 
Abbildung 7: Ergebnis der finalen Kontrollierbarkeitsbewertung für den Erstkontakt entsprechend des von 
Neukum (2015) beschriebenen Bewertungsvorgehens.  
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3.2 Kontrollierbarkeitsbewertung Wiederholung 
In der Wiederholung wurden Eingriffe ab einer Gierrate vo�Q�� �������ƒ���V�� �D�O�V�� �Ä�J�H�I�l�K�U�O�L�F�K�³��
�E�H�Z�H�U�W�H�W���� �:�H�L�W�H�U�H�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �8�U�W�H�L�O�H�� �O�L�H�J�H�Q�� �E�H�L�� �*�L�H�U�U�D�W�Hn von 5°/s, 6°/s und 6.5°/s vor. 
�'�L�H�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �8�U�W�H�L�O�H�� �E�H�L�� �*�L�H�U�U�D�W�Hn von 4.5°/s und 5°/s lassen sich auf eine nicht 
�H�U�I�R�O�J�W�H�� �$�E�V�F�K�D�O�W�X�Q�J�� �]�X�U�•�F�N�I�•�K�U�H�Q���� �Z�l�K�U�H�Q�G�� �]�Z�H�L�� �G�H�U�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �8�U�W�H�L�O�H�� �E�H�L�� �������ƒ���V��
(entspricht einem Anteil von 18% der verbleibenden Fälle bei 6.5°/s; siehe Abbildung 8) 
und ein weiteres Urteil bei 6°/s trotz erfolgter Abschaltung auftraten. Im Mittel bewerteten 
�G�L�H���)�D�K�U�H�U���G�H�Q���(�L�Q�J�U�L�I�I���D�O�V���Ä�V�W�|�U�H�Q�G�³����M = 4.39; siehe Abbildung 9) mit einer Spannbreite 
der Urteile �]�Z�L�V�F�K�H�Q���Ä�V�S�•�U�E�D�U�³��(1-3) �X�Q�G���Ä�J�H�I�l�K�U�O�L�F�K�³ (7-9).  
 

 
Abbildung 8: Häufigkeitsverteilung der subjektiven Urteile entsprechend der Skalenkategorien in 
Abhängigkeit von der initial erreichten Gierrate im Erstkontakt. 
 

 
Abbildung 9: Mittelwert (blau) und Streuungsbereich (grau) der subjektiven Urteile in Abhängigkeit von der 
initial erreichten Gierrate in der Wiederholung. Eingriffe mit nicht erfolgter Abschaltung werden bei der 
Darstellung nicht berücksichtigt. Für die Darstellung wurden die tatsächlich erreichten initialen Gierraten 
post-hoc klassifiziert und den entsprechenden Kategorien zugeordnet. 
 
D�H�U���*�U�H�Q�]�Z�H�U�W���I�•�U���G�H�Q���$�Q�W�H�L�O���D�Q���Ä�J�H�I�l�K�U�O�L�F�K�³���8�U�W�H�L�O�H�Q, bei dem eine Einzelfallüberprüfung 
noch in Betracht kommt, wird bereits bei einer initialen Gierrate von 6.5°/s überschritten. 
Zusätzlich wurde bereits bei einer initialen Gierrate von 6°/s ein Verlassen der 
�3�\�O�R�Q�H�Q�J�D�V�V�H�� �E�H�R�E�D�F�K�W�H�W�� ���R�K�Q�H�� �Ä�J�H�I�l�K�U�O�L�F�K�³�� �%�H�Z�H�U�W�X�Q�J durch den Probanden) und ein 
�Ä�J�H�I�l�K�U�O�L�F�K�³���8�U�W�H�L�O���D�E�J�H�J�H�E�H�Q. Das Verlassen der Pylonengasse lässt sich mutmaßlich auf 
die schwache und späte Kompensationsreaktion des Fahrers zurückführen.  
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In Folge dessen wurde die Abschaltung erst nach 0.8 Sekunden und damit zum Zeitpunkt 
der Umschaltung ausgelöst. Eine vergleichbar späte und schwache Reaktion wurde im 
Erstkontakt nicht beobachtet und der Fahrer war hier in der Lage eine initiale Gierrate von 
6.5°/s fehlerfrei zu kompensieren. Daher wird davon ausgegangen, dass der Fahrer 
grundsätzlich dazu in der Lage war, einen entsprechenden fehlerhaften Eingriff zu 
beherrschen. Die Überprüfung der fahrdynamischen Kennwerte für den Fall mit 
�Ä�J�H�I�l�K�U�O�L�F�K�³�� �8�U�W�H�L�O�� �H�U�J�D�E�� �N�H�L�Q�H�� �$�X�I�I�l�O�O�L�J�N�H�L�W�H�Q���� �,�Q�� �)�R�O�J�H�� �G�H�V�V�H�Q�� �O�L�H�J�W�� �G�H�U�� �H�U�P�L�W�W�H�O�W�H��
Toleranzwert in der Wiederholung bei 6°/s (siehe Abbildung 10) 

 

 
Abbildung 10: Ergebnis der finalen Kontrollierbarkeitsbewertung für die Wiederholung entsprechend des 
von Neukum (2015) beschriebenen Bewertungsvorgehens.  
 

3.3 Vergleich von Erstkontakt und Wiederholungsmessung 
Im Folgenden wird überprüft, ob die subjektive Bewertung der Probanden Lern- oder 
Gewöhnungseffekten in Folge des mehrfachen Erlebens des Fehlerbilds unterliegt. Hierzu 
werden die Ergebnisse von Erstkontakt und Wiederholung miteinander verglichen, wobei 
nur Eingriffe mit erfolgter Abschaltung berücksichtigt werden. Voraussetzung hierfür ist, 
dass kein systematischer Unterschied der initialen Gierrate zwischen Erstkontakt und 
Wiederholung besteht. Besteht ein Unterschied ist ein direkter Vergleich der subjektiven 
Bewertungen nicht ohne weiteres möglich. Im Erstkontakt betrug die initiale Gierrate im 
Mittel 5.61°/s (SD = 1.09) und in der Wiederholung 5.74°/s (SD = 0.09; vgl. Abbildung 
11). Es gab keinen signifikanten Unterschied (t-Test) zwischen der initialen Gierrate beim 
erstmaligen Erleben und beim wiederholten Erleben des Fehlerbilds (t(54) = -0.856, 
p = .396). Somit ist die Voraussetzung erfüllt, dass kein systematischer Unterschied der 
initialen Gierrate zwischen Erstkontakt und Wiederholung besteht.  
Im Erstkontakt wurde das Fehlerbild im Mittel mit M = 4.29 (SD = 1.51) bewertet, in der 
Wiederholung mit M = 4.24 (SD = 1.55). Es gab keinen signifikanten Unterschied (t-Test) 
der subjektiven Bewertung zwischen erstmaligem und wiederholtem Erleben des 
Fehlerbilds (t(54) = .277, p = .783). Somit liefert der Vergleich zwischen Erstkontakt und 
Wiederholung keine Hinweise auf einen Einfluss möglicher Lern- oder 
Gewöhnungseffekte auf die Bewertung der Fahrer.  
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Abbildung 11: Mittelwert der initialen Gierrate für Erstkontakt und Wiederholung (links) und Mittelwert der 
subjektiven Bewertung für Erstkontakt und Wiederholung (rechts). Fehlerbalken entsprechen dem 95%-
Konfidenzintervall. Für die Berechnung wurden nur Eingriffe mit erfolgter Abschaltung berücksichtigt. 
Fahrer mit fehlenden Messungen (Erstkontakt o. Wiederholung) wurden in der Darstellung ebenfalls nicht 
berücksichtigt. 
 

4 Diskussion 
Die Ergebnisse der Studie zeigen, dass der von Neukum und Krüger (2003) entwickelte 
Toleranzansatz auch bei höheren Eingriffsstärken eingesetzt werden kann, um einen 
objektiven Grenzwert für fehlerhafte Eingriffe mit Hilfe subjektiver Maße zu ermitteln. In 
diesem Fall konnte gezeigt werden, dass höhere Eingriffsstärken von bis zu 6.5°/s im 
Erstkontakt von den Probanden toleriert und beherrscht werden. Dies gilt unter der 
Voraussetzung einer zuverlässig erkannten Übersteuerungsintention des Fahrers und einer 
daraufhin erfolgten Abschaltung des Eingriffs.  
Hierbei ist zu beachten, dass subjektiv ermittelte Grenzwerte in der Regel konservativer 
ausfallen als Grenzwerte, welche allein anhand objektiver Maße ermittelt werden. Dies 
stellt nicht zwingend einen Nachteil dar, da für die Grenzwertermittlung aus 
ökonomischen Gründen in der Regel nur kleine Stichproben (20-30 Fahrer pro Fehlerbild) 
untersucht werden. Die untersuchten Fahrer stellen damit nur einen Teil der 
Fahrerpopulation dar, wodurch die tatsächlich zu erwartenden Streubreite der Reaktionen 
nur teilweise abgedeckt werden kann. Mit Hilfe des Toleranzsansatzes werden jedoch 
objektive und subjektive Maße gegenübergestellt, um einen Grenzwert zu ermitteln, 
welchem auch die subjektive Einschätzung der eigenen Fahrerfertigkeiten zu Grunde liegt. 
Dadurch wird die ausbleibende Streubreite der Reaktionen zu einem gewissen Maß 
kompensiert.  
Allerdings müssen bei der Anwendung des Toleranzansatzes zur Ermittlung 
fahrdynamischer Grenzwerte verschiedene Aspekte beachtet werden. Zum einen sind die 
Instruktion und die darin enthaltene Vorgabe der Verankerung der Befragungsskala 
entscheidend für die korrekte Anwendung.  
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Erfolgt diese nicht oder nur unvollständig, verankern die Fahrer die Items der 
Befragungsskala möglicherweise unterschiedlich, wodurch die Vergleichbarkeit und die 
Interpretierbarkeit der Subjektivurteile nicht mehr gewährleistet sind. Zum anderen muss 
bei der anschließenden Grenzwertermittlung eine detaillierte Prüfung der resultierenden 
fahrdynamischen Kennwerte erfolgen. Damit soll einerseits sichergestellt werden, dass die 
unterschiedlichen Fahrer tatsächlich vergleichbare Fehlerbilder erlebt haben (insbesondere 
bei Eingriffen in die Querführung kann es hier trotz identischer Soll-Anforderungen zu 
Abweichungen bei den erreichten Werten kommen). Andererseits bildet es die Grundlage 
�I�•�U�� �G�L�H�� �h�E�H�U�S�U�•�I�X�Q�J���� �R�E�� �Y�H�U�H�L�Q�]�H�O�W�H�� �Ä�J�H�I�l�K�U�O�L�F�K�³��Urteile durch die aufgetretenen 
�)�D�K�U�]�H�X�J�U�H�D�N�W�L�R�Q�H�Q���H�U�N�O�l�U�W���Z�H�U�G�H�Q���N�|�Q�Q�H�Q���R�G�H�U���R�E���H�V���V�L�F�K���X�P���Ä�X�Q�J�H�U�H�F�K�W�I�H�U�W�L�J�W�H�³���8�U�W�H�L�O�H��
handelt (vgl. Neukum, 2015). Werden diese Aspekte beachtet, stellt das standardisierte 
Vorgehen des Toleranzansatzes ein gutes Instrument zur Bewertung der Kontrollierbarkeit 
dar, welches auch bei höheren Eingriffsstärken eingesetzt werden kann. Zudem wird bei 
dem Vergleich des subjektiven Urteils zwischen Erstkontakt und Wiederholungsmessung 
deutlich, dass das subjektive Urteil der Fahrer bei vergleichbaren Störgrößen keinen Lern- 
oder Gewöhnungseffekten unterliegt. Dies ermöglicht zum einen effiziente 
Prüfanordnungen, mit deren Hilfe auch weitere Einflussfaktoren untersucht werden 
können. Zum anderen kann die Datenbasis für die Festlegung von fahrdynamischen 
Grenzwerten vergrößert werden. Ein entscheidender Vorteil bei der Anwendung des 
Toleranzansatzes zur Ermittlung fahrdynamischer Grenzwerte bei höheren Einsatzstärken 
ist zudem, dass die Vergleichbarkeit mit bereits vorliegenden Studien gewährleistet ist. 
Somit ist sichergestellt, dass bei der Ermittlung von neuen fahrdynamischen Grenzwerten 
die Ergebnisse nicht durch die eingesetzte Methodik beeinflusst werden.  
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Cooperative Approach to Overcome Automation
E�ects During the Transition Phase of Conditional

Automated Vehicles

Burak Karakaya� Luis Kalb� Klaus Bengler�

Abstract: One of the safety critical problems for conditional automated vehicles appears during
the transition phase. Whenever the system is about to reach its boundaries the take-over request
triggers the transition of the driving task to the driver. This trans ition is often designed by
simply switching o� the automation. Therefore, this paper proposes to design the transition
phase cooperatively in order to establish a higher driving performance throughout the whole
process. Further, recommendations for a proper cooperative transition phase are given.

Key words: cooperation, conditional automation, take-over, transition

1 Introduction

The indispensable technological progress a�ects todays series vehicles and emerges space
for innovations. As it can be seen on the future projects of manyoriginal equipment
manufacturers (OEMs), e.g. Audi [1], BMW [5, 16], Daimler [8], etc., this development is
used as a chance to improve driver assistance systems which strides towards automated
driving. On this path, the drivers' role is changing and raises new questions to human
factor engineers [6, p. 687]. Between these two extremes, i.e manual and automated
driving or in other words: full driving task and no driving task at all, the human driver
cannot be fully excluded. There is still the need for a driverto monitor the environment
up to a certain level entailing known problems with automated systems from the aviation
sector, such as loss of skill, higher workload, loss of situation awareness, etc. [10, 19].
To classify the tasks in vehicles with increasing automation the Society of Automotive
Engineers de�ned di�erent levels of automated driving [17]. Current series vehicles are
already capable of assisted driving which corresponds to the levels 1 and 2. Therefore,
the focus on research is on the upper levels and especially the level 3 systems, which is
further referred to as conditional automated driving (CAD). At this level, the driver is
allowed to perform non-driving related tasks but is still the fallback level of performance
if the automated system is unable to handle the situation. The driver needs a certain time
budget to take over the driving task which is initiated by a take-over request (TOR) and
restricted by the capability of the automated system and itssensors to assess the present
situation. Within this short period of time the driver has to safely resume control and
perform a maneuver that the automated system was not able to.Because of the named
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automation e�ects the goal is to ensure a good take-over performance. Therefore, this
paper proposes a di�erent approach to design the transitionphase compared to common
studies in this �eld.

2 Transition process

Whenever a level 3 automated vehicle is about to reach its system boundaries, a TOR
is triggered to transfer the driving task to the driver. Figure 1 shows a schematic course
of the driving performance during this transition process.Percentage values are only
qualitative and represent a drive which obeys the tra�c rules and without mistakes that
could lead to an accident (100 %) and no driving performance at all (0 %). The automation
ideally performs the driving task with 100% e�ciency until the TOR is triggered. At this
point, the transition of the driving task is often designed as a simple switch as shown in
Figure 2. So either the automation or the driver is performingwhich is why the driving
performance of the automation is reduced to 0% at the TOR. Butconcentrating mainly
on secondary tasks and not being responsible to monitor the environment decouples the
human from the control loop, also known as the out-of-the-loop performance problem
[11]. These automation e�ects do not form a reliable basis totake over with high driving
task performance and accordingly the starting point of the driver is marked very low in
Figure 1. The further course to regain 100% e�ciency is unknown and depending on
the drivers individual characteristics and state, wherefore the end could be reached either
before or after the system boundary.

System 

Boundary

Time

Driving performance

TOR

0 %

100 %

?
Start

End

Automation

Driver

Figure 1: Schematic course of the driving performance duringthe transition process
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Conditional 
Automation

Driver VehicleTask Output

�±

Figure 2: Block diagram of a drive with assistance systems. Adapted from Kienle [14]

The block diagram as shown in Figure 2 is not suitable for the transition phase because of
the critical situation that comes along with a TOR. Figure 1 shows the resulting course
of the driving performance because of the applied method of aswitch. Yet, the drivers
course provides great potential to reach 100% of driving performance. Therefore, this
paper proposes a di�erent approach of the driving task allocation for critical situations
such as the take-over (see Fig. 3). In more speci�c terms, the idea is to replace the switch
in critical situations by a summing point where both, the automation and the driver,
act together towards the common goal (or in other words: cooperate) of safe take-over.
Before and after a TOR the transition of the driving task can be designed by a simple
switch since the criticality in those situations is lower and the driver does not necessarily
need additional support. The ideal course of the driving task performance after this
adjustment is given in Figure 4. The transition process is classi�ed in two phases, the
transition phase (TP) 1 and 2, divided by the hands on steering wheel time. The general
approach to establish 100% driving performance for the wholeprocess is addressed during
the TP 1 only by the automated system since the driver is obviously not intervening in the
driving task yet. After having the hands on the steering wheel,i.e. TP 2, the automation
is supporting the driver, e.g. by assisting the maneuver decision and execution.

Transition 
assistance 

system

Driver Vehicle
Task Output

�±

+

Figure 3: Block diagram of the cooperative transition phase
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Figure 4: New approach applied on the schematic course of the driving performance dur-
ing the transition process

3 Cooperative transition

3.1 General de�nition of cooperation

Before proceeding with redesigning the transition phase viacooperation between driver
and automated system it is essential to de�ne the term itself. Di�erent application �elds
may have distinct views on cooperation. Yet, a domain independent de�nition was for-
mulated by Hoc [13] as follows:

Two agents are in a cooperative situation if they meet two minimal conditions.
(1) Each one strives towards goals and can interfere with the other on goals, resources,

procedures, etc.
(2) Each one tries to manage the interference to facilitate the individual activities and/or

the common task when it exists.
The symmetric nature of this de�nition can be only partly satis�ed.

Agents in this case can be two or more human or arti�cial agents[13]. In other �elds such
as the human-robot interaction the interaction is classi�ed by four criteria, i.e. working
time, workspace, aim and contact [18]. Here it is calledCoexistenceif the human and
robot share the resourcesworking time and workspacebut they do not inevitably have to
have the sameaim. In turn, if the aims are matching it is classi�ed asCooperation and if
additionally a direct contact is present it is characterized asCollaboration [18]. However,
during the proposed transition phase from CAD to manual driving with the automated
system actively supporting the driver the di�culty becomesclear. This support occurs by
accessing the same resources as the driver and although it should strive towards the same
goal of a safe take-over, the drivers expectation of it can befairly di�erent. This is why
the aim of both sides do not have to match. Hence, this process ofthe automated system
and human driver solving the critical situation of a take-over is labeled asCooperation.
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3.2 Designing the transition process with cooperation

The idea of designing systems where humans interact with automation in a cooperative
manner is not new. Especially during the recent years with increasing interest in au-
tomated vehicles, questions arose about the way to do so adequately in the automotive
sector. It is important to underline here that this paper is focusing on the cooperation
during the transition process (see chapter 2) and not for thewhole drive. An example for
the latter is the project H-Mode which was funded by the German Research Foundation
(DFG) [2]. Various recommendations to design cooperative systems can be found in liter-
ature, e.g. Flemisch et al. [12] named four cornerstones for cooperative control situations,
i.e. ability, authority, control and responsibility. Biester [4, p. 11] gives an overview of the
15 most important characteristics of cooperation in human-automobile interaction. Con-
sidering that during cooperative situations the automatedsystem and driver are handling
the situation together, the automation can or should be seen as a team player. Therefore,
Walch et al. [20] suggests four basic requirements for driver and automated system that
have to be ful�lled in order to become an e�ective team player, i.e. Mutual predictability,
Directability , Shared situation representationand Calibrated trust in automation [20, p.
7]. Further aspects to consider can be found in Klein et al. [15] and Christo�ersen and
Woods [7]. Bengler et al. [3] structured the most important aspects of cooperation for
human-machine interaction and summarized it under the termof Layers of cooperation,
i.e. Intention, Mode of cooperation, Allocation, Interface and Contact. These layers are
considered as \requirements for successful cooperation" [3, p. 6]

All of the mentioned recommendations were considered for the approach of designing
a cooperative transition process. Nevertheless, only thosewho are important for the
transition process are given in the following together with recommendations to implement
them. Since many of them are overlapping in their meaning similar ones were summarized
as one.

Intention or (Mutual) Predictability. For intention inference it is necessary to de-
termine on which level the cooperative activity is happening. Hoc [13] di�erentiated
betweenaction, plan and meta levels which can be allocated respectively to the three lev-
els of driving task by Donges [9]:stabilization, guidanceand navigation. In the transition
phase the main encountered and most important level for intention inference and mutual
predictability is the plan level because of an upcoming maneuver, wherefore ashared guid-
ancesystem needs to be designed. Because of a time critical event, the intention inference
needs to only consider the plan level contrary to the recommendation from Bengler et al.
[3] to regard all three. In general, the automated system should execute its intention
in TP 2, when the driver has at least the hands on the steering wheel. Therefore, the
TP 1, right after the driver receives the TOR, is suitable to communicate the intention
of both agents. A con�rmation channel for the driver, e.g. through the human machine
interface (HMI), is required and recommended [3].

Shared situation representation or Common knowledge base. The situation rep-
resentation for both, human and machine, has not mandatory tobe the same due to many
reasons, e.g. perception of information because of di�erentsensory systems, distinct infor-
mation processing, etc. [20]. This aspect gets especially important when the driver needs
to understand and predict the automated systems actions. Hence, whenever the system
communicates its intention it should also communicate its view on the current situation
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in order to avoid confusion.

Authority or Allocation of tasks & responsibilities. Per de�nition of the automa-
tion level 3 by SAE [17] the driver has to take over the driving task in case of a TOR.
To be in accordance with this, the drivers' input should always have the highest priority
during the TP.

Control or Directability. The concept ofControl [12] andDirectability [7, 15, 20] share
the idea that the controlling entity has the ability to shapethe course of events. During a
cooperative TP, which is solely a time and safety critical situation, both control entities
will perform an action. Thus, the driver should be able to control or direct the actions of
the automated system. The other way round, i.e. the automation overruling the drivers'
input, has to be avoided due to the higher authority of the driver (see "Authority or
Allocation of tasks & responsibilities").

Interface. The interface has to be designed in a way that a continuous communication
is established which is recommended to be multi-modal [3, 4].

Contact. Since the TOR is a time critical situation and a contact is notonly desired
but crucial the interaction has to be ideally developed at vehicle control devices that are
required to handle the situation, e.g. the steering wheel andpedals.

4 Conclusion and future research

Most authors developed their concepts and de�nitions for a cooperation between a hu-
man/driver and a technical system/vehicle for continuous interaction. Yet the proposed
interaction in this paper aims at transferring the system'scapabilities, including full
knowledge about the situation and full control over all resources necessary for the driving
task, to the human driver. This poses the question, if existing de�nitions, i.e. mode of
cooperation, need additional stages that focus on the transition between the existing ones.
Evaluation of the proposed transition phases will have to deal with the major in
uence of
time on the cooperation. As time is limited, some processes, like negotiations about the
system's in
uence on a control element, might be skipped, leading to the question of how
the system's automatic retreat should be designed. It is also yet unknown, whether or
not drivers are even willing to share the driving task in such a critical situation. Finally,
subjective measurements of driver acceptance should not be neglected as they are crucial
for the future implementation of cooperative transitions.
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Zusammenfassung: Vor dem Hintergrund der Entwicklung automatisierter Fahrsysteme, bei 
denen Fahrer bisweilen die Fahraufgabe wieder übernehmen müssen, stellt sich die Frage ob und 
inwiefern Systeme zur Erfassung des Fahrerzustands als notwendige Voraussetzung betrachtet 
werden müssen um eine sichere Übergabe zu gewährleisten. In dem vorliegenden Kapitel soll 
zunächst diskutiert werden, welche minimalen Anforderungen an den Zustand des Fahrers in 
Abhängigkeit der Stufe der Automatisierung gestellt werden müssen. Anschließend wird 
diskutiert, ob die Detektion eines übernahmebereiten Fahrers durch Beobachtung und Messung 
auf bestimmten Stufen überhaupt valide möglich ist. Alternativ wird diskutiert, dass zunächst die 
Detektion einer fehlenden Übernahmebereitschaft bereits sehr viel einfacher zu realisieren ist. 
Dieses wird untermauert mit empirischen Ergebnissen einer Fahrsimulationsstudie bei der die 
Sollreaktion des Fahrers auf einen Take over Request (TOR) empirisch erfasst und mit der 
Übernahmeleistung in Verbindung gebracht wird.  
 
Schlüsselwörter: Automationslevel, Fahrerinvolvierung, Fahrerzustand, Mensch-Maschine-
Interaktion.  
 

1 Einleitung 
Autonomes Fahren wird die Automobilindustrie und die Mobilität der Gesellschaft 
verändern. Insbesondere die individuelle Fortbewegung im eigenen Fahrzeug wird sich mit 
zunehmender Automatisierung grundlegend wandeln. Die zukünftigen Kunden eines 
solchen Fahrzeugs sind bereit für die Möglichkeit die Zeit im Fahrzeug für andere 
Tätigkeiten nutzen zu können einen erhöhten Anschaffungspreis in Kauf zu nehmen [1]. 
Für viele Kunden wird der Mehrwert einer erhöhten Automation jedoch erst dann deutlich, 
sobald das System nicht nur eine Entlastung von der Fahraufgabe bedeutet, sondern eben 
auch die Möglichkeit bietet, sich anderen Tätigkeiten zuzuwenden. Genau hier liegt 
derzeit die Entwicklung bei höheren Automationsstufen an einem kritischen Punkt. 
______________________________ 
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Insbesondere bei SAE Level 3 wird vorausgesetzt, dass der Fahrer prinzipiell auch aus 
einer Situation heraus die Kontrolle über das Fahrzeug zurückerlangen kann, bei der er 
sich zuvor anderen Tätigkeiten zugewendet hat [2]. In diesem Kontext ist nach wie vor 
offen, ob und unter welchen Umständen dieses möglich ist und wie garantiert werden 
kann, dass der Fahrer übernahmebereit ist. Eine derzeit diskutierte Möglichkeit bestünde 
darin, den Fahrerzustand technisch zu erfassen und so die Übernahmebereitschaft im 
Normalbetrieb, an Systemgrenzen oder bei einem Systemausfall zu detektieren [z.B. 3, 4, 
5, 6]. Ist der Fahrer übernahmebereit, übergibt das Fahrzeug die Kontrolle an den Fahrer. 
Detektiert das Fahrzeug, dass der Fahrer nicht übernahmebereit ist, bestünde die 
Möglichkeit, dass das System mit einem minimal riskanten Manöver das Fahrzeug sicher 
zum Stehen bringt.  
Bevor jedoch die Übernahmebereitschaft eines Fahrers durch ein technisches System 
erfasst werden kann, erscheint es sinnvoll, zunächst einmal zu definieren worin diese 
Übernahmebereitschaft eigentlich besteht. Hier macht der vorliegende Artikel folgenden 
Vorschlag zum Vorgehen: Zunächst werden mögliche auftretende Fahrerzustände 
beschreiben und definiert. Anschließend wird pro Automatisierungsstufe nach SAE [7] ein 
Minimalzustand des Fahrers definiert der erforderlich ist um im Normalbetrieb, an der 
Systemgrenze und bei einem Systemausfall zu garantieren, dass der Fahrer die 
Übernahmebereitschaft herstellen kann.  
Anschließend wird diskutiert, ob die Detektion der erforderlichen Fahrerzustände 
überhaupt möglich sein wird, und oder ob nicht vielmehr schon die Information einer 
fehlenden Übernahmebereitschaft also einer nicht-Passung von Fahrerzustand und 
geforderten Minimalzustand bereits sehr viel einfacher zu realisieren ist.  

2 Anforderungen an den Fahrerzustand 
Im Folgenden werden zunächst mögliche Fahrerzustände beschreiben und definiert. 
Anschließend erfolgt eine Beschreibung der Mindestanforderung an den Zustand des 
Fahrers in Abhängigkeit der Automationsstufen nach SAE [7]. 
 

2.1 Mögliche Fahrerzustände 
 
In Abbildung 1 werden die für die Diskussion relevanten Fahrerzustände definiert. Dieses 
erfolgt anhand der Anforderungen an den Fahrer [8], hier unterteilt in die Wahrnehmung 
der Fahrsituation (Perzeption), in die Entscheidungsfindung (Kognition) und in die 
�+�D�Q�G�O�X�Q�J���� �(�V�� �Z�H�U�G�H�Q�� �L�Q�V�J�H�V�D�P�W�� ���� �=�X�V�W�l�Q�G�H�� �X�Q�W�H�U�V�F�K�L�H�G�H�Q���� �Ä�9�R�O�O�V�W�l�Q�G�L�J�� �L�Q�Y�R�O�Y�L�H�U�W�³����
�Ä�$�N�W�L�Y���L�Q�Y�R�O�Y�L�H�U�W�³�����Ä�3�D�V�V�L�Y���L�Q�Y�R�O�Y�L�H�U�W�³�����Ä�5�•�F�N�K�R�O�E�D�U�³���X�Q�G���Ä�1�L�F�K�W���X�Q�P�L�W�W�H�O�E�D�U���U�•�F�N�K�R�O�E�D�U�³���� 
Zentral ist dabei die Annahme, dass bei Transitionen zwischen den Fahrerzuständen �± 
insbesondere in Richtung zunehmender Involvierung in die Fahraufgabe �± nur bestimmte 
�6�F�K�U�L�W�W�H���P�|�J�O�L�F�K���V�L�Q�G�����6�R���L�V�W���H�V���]���%�����Q�L�F�K�W���P�|�J�O�L�F�K�����H�L�Q�H�Q���V�F�K�O�D�I�H�Q�G�H�Q���)�D�K�U�H�U�����Ä�1�L�F�K�W��
�X�Q�P�L�W�W�H�O�E�D�U���5�•�F�N�K�R�O�E�D�U�³�����G�L�U�H�N�W���L�Q���G�H�Q���=�X�V�W�D�Q�G���Ä�9�R�O�O�V�W�l�Q�G�L�J���Y�H�U�D�Q�W�Z�R�U�W�O�L�F�K�³���]�X��
überführen. Vielmehr durchläuft der Fahrer dabei mehrere Zwischenstufen.  Dies muss 
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nicht zwangsläufig über eine parallel verlaufende stufenweise Degradation des 
Automationslevels erfolgen.  
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Anforderungen

 
Abbildung 1:  Darstellung möglicher Fahrerzustände und Transitionen 

 

2.2 Anforderungen an den Fahrerzustand in Abhängigkeit des 
Automatisierungslevels 

 
In Abbildung 2 erfolgt die Zuordnung der Mindestanforderungen an den Fahrer in Bezug 
auf den Fahrerzustand in Abhängigkeit der Automatisierungsstufen nach SAE. 
Gleichzeitig erfolgt eine Zuordnung der fahrrelevanten Aufgaben in Hinsicht auf 
Perzeption, Kognition und Handeln entweder zu dem Fahrer oder zu der Automation.  
 

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� �§�¨



  

Abbildung 2:  Darstellung der Mindestanforderungen an den Fahrer in Abhängigkeit der 
Automatisierungsstufen nach SAE 

 

2.3 Möglichkeit der Detektion von Fahrerzuständen 
 
Sollen nun die notwendigen Voraussetzungen an den Fahrerzustand in einer Situation 
durch Beobachtung überprüft werden, wird die Herausforderung insbesondere bei den 
�=�X�V�W�l�Q�G�H�Q���Ä�3�D�V�V�L�Y���L�Q�Y�R�O�Y�L�H�U�W�³���X�Q�G���Ä�5�•�F�N�K�R�O�E�D�U�³���G�H�X�W�O�L�F�K�����,�P���=�X�V�W�D�Q�G���Ä�3�D�V�V�L�Y���L�Q�Y�R�O�Y�L�H�U�W�³��
ist es erforderlich, dass der Fahrer alle relevanten Informationen einer Situation 
wahrnimmt und Systementscheidungen überprüft. Die Herausforderung besteht dabei 
darin, durch Beobachtung fest zu stellen, ob und in wie fern der Fahrer ein vollständiges 
Bild der Verkehrssituation wahrgenommen und kognitiv verarbeitet hat ohne eine 
konkrete Handlung zu registrieren die auf eine korrekte Verarbeitung hindeutet. Durch 
z.B. eine kontinuierliche Erfassung der Blickzuwendung (Eyetracking) kann zwar das 
aktive physische scannen der Situation erfasst �± nicht jedoch sicher die notwendige 
kognitive Verarbeitung der gesehenen Informationen überprüft werden. Belege für einen 
solchen Effekt bei dem zwar Informationen in den Fokus der visuellen Aufmerksamkeit 
rücken, aber dennoch falsch oder unvollständig verarbeitet werden, finden sich in der 
�/�L�W�H�U�D�W�X�U���X�Q�W�H�U���D�Q�G�H�U�H�P���L�Q���G�H�U���'�H�E�D�W�W�H���U�X�Q�G���X�P���G�D�V���3�K�l�Q�R�P�H�Q���G�H�U���Ä�L�Q�D�W�W�H�Q�W�L�R�Q�D�O���E�O�L�Q�G�Q�H�V�V��
vgl. u.a. [9]. �1�R�F�K���Z�H�Q�L�J�H�U���$�Q�K�D�O�W�V�S�X�Q�N�W�H���H�U�J�H�E�H�Q���V�L�F�K���L�Q���G�H�P���=�X�V�W�D�Q�G���Ä�5�•�F�N�K�R�O�E�D�U�³����
Hier ist das Monitoring der Verkehrssituation nicht erforderlich und die Erfassung der 
Blickzuwendung somit nicht aussagekräftig. Verhaltensbeobachtungen können hier zwar 
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Anhaltspunkte liefern, aber keine Sicherheit, ob, in wie fern und wie schnell der Fahrer 
tatsächlich rückholbar ist.  
Wenn also die verlässliche Detektion des Fahrerzustands auf Basis einer Beobachtung 
schwierig erscheint, stellt sich die Frage, ob nicht zunächst die Detektion eines nicht 
ausreichenden Fahrerzustands in einer Automationsstufe eher möglich ist.   

3 Detektion einer fehlenden Übernahmefähigkeit mittels 
Diagnose einer Sollreaktion auf einen TOR 

 
Im Gegensatz zur Detektion der Übernahmefähigkeit erscheint die Detektion einer 
fehlenden Übernahmefähigkeit zunächst deutlich einfacher. Folgt man wie weiter oben 
diskutiert der Idee, dass eine Übergabe an den Fahrer ein kaskadierter Prozess ist, bei dem 
der Fahrer zunächst z.B. aus dem �=�X�V�W�D�Q�G���Ã�5�•�F�N�K�R�O�E�D�U�µ���L�Q���G�H�Q���=�X�V�W�D�Q�G���G�H�U���S�D�V�V�L�Y�H�Q��
Involvierung wechselt �± um sich z.B. zunächst ein Bild der Verkehrssituation zu machen 
und die physische Übernahme der Steuerung des Fahrzeugs vorzubereiten (vollständig 
involviert) �± erscheint es zielführend für eben diesen Wechsel des Zustands Indikatoren zu 
definieren die sich in Beobachtungskriterien überprüfen lassen. Wie beispielsweise der 
zwingend notwendige Blick in die Verkehrssituation. Der entscheidende Punkt ist dabei, 
dass es sich hier durch den Zeitpunkt der Übernahmeaufforderung um eine zeitlich 
festgelegte und empirisch beschreibbare Reaktion des Fahrers handelt. Ist es möglich das 
Ausbleiben einer solchen Sollreaktion zu detektieren, kann mit sehr hoher 
Wahrscheinlichkeit zumindest einmal von einer fehlenden Übernahmefähigkeit 
ausgegangen werden.  
 
Diese Sollreaktion auf ein Take Over Request (TOR) in einer automatisierten 
Fahrsituation wurde im Rahmen einer empirischen Untersuchung am Fahrsimulator des 
ika (Instituts für Kraftfahrzeuge Aachen) untersucht (siehe Abbildung 3).  
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Abbildung 3:  Links: Probandin im Fahrsimulator des Instituts für Kraftfahrzeuge der RWTH Aachen 
University mit dem verwendeten Eyetracking System zur Erfassung der Orientierungsreaktion. Rechts: 

Schematische Darstellung der kritischen Situation. 
 
Hierbei fuhren N = 50 Probanden in einer 13-minütigen teilautonomen Fahrt bis diese in 
einer kritischen Situation die Fahraufgabe vom System übernehmen mussten. In dieser 
Übernahmesituation ließen sich Musterabfolgen in der Orientierungsreaktion der 
Probanden erkennen, die auf das Gelingen der Übernahme bzw. auf eine mangelnde 
Übernahmefähigkeit hindeuten �± unabhängig davon, ob die Probanden eine fahrfremde 
Tätigkeit ausführten oder nicht. Abbildung 4 zeigt beispielhafte Orientierungsmuster 
zweier Probanden auf den Take Over Request. (Detaillierte Ergebnisse und Beschreibung 
der probandenübergreifenden Muster, wird in [10] erfolgen).  
 

Abbildung 4:  Blickmuster von zwei ausgewählten Probanden beginnend bei der fahrfremden Tätigkeit 
(FFT) auf einen Take Over Request. Das grüne Muster stellt eine Orientierungsreaktion mit erfolgreicher 

Übernahme dar, das rote Muster stellt eine Orientierungsreaktion mit misslungener Übernahme dar.  
 
Diese ersten gefundenen Orientierungsmuster erscheinen als ein vielversprechender 
Ansatz um im Falle einer notwendigen Übergabe der Fahraufgabe an den Fahrer einen 
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Abgleich der gezeigten Abfolge mit einer Sollreaktion durchführen zu können und so 
frühzeitig eine fehlende Übernahmefähigkeit detektieren zu können.  

4 Abschließende Diskussion  
In dem vorliegenden Kapitel wird diskutiert, ob und inwiefern vor dem Hintergrund der 
Entwicklung automatisierter Fahrsysteme, bei denen Fahrer bisweilen die Fahraufgabe 
wieder übernehmen müssen, Systeme zur Erfassung des Fahrerzustands als notwendige 
Voraussetzung betrachtet werden müssen um eine sichere Übergabe zu gewährleisten. 
Dafür werden zunächst auf Basis von einmal mögliche Fahrerzustände definiert. 
Anschließend erfolgt eine Zuordnung der notwendigen Fahrerzustände zu den Stufen der 
Automatisierung nach SAE. Es wird argumentiert, dass die Prognose einer erfolgreichen 
�h�E�H�U�Q�D�K�P�H���G�H�U���)�D�K�U�D�X�I�J�D�E�H���L�Q�V�E�H�V�R�Q�G�H�U�H���D�X�V���G�H�P���=�X�V�W�D�Q�G���Ã�5�•�F�N�K�R�O�E�D�U�µ���K�H�U�D�X�V���G�X�U�F�K��
reine Beobachtung des Fahrers fraglich erscheint. Vielmehr wird vorgeschlagen, zunächst 
auf Basis der Analyse einer Sollreaktion des Fahrers auf den Take Over Request zu 
bestimmen, ob ein Fahrer wahrscheinlich keine ausreichende Übernahmefähigkeit 
aufweist. Dieses wird mit einer ersten eigenen empirischen Simulatorstudie untermauert. 
Die Ergebnisse dieser Studie lassen auch erste Muster erkennen mit denen sich eine 
misslungene Übernahme der Fahraufgabe durch den Fahrer frühzeitig erkennen lässt. 
Dabei ist zu berücksichtigen, dass die Orientierungsmuster bislang nur für eine spezifische 
Fahrsituation mit definierter Time to Collision (TTC) und einer einzigen vorgegebenen 
fahrfremden Tätigkeit analysiert wurden. Die Übertragbarkeit auf andere Situationen muss 
in weiteren Erhebungen nachgewiesen werden. Ebenso verbleibt für nachfolgende Studien 
der Nachweis offen, ob mittels der Analyse der diagnostischen Reaktion auf einen TOR 
gegebenenfalls auch der Nachweis der Übernahmefähigkeit mit ausreichender Validität 
getroffen werden kann. 
Ferner ist zu diskutieren, wie im Falle einer sicher detektierten fehlenden 
Übernahmefähigkeit das Systemverhalten auszulegen ist. So könnte beispielsweise die 
�(�L�Q�O�H�L�W�X�Q�J���H�L�Q�H�V���Ä�P�L�Q�L�P�D�O���U�L�V�N���P�D�Q�H�X�Y�H�U�³��zur Absicherung der Situation und somit zur 
Sicherstellung der Fahrersicherheit zu einem wesentlich früheren Zeitpunkt erfolgen, als 
wenn das Ausbleiben der Reaktion des Fahrers vollständig abgewartet werden muss. Es 
bleibt nachzuweisen welcher konkrete Sicherheitsgewinn durch ein solches Eingreifen in 
kritischen Fahrsituationen erreicht werden kann. 
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Tracking des Aufmerksamkeitsziels des Fahrers mittels eines
Multi-Hypothesen Multi-Modell Filters

Julian Schwehr� und Volker Willert y

Zusammenfassung: F•ur eine sichere •Ubergabe der Fahraufgabe oder adaptive Warnstrategien sind
Informationen •uber die Wahrnehmung einer Situation durch den Fahrer unerl•asslich. In dieser Arbeit
wurde ein Multi-Hypothesen Multi-Modell Tracking-Algorithmus en tworfen, um das Aufmerksamkeits-
ziel des Fahrers zu sch•atzen und zeitlich zu verfolgen. Dabei werden sowohl Objektbewegungen als auch
raumzeitliche Modellannahmen des menschlichen Blickverhaltens explizit in den •Ubergangsschritt eines
probabilistischen Filters integriert, was zu einer robusten Sch•atzung des Blickziels f•uhrt. Durch die Ver-
wendung dynamischer und statischer potenzieller Blickziele aus einer Objektliste bzw. einem Freiraum-
Spline ist der Algorithmus prinzipiell unabh•angig von der verwendeten Sensoranordnung. Die Ergebnisse
des Filters werden anhand einer beispielhaften Szene aus realen Testdaten analysiert. Zus•atzlich wird der
Typ des Blickziels mit Hilfe semantischer Segmentierung im Kamerabild bestimmt und das Verfahren
mit einem rein bildbasierten Ansatz ohne Tracking verglichen.

Schl •usselw •orter: Bayesian Estimation, Fahrer-Umfeld-Fusion, Multi-Hypothesen Multi-Modell Tracking

1 Einf •uhrung

1.1 Motivation

Nach aktuellem Stand scheint der Weg zum hochautomatisierten Fahrenvorgezeichnet. Mehrere
Hersteller planen, ihre ersten Fahrzeuge nach SAE International Standard J3016 Level 4 mit Be-
ginn des n•achsten Jahrzehnts zu vermarkten [1]. Aufgrund der Verschiebung der Verantwortung
vom Fahrer hin zu den Herstellern und den Herausforderungen durch abgelenkte Fahrer und der
damit verbundenen Frage der sicheren•Ubergabe haben einige Hersteller angek•undigt, Level 3
zu •uberspringen [2]. Dennoch ist davon auszugehen, dass auch zuk•unftig Fahrerassistenzsysteme
(FAS) der Level 0 bis Level 3 weiter verbessert werden. Sowohl diese zuk•unftigen FAS, als auch
das automatisierte Fahren k•onnen von einer Sch•atzung der Situationswahrnehmung des Fahrers
pro�tieren, um ihre Handlungsstrategie besser an die jeweilige Situation anzupassen. Einer der
zuk•unftigen Aspekte von FAS wird ein umfassendes Situationsverst•andnis der Assistenzfunktion
sein, welches sowohl Fahrer als auch Umwelt miteinbezieht [3]. Da das menschliche Blickverhalten
den wichtigsten Indikator f •ur das Situationsbewusstsein des Fahrers w•ahrend des Autofahrens
darstellt, wird dieses bereits seit Jahrzehnten sowohl im Fahrsimulator als auch in Realfahr-
ten untersucht.Seitdem w•achst das Forschungsinteresse an der automatisierten Erkennung und
Sch•atzung der Aufmerksamkeit und Situationswahrnehmung des Fahrers.Im Falle automatisier-
ten Fahrens des Level 3 ist die•Ubergabe der Fahraufgabe vom Auto an den Fahrer entscheidend.
Aktivit •ats-, Aufmerksamkeits- und Wachsamkeitsanalysen sind notwendig, umdie erforderliche
Zeit f •ur eine sichere•Ubergabe zu bestimmen. Aber auch Systeme der Level 0 bis 2 k•onnen durch

� Julian Schwehr ist Wissenschaftlicher Mitarbeiter am Fachge biet Regelungsmethoden und Robotik, Techni-
sche Universit•at Darmstadt (e-mail: julian.schwehr@rmr.tu-darmstadt.de).
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eine Sch•atzung der Fahreraufmerksamkeit verbessert werden. Diese Sch•atzung reicht bis zur
Unterscheidung von vom Fahrer gesehene und•ubersehene Verkehrsteilnehmer. Aus technischer
Sicht besteht die Aufgabe dann darin, das Blickziel, also das Objekt der gegenw•artigen visuellen
Fixation, zu bestimmen und daraus die Wahrnehmung des Fahrers abzuleiten. Auf dieser Infor-
mation aufbauend, k•onnte der Fahrer beispielsweise bei manueller Fahrt im Falle tats•achlicher
Ablenkung schon bei geringerem Risiko fr•uhzeitiger auf ein einscherendes Fahrzeug hingewiesen
werden. Kreuzungs- und Notbremsassistenten k•onnten ihre Interventionsstrategie der Situation
anpassen, z.B. wenn der Fahrer an einer Rechts-vor-Links Kreuzungnicht ausreichend visuell
absichert. Bereits eine Adaption von wenigen 100 ms und ein besseres Verst•andnis des Fahrers
kann die Falsch-Positiv-Rate eines Totwinkelassistenten verbessern und damit die Akzeptanz
erh•ohen. Systeme dieser Art k•onnten den Fahrer mit Hilfe des zus•atzlichen Wissens demnach
im Falle einer kritischen Situation entsprechend seiner Bed•urfnisse, •ahnlich eines aufmerksamen
Beifahrers, warnen und eingreifen und damit zu einer intensiveren Kooperation zwischen Fahrer
und Fahrzeug f•uhren.

1.2 Stand der Forschung

Trotz der intensiven Bem•uhungen Fahrerverhalten und Fahrerblickbewegungen zu verstehen,
ist es unm•oglich, allein mit Hilfe von tragbaren oder ber•uhrungslosen kamerabasierten Eye-
Tracking-Systemen, automatisiert valide Ground Truth Informationen dar•uber zu erhalten,was
der Fahrer tats•achlich gesehenund wahrgenommen hat. Dieses Fehlen einer Ground Truth
•uber das Bewusstsein des Fahrers •uber andere Verkehrsteilnehmer ist jedoch wahrscheinlich
der Grund, warum die meisten Arbeiten in der Literatur, die sich mit der Blickzielsch•atzung
befassen, auf einfachen Distanzkriterien beruhen [4{10]. Da das Blickziel nicht ohne Weiteres
bestimmt werden kann, gilt das Ziel als gesehen, wenn der Blick in eine bestimmte Region
f•allt. Hierbei werden die Distanzen in unterschiedlichen Koordinatensystemen de�niert [11],
meist basierend auf der Wahl der Umfeldsensorik. Die meisten Arbeiten verwenden Kame-
ras [4{6, 8, 10, 12], seltener werden Laser Scanner [7, 9] und Radar [11] genutzt. Allein in [7]
wird die Modellierung um eine minimale Fixationszeit erweitert und in [8] wird einger•aumt,
dass die Blickbewegung des Fahrers nicht allein durch das Auftreten von •au�eren Objekten
in bestimmten Regionen zuverl•assig erkl•art werden kann. Nichtsdestoweniger haben die vielen
Simulator- und realen Fahrstudien einige allgemein beobachtbare Eigenschaften des Blickver-
haltens aufgedeckt [13]. Darunter sind formulierbare Regeln, wie beispielsweise dass Fixationen
auf aufgabenrelevante Objekte und Positionen fallen, einzelne Fixationen interpretierbare funk-
tionale Rollen haben und Fixationen unregelm•a�ig unterbrochen sind. Beim Autofahren werden
Fixationen auf relevante Ziele immer wieder durch Blicke nach vorne unterbrochen. Was in
aktuellen Arbeiten bisher fehlt, ist die tats•achliche Verwendung dieser bekannten, wenn auch
vagen, Verhaltensregeln als Modellwissen f•ur eine gemeinsame Beschreibung des Fahrerverhal-
tens und der Umgebung zur Sch•atzung des Blickziels. Hierf•ur bieten sich Bayessche Filter an, die
in zahlreichen Anwendungen gezeigt haben, die Zustandssch•atzung, gegeben rauschbehafteter
Messungen, mit Modellwissen verbessern zu k•onnen. In dieser Arbeit bauen wir auf unseren Ide-
en aus [11] auf mit dem•ubergeordneten Ziel, jeweils das Objekt zu extrahieren, dem deraktuelle
Blick des Fahrers gilt. Zu diesem Zweck wird in dieser Arbeit einMulti-Hypothesen Multi-Modell
(MHMM) Tracking vorgestellt, welches f •ur jedes Objekt explizit die Wahrscheinlichkeit sch•atzt,
das aktuelle Blickziel zu sein. Zusammenh•angende Phasen, die das identische Objekt als Blickziel
ausgeben, k•onnen dann als Fixation detektiert werden und bei ausreichender Dauer als Indika-
tor dienen, dass sich der Fahrer des entsprechenden Objekts bewusst ist. Vom Standpunkt der
Motivation gesehen, ist [14] am•ahnlichsten zu dieser Arbeit. Basierend auf•ahnlicher Argumen-
tation werden hier die relative Bewegungen der Objekte und des Fixationspunktes als Features
genutzt, um das aktuelle Blickziel lernbasiert •uber ein Klassi�kationsproblem zu bestimmen. Die
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(a) Kombination des vorgeschlagenen Multi-
Hypothesen Multi-Modell Filters zusammen mit
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(b) Vereinfachte Version des vorgeschlagenen Multi-
Hypothesen Multi-Modell Filters mit Blick, Objek-
ten und statischer Szene als Messungen.

Abbildung 1: Multi-Hypothesen Multi-Modell Filter in zwei vers chieden Varianten mit Umschaltvariable
s und Variable a f•ur den Aufmerksamkeitsbereich.b; m; f beschreiben Blick, Objekte und statische Szene.
Pfeile zu den Messungen zum Zeitpunktt � 1 wurden f•ur bessere•Ubersicht nicht gezeichnet.

Blickrichtung wird hier jedoch •uber einen tragbaren Eye-Tracker erhalten.

2 Multi-Hypothesen Multi-Modell Tracking

In dieser Arbeit wird vorausgesetzt, dass die Wahrnehmungen der Verkehrsszene durch den Fah-
rer und das Fahrzeug konsistent sind. Es wird also einerseits angenommen, dass das Fahrzeug das
Fixationsobjekt erfasst und die relative Position des Objektes ausreichend genau bestimmt hat.
Andererseits wird angenommen, dass die gemessene Blickbewegung des Fahrers zur relativen Be-
wegung des jeweils aktuellen Fixationsobjektes passt. Mit dieserPr•amisse ist das•ubergeordnete
Ziel die Sch•atzung der a-posteriori Verbundwahrscheinlichkeit des probabilistischen Netzwerks
in Abbildung 1a, welches die Wechselwirkung zwischen Fahrerblick und potenziellen Blickzielen
beschreibt. Die Aufgabe des entworfenen Multi-Hypothesen Multi-Modell (MHMM) Filters auf
der oberen Filterebene ist, den Aufmerksamkeitsbereicha und das Blickziel s mit geeigneten
Bewegungsmodellen sowie den Blick- (b) und Objektsch•atzungen (m; f ) zu sch•atzen und zu
verfolgen. Im Falle exakter und vollst•andiger Inferenz werden die stochastischen Variablen auf
der unteren Ebene des Filters (Blickrichtung, Objektposition und -geschwindigkeit) durch die
Sch•atzung von s und a beein
usst. Somit ist bei einer gemeinsamen Betrachtung ein Informa-
tionsgewinn in beiden Dom•anen, also Fahrerbeobachtung und Umgebungssch•atzung, m•oglich:
Korrekturen der Blickrichtungsmessung sind ebenso m•oglich wie eine Verbesserung der Posi-
tionssch•atzung des �xierten Objekts. Statt der umfassenden probabilistischen Beschreibung in
Abbildung 1a verwendet diese Arbeit eine vereinfachte Version des vollst•andigen Filters, wel-
che in Abbildung 1b dargestellt ist und sich allein auf den MHMM-Filt er konzentriert. Dieser
Filter ist eine Kombination aus einem Multi-Hypothesen (MH) und ein em Multi-Modell (MM)
Tracking. Ein MH-Tracker stellt eine Verteilung •uber alle m•oglichen Objekt-Hypothesen dar und
bestimmt die jeweiligen Gewichte jeder Hypothese basierend darauf, wie gut die Hypothesenvor-
hersagen zur Sensormessung passen. Im Unterschied dazu verfolgt einMM-Filter verschiedene
(Bewegungs-)Modelle f•ur jeweils eine Hypothese und bestimmt das•Ubergangsmodell ebenfalls
basierend darauf, wie gut die verschiedenen Modellvorhersagen zurSensormessung passen [15].
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Das Ziel dieser Arbeit ist die Sch•atzung der Verbundwahrscheinlichkeitp(f s; agt jf b; m; f g1:t )1.
Die Schaltvariable s ist eine (n+1)-dimensionale bin•are Zufallsvariables 2 Rn+1 mit si 2 f 0; 1g,P

i si = 1, wobei n die Anzahl der Objekte in der Umgebung beschreibt und die zus•atzliche
Dimension die statische Szene enth•alt. Jedes potenzielle Blickzieli besitzt eine gewisse Wahr-
scheinlichkeit p(si = 1) = � i , dass es das aktuelle Blickziel des Fahrers ist und eine gewisse Aus-
dehnung p(ajsi = 1) modelliert durch eine Normalverteilung N (aj� i ; � i ); a; � i 2 R2; � i 2 R2� 2.
Der Aufmerksamkeitsbereich des Fahrers wird durch die gewichtete Kombination der einzelnen
Normalverteilungen als Gau�sches Mischmodell (engl. mixture of Gaussians)

p(f s; agt jf b; m; f g1:t ) =
n+1Y

i =1

� si
i N (at j� t

i ; � t
i )

si (1)

dargestellt. Die Messungb 2 R repr•asentiert den Gierwinkel der Blickrichtung gemessen in
Fahrzeugkoordinaten durch das Eye-Tracking-System.m 2 Rn� 5 ist eine geordnete Objektliste,
welche Position (x; y), Ausrichtung ( ' ) und relative Geschwindigkeit (vrel;x ; vrel;y ) der Objekte
enth•alt, basierend auf den Messungen der Front- und Seitenradare. Die Messung der statischen
Umgebung f = f f i g ist die Menge der Kontrollpunkte der B-Spline-Kurve, die den Freiraum
beschreibt [16].

2.1 •Ubergangswahrscheinlichkeiten (Pr •adiktion)

Bei der Modellierung der •Ubergangswahrscheinlichkeiten muss jede M•oglichkeit der Blickbe-
wegung ber•ucksichtigt werden. Dabei k•onnen die folgenden F•alle auftreten: Der Blick kann auf
einem spezi�schen Objekti 2 1; :::; n haften bleiben (Fixations- und Folgemodell) oder von einem
Objekt i zu einem anderen Objektj 2 1; :::; n oder auch der statischen Umgebung (j = n + 1)
springen (Sakkadenmodell). Umgekehrt k•onnte auch die statische Umgebung das aktuelle Blick-
ziel sein (i = n + 1) und der Fahrer k •onnte zum n•achsten Zeitschritt mit seinem Blick an der
gleichen Stelle bleiben, zu einer anderen Stelle in der statischen Umgebung springen (f•ur beide
F•alle gilt j = n+1) oder ein Objekt �xieren ( j 2 1; :::; n). Aufgrund der entworfenen Filterstruk-
tur in Abbildung 1b und der Formulierung der a-priori Verteilung ( 1) als Gau�sches Mischmodell
kann der •Ubergang aufgeteilt werden in ein skalares•Ubergangsmodell der Schaltvariable und in
ein r•aumliches •Ubergangsmodell

p(f s; agt jf s; a; mgt � 1) = p(st jf s; mgt � 1)p(at jst ; f s; a; mgt � 1): (2)

2.1.1 •Ubergang des Schaltzustands

Normalerweise sind die•Ubergangsgewichte konstante Entwurfsparameter. Hier wird der•Uber-
gang

p(st jf s; mgt � 1) =
n+1Y

j =1

n+1Y

i =1

�
� (st ; st � 1)� (st ; f s; mgt � 1)

� si sj (3)

jedoch durch zwei Potenziale dargestellt, welche einen zeitlichen Aspekt � (st ; st � 1) und einen
r•aumlichen Aspekt � (st ; f s; mgt � 1) modellieren. Dabei ber•ucksichtigt das zeitliche •Ubergangs-
modell � eine Ver•anderung der •Ubergangswahrscheinlichkeiten f•ur Fixationen und Sakkaden
•uber der Zeit. Je l•anger die detektierte Fixationsdauer ist, desto mehr steigt die Wahrschein-
lichkeit f •ur eine Sakkade, also einen Sprung hin zu einem anderen Ziel. Das r•aumliche •Uber-
gangsmodell � betrachtet dagegen die geometrischen Beziehungen der Objekte in der Szene
und bezieht psychophysikalische Randbedingungen wie maximale Sakkadengeschwindigkeit und
mittlere Blickrichtung mit ein.

1Wir nutzen die Notation ( f� ; �g1: t ) als verk•urzte Schreibweise um mehrere Variablen mit dem gleichen Zeitindex
zu beschreiben, normalerweise dargestellt durch (�1: t ; �1: t ).
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2.1.2 R •aumlicher •Ubergang

Wenn der Blick des Fahrers auf einem Objekt verharrt, die Augenbewegung also eine Fixation
oder Folgebewegung (engl. smooth pursuit) beschreibt, sollte dieentsprechende Wahrscheinlich-
keitsverteilung die gleiche Bewegungsdynamik wie das �xierte Objekt aufweisen. Gleichzeitig
sollte, f•ur den Fall dass der Fahrerblick zu einem anderen Objektj wechselt, die pr•adizier-
te Verteilung auch an der Stelle des Objektsj sein. Der r•aumliche •Ubergang wird daher als
Normalverteilung

p(at jst ; f s; a; mgt � 1) =
n+1Y

j =1

n+1Y

i =1

N (at jat � 1 + ut � 1
ij ; � ij )si sj (4)

modelliert, wobei uij einen Steuereingang darstellt und das Prozessrauschen durch die Kova-
rianzmatrix � ij gegeben ist. Das Teilergebnis des sp•ateren Inferenzschritts f•ur den •Ubergang
von Objekt i zu Objekt j ist dann die Normalverteilung N (at j� t � 1

i + ut � 1
ij ; � t � 1

i + � ij )si sj . Da
f•ur i = j der Blick eine Bewegungsdynamik konsistent zur Messung der Objektdynamik auf-
weisen soll, wird der Steuereingang durch die relative Bewegung des Blickziels modelliert, also
ut � 1

ij = vt � 1
i � t , wobei � t die Abtastzeit des Blicks beschreibt. Analog dazu wird der Steuerein-

gang im Fall i 6= j zu ut � 1
ij = x t � 1

j � � t � 1
i + vt � 1

j � t gew•ahlt, sodass die pr•adizierte Position der
Aufmerksamkeit auf der pr•adizierten Position des Objekts liegt. F•ur die statische Umgebung
(j = n + 1) besteht die relative Bewegung allein aus der Kompensation der Eigenbewegung und
an Stelle der Objektposition x t � 1

j wird die letzte Sch•atzung � t � 1
n+1 genutzt. Zus•atzlich wird das

Prozessrauschen deutlich gr•o�er gew•ahlt, da der Fahrerblick von der aktuellen Position auf dem
Freiraum-Spline zu fast jeder anderen Position auf dem Spline springen kann.

2.2 Messmodelle

Es wird angenommen, dass die Messungen von Blick, dynamischen Objekten und der statischen
Umgebung unabh•angig voneinander sind, sodass die Likelihood des Filterschrittsin die Terme f•ur
die einzelnen Messungen faktorisiert. F•ur die Blickmessung wird ein Modell verwendet, welches
Positionen, die eine geringere Winkeldistanz zur Blickmessung aufweisen, eine h•ohere Likelihood
zuordnet und eine geringe Likelihood an Positionen fern des Blickstrahls.

Bei den Objekten wird jedes einzelne Objekt als gewichtete Normalverteilung repr•asentiert,
deren Mittelwert der Position des jeweiligen Objekts entspricht. Die Kovarianzmatrix wird so
gew•ahlt, dass die Hauptachsen der 90% Kovarianzellipse der Breite und L•ange des Objekts
entsprechen. Die Matrix ist au�erdem entsprechend der Ausrichtung des Objekts gedreht.

Die Messung der statischen Umgebung wird durch die Kontrollpunkte einer Freiraum-B-
Spline-Kurve repr•asentiert [16]. Da diese Spline-Kurve weder in geschlossener Formund schon
gar nicht als Normalverteilung formuliert werden kann, dienen Abtastungen der Kurve als dis-
krete Realisierungen des Likelihood. Der Status der Kontrollpunkte gibt zudem an, ob es sich
an der jeweiligen Position um ein statisches Hindernis oder einen•Ubergang zu unbekannter
Umgebung handelt. Exemplarische Bilder der verschiedenen Messmodelle sind in Abbildung 2
dargestellt.

2.3 Inferenz

Im Inferenzschritt des entworfenen MHMM Tracking-Algorithmus tre ten zwei Schwierigkeiten
auf:

1. Sowohl Blick- als auch Freiraum-Likelihood sind keine Normalverteilungen, weshalb die
Inferenz nicht in geschlossener Form dargestellt werden kann.
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(a) Blickmodell (hellere Bereiche
beschreiben h•ohere Likelihood)

(b) Likelihood f •ur drei dynami-
sche Objekte verschiedener Gr•o�e

(c) Freiraum-Spline hinterlegt mit
der Belegungskarte

Abbildung 2: Exemplarische Darstellung der Messmodelle.

2. Aufgrund der exponentiell steigenden Anzahl an Gau�schen Mischkomponenten (schon der
erste Pr•adiktionsschritt f •uhrt auf n + 1 Summen von n + 1 Normalverteilungen) wird der
Filter ohne geeignete Approximationen praktisch schnell unberechenbar.

Um dem ersten Problem zu begegnen wird jede•Ubergangswahrscheinlichkeit von Objekti zu Ob-
jekt j durch Minimierung der Kullback-Leibler-Divergenz gegeben einer Menge an gewichteten
Abtastungen xk mit einer Normalverteilung approximiert. Um den Rechenaufwand desFilters
beherrschbar zu halten, wird das zweite Problem angegangen, indem alleMischkomponenten
eines Blickziels mit einer einzelnen Normalverteilung approximiert werden. Dies entspricht dem
Vorgehen desgeneralisierten pseudo-Bayesschen Sch•atzers zweiter Ordnung(engl. generalized
pseudo-Bayesian estimator of second order (GPB2)) [15].

3 Bestimmung des Zieltyps mittels semantischer Segmentierung
im Bild

Da bei der Modellierung in 2D-Fahrzeugkoordinaten nur der Blick-Gierwinkel verwendet wird,
geht bei der zuvor vorgestellten Methode der Blick-Nickwinkel, und damit die H•ohe des Fixati-
onspunktes (engl. Point of Regard (PoR))•uber dem Boden, verloren. Somit werden Blickmessun-
gen potenziell mit Objekten verkn•upft, ohne dass eine tats•achliche •Ubereinstimmung besteht.
Um solche Falschzuordnungen zu detektieren, ist eine M•oglichkeit, die H•ohe des Blickstrahls am
PoR zu •uberpr•ufen. Diese Vorgehensweise weist allerdings den Nachteil auf, dass die H•ohe eines
Objekts ebenso unbekannt sein kann. Stattdessen versuchen wir, den PoR in Fahrzeugkoordina-
ten ins Bild der Fahrzeugkamera r•uckzuprojizieren. Der PoR x � in Fahrzeugkoordinaten ergibt
sich als Mittelwert derjenigen Normalverteilung mit dem gr•o�ten Gewicht

x � = � i � mit i � = argmax i (� i ): (5)

Die H•ohe des Punkts wird •uber den gemessenen Blick-Nickwinkel und die Position vonx � im
Fahrzeugsystem bestimmt. Anschlie�end wird dieser 3D-Punkt in das Bild r•uckprojiziert. Da die
Pixelposition alleine jedoch keine Information liefert, wird der PoR im Bildraum mit einer se-
mantischen Segmentierung des Bildes kombiniert. Hierzu verwenden wir das auf dem Cityscapes
Datensatz [17] vortrainierte Faltungsnetz aus [18]. Die Art des Blickziels kann nun beispielsweise
anhand des Pixellabels an der Stelle der R•uckprojektion bestimmt (siehe Abbildung 3) und mit
der Objektkategorie aus der Objektliste abgeglichen werden.

In [19] wird argumentiert, dass bei kleiner werdendem Aufmerksamkeitsbereich um den PoR
herum, Kategorien mit steigendem proportionalem Anteil das tats•achliche Fixationsziel sind,
w•ahrend Kategorien mit sinkendem Anteil tendenziell nur in den Bereich um den PoR fallen,
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Abbildung 3: Bild der Fahrzeugkamera, •uberlagert mit dem Ergebnis der semantischen Segmentierung
und der R•uckprojektion des PoR aus dem MHMM Filter. Rechts die Visualisierung des PoR in Fahr-
zeugkoordinaten zusammen mit Freiraum-Spline, Objekten und Blickmessung.

da sie sich in der N•ahe des eigentlichen Blickziels be�nden. Diese Argumentation nutzen wir
f•ur eine weitere M•oglichkeit zur Bestimmung des Zieltyps. Um den PoR werden Kreisemit den
Radien 110 px und 20 px gezogen (entspricht bei der verwendeten Kamerain etwa 10� bis 2 �

Blick- •O�nungswinkel) und die proportionalen Anteile jeder Label-Kategorie pk20; pk110; k 2 m
bestimmt, wobei m die Anzahl an Kategorien ist. Der Zieltyp K ist dann diejenige Kategorie
mit dem st•arksten prozentualen Anstieg, d.h.K � = label(argmaxk (pk20=pk110)) gegeben, wobei
label(k) das semantische Label der Kategoriek beschreibt.

4 Ergebnisse

4.1 Diskussion der Tracking-Ergebnisse anhand eines ausgew •ahlten Szenarios

Wie eingangs erw•ahnt, ist es bisher nicht m•oglich, automatisiert valide Ground Truth Informa-
tionen dar•uber zu erhalten, welche Objekte der Fahrer tats•achlich visuell �xiert. In [14] werden
daher h•andische Annotationen von Fixationen und Fixationszielen in den Daten durchgef•uhrt.
In dieser Arbeit soll anhand eines ausgew•ahlten Abschnitts aus realen Messdaten, in dem der
Fahrerblick klar zwischen zwei Blickzielen wechselt, das MHMM-Tracking argumentativ mit
den degenerierten Versionen eines MH-Modells und eines Maximum-Likelihood-Modells (ML)
verglichen werden. Im MH-Modell werden die •Ubergangsparameter von einem Objekt zu ei-
nem anderen zu null gesetzt, was in einem separaten Filter f•ur jede Hypothese resultiert. Das
ML-Modell besteht dagegen lediglich aus der Multiplikation der einzelnen Messmodelle. Au-
�erdem wird der zus•atzliche Nutzen einer komplexen r•aumlichen und zeitlichen Modellierung
der •Ubergangswahrscheinlichkeiten hervorgehoben werden (das entwickelte Modelle wird hier
abgek•urzt mit MHMM-P). Das ausgew •ahlte Szenario dauert 2 s und ist in Abbildung 3 dar-
gestellt: in einem Wohngebiet f•ahrt vor dem Fahrer ein Fahrradfahrer w•ahrend ein anderes
Fahrzeug entgegenkommt. In Abbildung 4a sind die Verl•aufe der Wahrscheinlichkeit p(si ) des
Fahrradfahrers aus jedem der vier Modelle dargestellt und in Abbildung 4b die Abweichung des
gemessenen Blick-Gierwinkels zur Richtung des jeweils wahrscheinlichsten Blickziels. Im direk-
ten Vergleich sind folgende Eigenschaften der Modelle zu beobachten: Die ML-Sch•atzung ist
im Vergleich zu den Filterans•atzen anf•allig f •ur verrauschte Messungen, was eine inh•arente Ei-
genschaft und die grundlegende Motivation f•ur Bayessche Filter ist. Der Sch•atzungsverlauf des
MH-Modells weist dagegen deutlichen Tiefpasscharakter auf, da Spr•unge zwischen Blickzielen
im direkten Vergleich verz•ogert auftreten oder sogar unterdr•uckt werden. Aufgrund der nicht
vorhandenen Abw•agung zwischen Fixation und Sakkade konvergiert die Wahrscheinlichkeit des

"
besten\ Modells zu Eins und unterdr•uckt die Wahrscheinlichkeit f•ur m•ogliche Alternativen.
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(a) Wahrscheinlichkeit p(si ), dass der Radfah-
rer vom Fahrer w•ahrend der ausgew•ahlten Se-
quenz angeschaut wird.

(b) Abweichung des gemessenen Blick- Gierwin-
kels  zur Richtung des jeweils wahrscheinlichs-
ten Blickziels.

Abbildung 4: Tracking Ergebnis f•ur verschiedene Abwandlungen des vorgestellten Modells.

Aus diesem Grund ist ein geeigneter Regularisierungsterm notwendig [15]. Der vorgeschlagene
MHMM-Tracking-Algorithmus •uberwindet beide der genannten Probleme: Indem er die M•oglich-
keit verfolgt bei dem aktuellen Objekt zu bleiben, ist die Sch•atzung glatter als das Messmodell
alleine und da er gleichzeitig die M•oglichkeit f•ur Spr•unge zu anderen Zielen erm•oglicht, ist das
Modell in der Lage, der 
exiblen und schnellen Dynamik des menschlichen Blicks zu folgen.
Zu guter Letzt wird die Sch•atzqualit •at durch eine zeit- und szenenabh•angige Modellierung der
•Uberg•ange mittels der Faktoren � und � verbessert (MHMM-P-Modell). Gerade direkt nach
einem Sprung in der Wahrscheinlichkeit ist ersichtlich, dassdas Modell den Kontrast zwischen
den Wahrscheinlichkeiten f•ur verschiedene Blickziele nochmal erh•ohen kann.

Betrachtet man die Gierwinkelabweichungen, so ist erkennbar, dass alle Modelle f•ur den
Gro�teil der Sequenz in der Sch•atzung des Blickziels•ubereinstimmen (Fixation des Radfahrers),
da die Abweichungen praktisch identisch sind. In diesen Abschnitten betragen die Abweichungen
in etwa zwischen 0; 5 � und 2; 5 � , was den Annahmen•uber Messgenauigkeiten und•O�nungswin-
kel des scharfen Sehens entspricht. Das bedeutet jedoch auch, dass das Messmodell (ML) bereits
eine starke lokale Vorgabe•uber den Ort des Blickziels macht und die Tracking-Modelle vor allem
die Gewichte � i beein
ussen. W•ahrend der Phasen, in denen nicht der Radfahrer Ziel des Blicks
ist, sondern der Freiraum-Spline, entspricht das ML-Modell praktisch der Messung selbst und
beschreibt den Schnitt des Blickstrahls mit dem Freiraum-Spline. Auch bei den anderen Model-
len sind die Abweichungen zwischent = 0 ; 4 s undt = 0 ; 7 s tendenziell geringer, da im Falle einer
Blickfolge auf den Freiraum-Spline kaum Annahmen•uber die Bewegung des Blicks gemacht wer-
den. Beim MH-Modell ist erneut der Tiefpasscharakter erkennbar,da die Winkeldi�erenz nach
einer Sakkade, einem Wechsel von einem Blickziel zum anderen, erst verz•ogert korrigiert wird.
Schlie�lich sind beim MHMM-Modell ebenfalls einzelne Fehlsch•atzungen erkennbar.

4.2 Verlauf des Blickziels im Bildbereich

Bei der Bestimmung des Zieltyps mittels semantischer Segmentierung im Bild vergleichen wir
die Reprojektion des MHMM-P-Filters mit der rein bildbasierte n Methode zur Bestimmung des
PoR aus [12]: Im Tiefenbild (gemessen von einer Stereokamera) wird dieTiefe des r•uckproji-
zierten Blickstrahls mit der gemessenen Tiefe des entsprechenden Pixels im Bild verglichen. Die
Stelle der geringsten Tiefendi�erenz entspricht dem PoR. In Abbildung 5 ist das semantische
Label des Blickziels •uber der Zeit dargestellt. Hierbei werden einerseits die beiden Methoden
zur Bestimmung des PoR (MHMM-P und Stereo) und die beiden Methoden zur Bestimmung
des Zieltyps (Pixel-Label an der Stelle des PoR und die Methode ausAbschnitt 3 in Anlehnung
an [19]) verglichen. Zun•achst ist ersichtlich, dass der rein bildbasiert bestimmte Zieltyp f •ur beide
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Abbildung 5: Label des Blickziels•uber der Zeit. MHMM-P: Der PoR stammt aus der R•uckprojektion der
Filtersch•atzung in Fahrzeugkoordinaten. Stereo: Der PoR stammt aus der Reprojektion des Blickstrahls
in die Tiefenkarte; Dr(eye)ve: Zieltyp •uber den prozentualen Anstieg des Fl•achenanteils um den PoR in
Anlehnung an [19]. 1-Punkt: Zieltyp entspricht dem Label des PoR-Pixels.

Abbildung 6: PoR im Vergleich, links bei t = 0 ; 72 s bis 0; 76 s, rechts
bei t = 1 ; 2 s. Orange: R•uckprojektion des MHMM-P-Modells. Wei�:
Sch•atzung •uber Tiefenbild. Zu diesen Zeiten sch•atzt das Tracking-Modell,
dass der Fahrer den Radfahrer �xiert. Im Bildbereich wird unter B er•uck-
sichtigung des Blick-Nickwinkels ersichtlich, dass diese Aussage unter
Umst•anden nicht korrekt ist und gegebenenfalls korrigiert werden muss.

Bestimmungsmethoden recht wechselhaft ist. Hieraus l•asst sich keine Fixation auf ein Objekt
ableiten, da die zusammenh•angenden Abschnitte kaum mehr als 100 ms betragen. Dies ist nicht
verwunderlich, da die Bestimmung des PoR auf den rauschbehafteten Blickmessungen basiert
und keine Modellannahmen getro�en wurden. Im Gegensatz dazu kann aus der R•uckprojektion
des Filterergebnisses zuverl•assig und zusammenh•angend der Fahrradfahrer oder das dazugeh•ori-
ge Fahrrad als Blickziel extrahiert werden. Dies liegt zum einen daran, dass der Blick-Gierwinkel
•uber das Tracking korrigiert wird und der PoR im Fahrzeugkoordinatensystem auf den Fahrrad-
fahrer

"
gezogen\ wird, zum anderen passt jedoch auch der Blick-Nickwinkel zum Fahrradfahrer.

Bei t = 0 ; 72 s bis 0; 95 s widersprechen sich die Sch•atzungen des Trackings in Fahrzeug- und
Bildkoordinaten jedoch. Wie Abbildung 6 zeigt, ist hier fragw•urdig, ob der Blick dem Radfahrer
zugeschrieben werden kann oder nicht. Zum Zeitpunktt = 1 ; 2 s stimmen die Sch•atzungen zwar
auch nicht •uberein, im Bildbereich wird jedoch ersichtlich, dass es sich wom•oglich nur um einen
Fehler der Blick-Nickwinkelmessung handelt.

5 Fazit

In dieser Arbeit wurde ein MHMM-Tracking-Algorithmus zur Sch •atzung des Aufmerksamkeits-
ziels des Fahrers vorgestellt. Dieser beinhaltet im Vorhersageschritt sowohl Annahmen •uber
Objektdynamik als auch •uber Blickverhalten. Die Fixationswahrscheinlichkeit jedes potentiel-
len Ziels resultiert direkt aus der probabilistischen Beschreibung, wodurch, im Gegensatz zu
bestehenden Methoden, auch eine Abw•agung zwischen mehreren Hypothesen erfolgt. Erste Eva-
luierungsergebnisse zeigen, dass die Methode grunds•atzlich in der Lage ist, das Blickziel des
Fahrers im zweidimensionalen Fahrzeugkoordinatensystem zu bestimmen. •Uber die R•uckpro-
jektion in die Fahrzeugkamera l•asst sich das Ergebnis des Filters mit dem semantischen Label
an der r•uckprojizierten Stelle verkn•upfen und gegebenenfalls korrigieren.
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In zuk•unftigen Arbeiten soll daher verst•arkt auf die Kombination von Fahrzeug- und Bildko-
ordinaten eingegangen werden. Hierbei gibt es mehrere Ansatzm•oglichkeiten: Die Sch•atzung des
PoR in Bildkoordinaten kann •uber ein eigenes Trackingmodell unter Verwendung von robuster
Objektdetektion und Objekttrackings sowie dichten Stereobildern verbessert werden. Robus-
te Objektdetektionen im Kamerabild k •onnten nicht nur pragmatischer sein als die detaillierte
Darstellung in semantisch segmentierten Bildern, sondern versprechen zudem die M•oglichkeit
zur Verbesserung der radarbasierten Objektliste. Die Fusion des Aufmerksamkeitsbereichs ba-
sierend auf unterschiedlichen Modellen und die Bestimmung des Zieltyps im Bild ist •uber die
Verwendung der Metrik Intersection over Union (IoU) denkbar.

Letztlich ist die gr •o�te Schwierigkeit jedoch eine ausf•uhrliche, sinnvolle und valide Auswer-
tung und der Vergleich verschiedener Modelle. Da Methoden basierend auf ber•uhrungslosen
kamerabasierten Eye-Tracking-Systemen zwar wie in dieser Arbeit argumentativ untereinan-
der verglichen werden k•onnen, der Bezug zu einer vern•unftigen Ground Truth jedoch fehlt,
ist die Aussagekraft verbesserungsw•urdig. Die gleichzeitige Verwendung von ber•uhrungslosen
und tragbaren Eye-Tracking-Systemen inklusive anschlie�endem manuellen Labeling•ahnlich wie
in [14,19] ist zur umfassenden Bewertung der vorgestellten Methoden vermutlich unvermeidbar.
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Exploiting Maneuver Dependency for Personalization
of Driver Assistance Systems

Hien Dang* and Johannes F•urnkranz*

Zusammenfassung:
The problem of personalization in Advanced Driver-Assistance Systems(ADAS) has been

addressed in di�erent studies. In general personalization is an approach which aims to develop
a system that can adapt on the driver's behavior and thus improve the prediction performance.
The individuality of such a system can be used to improve drivingexperience and comfort.
High prediction performance also means that the model can better foresee driver's actions and
accordingly raises a warning in case of hazard. In this work, we investigate in the dependency
between di�erent maneuvers. We propose an approach to extract information from past ma-
neuver executions and use it as input for predicting impending maneuvers. In particular, we
apply our method to predict which gap will be taken at a left-turn scenario where the driver
has to wait for an appropriate gap before turning. The results show that by incorporating the
previous maneuver execution the prediction performance can be increased by more than 9 % in
term of F1 score. By running our approach using di�erent types of past maneuver for a speci�c
application, we can compare the amount of individual information of drivers contained in each
type of maneuver.

Schl•usselw•orter: Personalization, LSTM, Maneuver Dependency

1 Introduction

It is often the case that users have to adapt themselves to a new system or function to
be able to use it. When the users' expectation and preference of a system are not met,
their trust in the system will decrease and eventually they may ignore or turn it o� . For
a standard not-adapting system, there could be a gap betweenthe user's expectation and
the outcome of the system. Personalization systems aim at closing this gap.

The problem of personalization is already addressed in di�erent �eld studies and ap-
plications. Recommender systems are an example, in which personalization play a central
role. In recommender systems, the data are mostly sequence of actions [1] (i.e. \visiting
a website" or \buying an item"...) The problem of personalization in this case is usually
formulated as a prediction task of the next actionA i given the past actionA i � 1 or a
sequence of the past actionsA0:::i � 1:

� : A0:::A i � 1 ! A i (1)

* The authors are with Knowledge Engineering Group, TU Darmstadt, Hochschulstra�e 10, D-64289
Darmstadt. (e-mails: f hiendang, fuernkranzg@ke.tu-darmstadt.de).
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Figure 1: Representation of a test route as consecutive driving maneuvers

In the automotive �eld, the sequence of maneuvers may by itself reveal very little about
the driver. For example, if a driver wants to get to his traveldestination, certain ma-
neuvers have to be performed in any case (i.e. entering a roundabout, turning at an
intersection...). However, di�erent drivers vary in the waythey perform these maneuvers.
As a consequence, the problem of personalization must in this case be based on observing
how a driver performs the driving maneuvers to infer the driver's preference or to predict
how s/he would perform the next maneuver or some speci�c maneuver of interest. Thus
we need to learn a function which maps the driving stylef (:) of previous maneuvers to
the driving style of an upcoming maneuver:

� : f (A0):::f (A i � 1) ! f (A i ) (2)

Understanding the driver is a challenging task, there are many factors that can in
u-
ence a driver on her decision making process. These in
uencing factors include the driver's
habit, her driving skills, her experience, her current physical and mental state and so on.
Observing all these factors are complex, and modeling how they will a�ect the driver and
the way s/he drives is also not easy. In this work, we considera route as a sequence
of maneuvers, interleaved with periods of default activities such as driving straight (see
Fig 1), and approach the problem of personalization by learning the dependency between
maneuver executions. We formalize the problem and show thatit is reasonable to exploit
the dependency between maneuver executions to adapt the modelto individual drivers.

2 Related Work

The idea of personalization is to enable the system to adapt itself to the driver and thus is
a key to further improve the safety and driving comfort. The advantages of personalization
have already been observed in di�erent applications in automotive �eld, such as adaptive
cruise control (longitudinal driving assistance) or lane changing prediction (lateral driving
assistance). Personalization is often combined with the idea of driving style recognition,
since both problems address the same issue of understandingthe driver behavior.

One of most common approaches is to divide drivers in di�erent groups (e.g., aggres-
sive, moderate and calm). The number of groups varies from twoto six, depending on
the particular application of interest. The group information could either be used directly
to assign individual recommendation to driver or it could also be used as input to the
personalization of some speci�c functionality of ADAS. In [2], Rosenfeld et al. adapt the
driver model of [3] to divide drivers into three groups, and use this information together
with demographic features for predicting the driver's preferences in the use of adaptive
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cruise control (ACC). The driver groups in this study are determined by rules that are
manually de�ned based on empirical observations in the dataset. In contrast to this,
Constantinescu et al. [4] present a data-driven approach which makes use of hierarchical
clustering and principal component analysis (PCA) to discover six di�erent driver groups.
This approach does not make assumptions about driving stylesbut separates the driver
groups by exploring and �nding the intrinsic structures of the dataset. Since this met-
hod is unsupervised, the discovered clusters do not have an explicit meaning but one can
assign suitable labels to each cluster by looking at the features that describe them.

Another approach for identifying driving style is collect and analyze self-reports from
drivers [5, 6]. The drivers are asked to complete a driving style questionnaire, based on
which di�erent driver groups are formed. This kind of approach, however, su�ers from
subjective perceptions about driving style. For example, the perception of aggressiveness
or calmness may vary from driver to driver.

In many applications in the automotive �eld, the personalization problem can be re-
duced to identifying the individual gap acceptance of the driver. In [7], Butakov et al.
propose an approach to personalize the lane change prediction by modeling the longitu-
dinal adjustment behavior and the gap acceptance of driver. The gap at a lane change
maneuver is de�ned as the space between the leading vehicle and the following vehicle at
the target lane. For adaptive cruise control, an adaptive system will automatically adjust
the distance to the leading vehicle to match the driver's preference. Another application
of gap acceptance is to predict the decision of the driver at anintersection where driver
has to wait for a appropriate gap to perform a turning maneuver [8].

3 Approach on Personalization

Driving style is an abstract concept that is not directly observable from the data. What
we can observe is the re
ection of driving style on some measurable signals like speed,
acceleration, etc. A survey conducted by Martinez et al. [9] shows that the choice of
input signals to use for detecting driving style variates from application to application.
In general the input signals could be divided into three main groups: vehicle dynamics,
energy consumption and personality traits. In this work we focus on the �rst category of
input signal since it is more general and always available inall maneuver execution.

3.1 Problem Formulation

Maneuver Execution Given a situation Si and a driver D j , the driving maneuver at
this situation could be formulated as a function ofSi and D j

M i = f (Si ; D j + � i ) (3)

where Si represents all environmental factors, such as tra�c situation or weather, D j

constitutes the driver's dispositional factors. BothSi and D j have an impact on how a
maneuver will be performed. However, the same driver could behave di�erently even if
the same situation repeats at some other time. Thus, a variable � i is introduced to capture
the 
uctuations in the driver's behavior. It can be seen as a noise term of driverD j while
performing a maneuverM i .
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Personalization of a Driver Model Given a driver D j at a situation Si , we now want
to predict a speci�c target value yi for the current situation. yi could be, for example,
the next action of the driver. To personalize the predictionof yi , we additionally have to
consider the in
uences of the driverD j + � i in this situation, since yi depends on these
both factors:

yi  Si ; D j + � i (4)

Now we have the same problem as in modeling maneuver execution,namely that the
driver's dispositional factors, which in
uenceyi , are not directly observable. This make
it impossible to learn the individual impacts of driverD j on yi . The problem is usually
reduced to predictyi given the current situation Si . This approach comes with an as-
sumption that the individual in
uence from a driver on yi is small or the behavior of the
drivers in training set is similar to testing set.

Incorporating Previous Maneuvers As mentioned above, in real-world driving data,
the drivers' factors are encoded in each maneuver executionM i . We therefore propose
that instead of learning yi as a function ofSi and D j , we can learnyi as a function of
Si and M i � 1, whereM i � 1 is a maneuver that was recently performed by the same driver
D j . This temporal restriction of M i � 1 allows us to approximate the current impact of the
driver D j + � i with D j + � i � 1, which was captured in the previous maneuver.

yi  Si ; M i � 1

 Si ; f (D j + � i � 1; Si � 1)

� Si ; f (D j + � i ; Si � 1)

(5)

The prediction of yi can then be written as a functionG of Si , D j + � i and Si � 1:

yi = g(Si ; f (D j + � i ; Si � 1))

= G(Si ; D j + � i ; Si � 1)
(6)

By taking M i � 1 into account, we are also using the previous tra�c situationSi � 1 for
predicting the current situation. With the assumption that yi does not depend on other
situations than the currentSi � 1, there should be no information ofyi contained inSi � 1. G
will be forced to learn to extract useful information about the driver from past maneuvers
and then how they will a�ect the decision of the driver in the current situation.

3.2 Extracting Driver's Information

A maneuver execution (M i ) is characterized by a multivariate time series of sensor values:

M i = ( x i; 1; x i; 2; :::; xi;n ); n > 0 (7)

wheren is the length of the time series andx i;t is a column vector of sensor values at time
t. It has to be noted that the length of a maneuver varies, depending on the driver and
the tra�c condition. To learn from this kind of data we either have to convert them into
�xed-length feature vectors or make use of a models that can handle arbitrary length.

In this work, we used two approaches to extract a driver's information from the last
executed maneuvers. The �rst approach extracts features from the time series by compu-
ting the statistical information (i.e. minimum, maximum and standard deviation) from
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Figure 2: Proposed architecture to capture the driver information from previous maneuver
executions and use that for predicting the current situation

each sensor. The second approach makes use of recurrent network layers and takes the
whole maneuver execution as an input. While the idea of the �rst approach is widely
used in the literature for extracting driver's information, the second one does not make
any assumption about the statistical values but learns to extract useful information direct
from raw data.

4 Modeling Maneuver Dependency

We have now formulated the prediction ofyi as a function of the current situationSi and
the previous maneuverM i � 1. By incorporating the previous maneuverM i � 1 as input,
the individual in
uence of the current driver will also be considered for predictingyi .
This can be extended by incorporatingk last maneuvers that were performed by this
driver (M i � 1; M i � 2:::M i � k). Fig. 2 shows an example of a network that additionally uses
k = 3 last maneuvers as features. To validate this concept we test it with k = 1 which is
theoretically easier to train and requires less data. We usea neural network to model the
function G, whose objective is to predict the taken gaps.

4.1 Network Architectures

We design the network using two input layers separately, one takes the current situation
(Si ) as input and the other is used for capturing useful information from the previous
maneuver (M i � 1). Each of these two input layers are then followed by hidden layers and
form two separate paths. For the ultimate purpose of predicting yi , these two paths are
then combined in the deeper layers, followed by further hidden layers and lastly the output
layer. The whole network is trained by back-propagating theclassi�cation error.

Using this network structure allows us to customize the two input paths individually
and make it possible to apply di�erent regularization strategies on each path. This is
useful to deal with over�tting since it could be a problem when using previous maneuvers.
Furthermore, the input path for capturing past maneuverM i � 1 could be removed from
the architecture, which results the common approach that learn to predict yi directly from
Si .
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(a) Test route for recording data. The rounda-
bout and left turn are marked in orange and red

(b) Histograms of taken and ignored gaps

Figure 3: Visualization of driving route and statistics of gapsat the left-turn situation

4.2 Extracting Driver Information with Neural Network

As mentioned in 3.2, extracting driver information fromM i � 1 could be done in two di�e-
rent ways. We modeled the �rst approach by con�guring the �rst input path using fully
connected layers that take statistical values from the lastmaneuver execution as input.
The function G could then be written asG(Si ; hs(M i � 1)) or Gs(Si ; M i � 1) for short. Here
hs compute the statistic information of the given maneuver. The second approach makes
use of a recurrent layer to capture the maneuver execution. In particular, we use Long
short-term memory networks (LSTM) [10] for capturing past maneuversM i � 1. LSTM
Networkss have proven to be quite successful for sequence learning problems [11,12]. The
function G in this case is formalized asG(Si ; hlstm (M i � 1)) or Glstm (Si ; M i � 1) for short.
Herehlstm depicts the LSTM layer that return hidden representation ofthe given maneu-
ver M i � 1.

By using di�erent type of past maneuvers, the performance ofthe trained model can
be used for measuring which maneuver contains more useful information about the driver.
Such maneuvers can then be used to characterize the driver and serve as input for further
adaptive systems.

5 Experiments

Data set The data used in this work were collected from 32 drivers which cover a wide
range of ages and driving experiences. From each driver we recorded 30 rounds of driving
on a pre-de�ned route. The data set was collected in real-world tra�c (see Fig 3a). The
chosen route is a common urban route which requires the driverto perform di�erent
maneuvers like roundabout, left turn at 50 km/h zone (main left turn) , intersection with
left yields to right, left turn at 30 km/h zone (left turn 1 and 2), etc. For our experiments,
we focused on the two most complex maneuvers: roundabout and left-turn at 50 km/h
zone.

For capturing the driving style we use four signals as features for describing a maneuver
execution, which include speed, longitude acceleration, latitude acceleration and steering
wheel speed. As features for describing the intersection situation we additionally use the
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Figure 4: Illustration of the left turn situation with two possible gaps to take

position of the ego vehicle to determine the distance to the middle of the intersection.

Gap Acceptance at Left-Turn Maneuver In an unsignalized intersection scenario,
in which the incoming tra�c has the right of way. We observe that the preference of
the driver in choosing gaps di�ers from driver to driver. Gaps that are in range from
approximately 3 to 7 seconds could either be taken or ignored, depending on the driver's
preference, as shown in Fig. 3b. In such a scenario, the problem of predicting the gap
acceptance of driver should not only consider the current tra�c situation but also the
driver's individual preferences.

We detect the oncoming tra�c using the equipped front-radar: their the relative
position, speed and size. Based this information, each potential gap for turning left is
computed. An illustration of the application at an intersection is shown in Fig. 4, where
the ego vehicle is depicted as a red box and the incoming vehicles are shown in gray. The
size of the �rst gap is the distance between the closest incoming vehicle and the middle of
the intersection (reference line). The last gap is computed based on the furthest detected
incoming vehicle and the maximum radar range. All gaps betweenthese two gaps are
bounded by a leading vehicle and a following vehicle. For each gap we compute the time
(t i ) that is available for the driver to turn left: t i = si =vi , where thesi is the longitudinal
size of gapi and vi is the current speed of the following vehicle that forms gapi .

6 Evaluation

6.1 Evaluation Setup

We evaluate our method using 10-fold cross-validation to construct training and testing
sets. The data are split into 10 equal and disjoint folds according to the driver ID. This
assures that the model will be evaluated unseen drivers. In total we evaluate four models.
As the baseline model, we estimate the best possible threshold that separates the taken
gaps from the ignored gaps in the training set. The baseline is then compared to the three
models described in the previous sections:

ˆ G(Si ) only use the current situation as input (the �rst input path is removed).
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Table 1: Mean ofF 1 and accuracy score on validation set over 10-fold cross-validation

Model F1 Score Accuracy
Threshold 81.9 % 89.8 %
G(Si ) 86.8 % 92.6 %
Gs(Si ; M i � 1) 88.8 % 93.2 %
Glstm (Si ; M i � 1) 91.1 % 94.7 %

(a) Incorporating M i lead to improvement (b) Over�tting on training data

Figure 5: Learning curve on di�erent validation folds

ˆ Gs(Si ; M i � 1) uses the statistical values from the roundabout maneuver

ˆ Glstm (Si ; M i � 1) captures the maneuver execution sequenceM i � 1 using LSTM layer.

6.2 Results of learning from previous maneuvers

The average F1 score and the accuracy of all four models on the validation sets are show in
Table 1. Both variants that extract information from M i � 1 show signi�cant improvements.
The overall best score is obtained byGlstm , which uses an LSTM layer for capturingM i � 1.
Various network con�guration are tested with di�erent regularization parameters applied
to each input path individually. In all settings, using extra information from M i always
leads to improvement of the prediction performance.

The improvement observed forGs(Si ; M i � 1) con�rms that the statistical values of
a maneuver execution contain information about driving style. This is also the tradi-
tional approach for characterizing a driver. The additional improvement obtained by
Glstm (Si ; M i � 1) indicates that there is more information about the driver,which can be
extracted by considering the raw maneuver execution instead of only using its statistical
values.

6.2.1 Over�tting

Reviewing the cross-validation results, we observe the improvement in terms of F1 score
and accuracy ofGs(Si ; M i � 1) and Glstm (Si ; M i � 1) over G(Si ) in eight out of ten folds.
The maximal improvement reaches 18.5 % in F1 score which translates to 9.4 % accuracy.
Fig 5a shows the validation score of all three models in one of these eight folds. Here
we can see thatG(Si ) gets stuck and its best score is quite low, whereas both, theGs
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Table 2: Comparison on the impact of extracting informationfrom di�erent maneuvers

Used Maneuver F1 Score Accuracy
Lefturn 1 90.2 % 93.7 %
Lefturn 2 90.0 % 93.6 %
Roundabout 91.1 % 94.7 %

and Glstm models bene�t from the extra input M i � 1 and reach much higher accuracy. In
Fig 5b we observe the �rst slight e�ect of over�tting as the score of Glstm and Gs keeps

uctuating and over�t on training data after 40 epochs. To deal with such e�ect, early
stopping was also used for training the �nal model.

6.2.2 Evaluation using di�erent past maneuvers

As mentioned in Section 5, our test route also consists of other maneuvers that can be
used as input for the model. In this section, we evaluate and compare the impact of using
two other left turn maneuvers asM i � 1in predicting taken gaps. The results are produced
using the LSTM architecture in Section 2 | Glstm (Si ; M i � 1). Table 2 shows the F1 and
Accuracy scores on predicting the taken gap at main left turn scenario. Overall, the
system still bene�ts the most when it extracts information from roundabout maneuvers.
Since we are predicting taken gaps at a left turn maneuver, the �rst intuition would be
the system should gain information of we use other past left turn as input. However, we
have to note that these two left turn maneuvers are located ina 30-zone with low tra�c,
whereas the main left turn is located at 50-zone with high-tra�c roads. The behavior of
the these two left turns are thus di�erent from the main left turn. On the other hand,
the roundabout maneuver is a complex one which is longer and require more inputs from
driver, therefore there should be more information that canbe extract from a roundabout
maneuver that is helpful for predicting taken gap

7 Conclusion

In this work we proposed a new approach to learn the dependency between maneuver
execution, namely to extract the information about driver behavior and style, and use
it to improve the performance of the prediction task in driver assistance systems. We
implement our approach using neural networks as building blocks and empirically evaluate
the model in a left-turn scenario using on-road data. The results show that the model is
able to extract the driver impact from the past maneuver executions and can use it to
improve the prediction by more than 9 % in terms of F1 score.

In general our approach can be used to evaluate the amount of information from
driver that can be extracted from a maneuver execution. We compared the e�ect of
using di�erent types of past maneuver on predicting taken gap. The results show that
roundabout maneuvers contain more individual informationfrom driver. From that the
gap prediction task bene�t more than from using turning maneuvers in 30-zone.
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Modeling of Drivable Free Space with Fused Camera
Data for Autonomous Driving

Oliver Speidel, Fabian Gies and Klaus Dietmayer�

Abstract: The detection and modeling of drivable free space is a major challengefor au-
tonomous driving. A novel approach is to use high resolution cameras especially in order to
get semantic information of the environment. However, most approaches fail to use a suitable
representation of the free space which is indispensable for subsequent processes like the behavior
and motion planning. This paper presents a generic framework for detecting and compactly
modeling free space based on fused camera data. For the detection, thedisparity image and
pixel classi�cation of a stereo-camera are used. Based on that, a new continuous semantic free
space model including temporal �ltering is introduced. First evaluations show impressive results
even in challenging scenarios.

Keywords: B-Splines, Camera Processing, Free Space Modeling, Temporal Filtering

1 Introduction

In the context of automated driving, the estimation of drivable areas is an essential and
intensively explored topic. A common strategy is to use a high-precision digital map
in which road areas are stored. By localizing the vehicle with a high-precision Global
Positioning System (GPS), a safe trajectory can be estimated based on the map and an
object tracking algorithm [4, 15]. Nevertheless, these concepts, which heavily depend on
digital maps, are not 
exible enough to overcome complex scenarios or situations with
poor GPS reception, for example in dense urban areas. So for autonomous driving it is
inevitable to detect the dynamic drivable space while driving.

In order to do so, a novel approach is to use camera based sensors in combination
with Convolutional Neural Networks (CNNs) as a pixel classi�cation of the scene can be
obtained [13]. Beside this, to overcome the missing 3D information in a mono-camera
setup, there are concepts utilizing depth information yielded by a stereo-camera [14].
However, an appropriate representation of the free space is required in order to plan the
vehicles motion for drivable areas. A common approach is to use grid maps where each
cell has a probability to be occupied [4]. An according extension are Digital Elevation
Maps (DEM) which additionally store height information of acell [12]. Another strategy
is to use so called Stixels, which model objects by vertical structures with according height
extensions [8]. To further reduce the complexity for motionplanning algorithms there are
more compact and e�cient mathematical models that explicitly represent the free space

� The authors are with the Institute of Measurement, Control, and Microt echnology at Ulm University,
Albert-Einstein-Allee 41, 89081 Ulm (e-mail: �rstname.lastname@uni-ulm.de).
The research leading to these results was conducted within the Tech Center a-drive. Responsibility for
the information and views set out in this publication lies entirely with the authors.
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boundary. Some novel approaches use polynomials, piecewise polynomials or B-splines
to represent the boundary. In their fundamental form, these models also allow to use
common temporal �ltering methods as, for example, the Information or Kalman Filter
(KF) for B-splines [9, 5].

To improve the accuracy and robustness of the obtained information, a multi sensor
setup in combination with information fusion algorithms can be utilized. A generic ap-
proach based on a grid map is presented in [4], where radar andlidar information are
fused, however, only free space and occupied cells are distinguished. A sensor speci�c
fusion based on Stixels is used in [6]. By that, a pixel classi�cation of a Neural Network
(NN) is fused with the result of an object detection algorithm applied on a disparity image
in order to detect unexpected objects.

In contrast, this paper presents a generic concept based on fused camera data in
order to model free space. Therefore, the information obtained by a disparity image
of a stereo-camera and a pixel classi�cation is fused to estimate the drivable free space
in vehicle coordinates. Additionally, a suitable spline model is developed which is not
only able to smoothly represent the position of a free space boundary but also holds
semantic information. Furthermore, a method for temporally �ltering the spline model
is introduced. The remainder of this paper is structured as follows. In Section 2 the
developed framework is presented. Section 3 shows results based on real world data.
Finally, a short summary and outlook is given in Section 4.

2 Free Space Modeling

2.1 Data Acquisition

As input data, the disparity imageCof a stereo-camera is utilized to get depth information
of the scene. Further semantic information is obtained by a NNwhich yields a pixel
classi�cation S of the image. Exemplary input data is depicted in Figure 1.

Generation of a Digital Elevation Map
The depth information is used to generate a DEM and to estimate labels for the single cells
by �tting adjacent planes and a street plane into the DEM. Theaccording algorithms are
described in [12].In general, each cell receives unary and binary probabilities for belonging
to a street or adjacent surface. The unary probability is based on the height of the cell
and the binary probability is based on the relative height ofneighboring cells. This
concept was extended by the labelobstacles. The according unaryobstacleprobability is
formulated as,

P(z; zmin ; zmax ; � o; Pmin ; Pmax ) = ( Pmax � Pmin )(s(z � zmin ; � o)

� s(z � zmax ; � o)) + Pmin ; (1)

where
s(� z; � o) =

1
(1 + exp(� � z=� o))

. (2)

Thereby, Pmin and Pmax are the minimum and maximum probability for the labelobstacle
and zmin and zmax denote the minimum and maximum height of an obstacle. Thus, the
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obstacleprobability increases for DEM cells with a height betweenzmin and zmax above
the street plane. The steepness of this gating function is controlled with � o. The binary
probability is equally distributed.

As a result, each DEM cell is described as 
 = [x ; P x ; h; p], wherex = [ xv; yv] is the
position of the cell center,P x represents the according covariances,h is the height andp
contains the label probabilities. In general the label setL = f street; obstacle; backgroundg
is applied.

Processing of Scene Labeling
Basically, any pixel classi�cation that provides at minimal the labels in L can be utilized
as input. The algorithm used in this work is described in [13]. In order to reduce noise
in S, a morphological opening on each of the probability sets is done followed by a
mapping of the labels toL . In the end, the pixel-wise probabilities can be associatedto
the DEM cells using the stereo depth information. Thereby multiple pixels in the pixel
classi�cation image possibly belong to a single DEM cell. Therefore, the mean of all
pixel-wise probabilities is used.

Data Fusion
Subsequently, the label probabilities can be fused for eachDEM cell independently. There-
fore, the single label probabilities for a cell yielded byC and S are weighted with a
con�dence weightwi . Consequently, the fusion can be calculated by

pF
i (l ) = ( wC

i (l ) � pC
i (l ) + wS

i (l ) � pS
i (l )) � wnorm ; (3)

where pC
i (l ) and pS

i (l ) represent the probabilities for the labell 2 L yielded by the ac-
cording sensor andpF

i (l ) is the label probability of the fused DEM which is normalized
with wnorm . This generic fusion also allows the integration of other information sources
as only the weighted probabilities have to be added before normalizing.

(a) Output Scene Labeling (b) Disparity Picture

Figure 1: Input Data Acquired by Existing Data Preprocessing Modules. On the left,
the image of a grey-scale camera overlayed by the pixel classi�cation result, where blue
denotes the labelbackground, green the labelstreet and red the labelobstacle. Thereby,
the grey areas are not labeled for performance reasons. On the right, the disparity image
is shown, where white pixels encode close data points and black pixels data points far
away. Unknown pixels are also encoded with black.
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2.2 Free Space Model

In order to be able to model the free space boundary, associated boundary pointsB =
b1:::m = [ xv; yv; pt ]T have to be extracted of the DEM, wherexv and yv describe the
position andpt = [ pt

s, pt
bg, pt

ob]
T describes the probability for the transition labels, i.e. the

label of the objects beyond the free space boundary. The boundary point estimation is
done column wise in the DEM which itself is aligned to theu-columns of the disparity
image. Thereby, the last free cell in each column representsa boundary point bj , where
pt is calculated by means of the label probabilities of surrounding cells ofbj . This is done
by using a mean �lter on the fused DEMM according to

pt
j (l

t = c) = mean(M p(l= c) =2 street; H bj ) ; (4)

with the boundary point bj in the center of the maskH and c 2 L . Where the size of the
mask de�nes the range of considered neighboring cells. While�ltering, the cells labeled
as street are ignored since only information about the occupied space is required. A
schematic illustration ofu-columns and boundary points can be seen in Figure 2. For the
mathematical model of the boundary, B-splines are utilized. Therefore, the control points
C = [ c1; :::; cn ] are estimated based onB . In addition, a knot sequence� = [ � 1; :::; � n+ d]
is utilized which is equidistant in the xy-plane and whered represents the order of the
spline. In addition to the position, the probabilities for transition labels are approximated
by the spline. This is done by adding additional dimensions to the spline for the labels
in L . The resulting boundary state model is given as

b̂(� ) = [ x̂v(� ); ŷv(� ); p̂t
s(� ); p̂t

bg(� ); p̂t
ob(� )]T = Ĉ � N d(� )T , (5)

whereN d(� ) contains the values of the basis functions of the B-spline.
In general, the control pointsC can be estimated by using a Least Squares Estimator

(LSE). With the concept of P-Splines [2] the curvature of the spline can be penalized
which enables the generation of smooth boundaries. The according LSE is given as

Ĉ (B ) = [( N d
T � N d + � � D k

T � D k )� 1 � N d
T � B T ]T ; (6)

wherek de�nes the order of the penalty and� the intensity.
Thereby, a crucial problem is the association of the boundary points to the corre-

sponding positions� i . In [11] and [10] the measurements are assumed to be equidistantly
distributed on the spline. In case of camera based sensors this is true for the image
plane or respectively theuv-plane. However, this assumption does not hold for complex
boundaries in thexy-plane as large distances might be covered by only a few boundary
points and thus leads to overshooting behavior of the spline. Therefore, in this work, the
positions of the boundary points on the spline are estimatedby their Euclidean distance
to each other. Thus,

� j =
jjb1;::;j jj
jjb1;::;m jj

� � n+ d ; (7)

where jjb1;::;j jj denotes the accumulative Euclidean distances fromb1 to bj and � n+ d is
the total length of the spline. In areas where the density of measurements is low, pseudo
measurements have to be generated in order to prevent ambiguous estimations. Consid-
ering the sensor model, the boundary between two boundary points has to be between
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(b) Boundary Points in Downscaled DEM

Figure 2: Exemplary Boundary Points. On the right, exemplary position of boundary
points in a downscaled DEM, where blue denotes the labelbackground, green the label
street, red the labelobstacleand yellow the labelunassigned. The crosses represent the
position of boundary points. On the left, schematic spline models, where the measured,
predicted and �ltered spline as well as the according boundary points of u-columns are
depicted. In addition, 3 corresponding boundary pointsbj are labeled.

the according DEM columns. Therefore, pseudo boundary points can be estimated by
linear interpolation. If the distance between two boundarypoints exceeds the required
minimum distance, an additional boundary pointbj = 1

2(bj � 1 + bj +1 ) is generated. As a
result, a smooth boundary spline can be estimated. Examplesfor both spline models are
depicted in Figure 3.

2.3 Temporal Filtering

In order to estimate the boundary up to the margins of the DEM and to improve the
robustness of the free space model, a temporal �ltering basedon a Extended Kalman
Filter (EKF) [1] is implemented. Thereby, C is treated as the state andB contains
the measurements. Therefore, the association of a predicted boundary point b̂j (k + 1jk)
with a measurementbj (k + 1) is done by calculating the intersections of the predicted
spline with the DEM columns. As a result, eachbj (k + 1) can be easily associated with a
b̂j (k + 1jk). Finally, the single �ltered boundary points b̂1;:::;m (k + 1jk + 1) are calculated
independently and consequently the �ltered control pointsĉ1;:::;n (k + 1jk + 1) can be
estimated. The di�erent boundary points are depicted in Figure 2 and the according
prediction of measurements and the subsequent innovation isdescribed in the following.

Prediction
The prediction of the control points is done with the assumption of constant turn rate
and velocity (CTRV) which results in a standard prediction step of a EKF. However, the
transformation of the position covariances into the measurement space is approximated.
This is done by treating the elements of the covariance matrices as additional dimensions
of ĉi and as a result an approximation of the covariances for the position of corresponding
boundary points is obtained.
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Figure 3: Exemplary scenes for a qualitative comparison between the proposed spline
model in the xy-plane (orange) and the state of the art model with equidistant knots
(purple) or respectively in theuv-plane. In the top row, the splines transformed into the
image plane. In the bottom row, the splines in top view.

Innovation
Before calculating the �lter gain, further adoptions are made. The model used for the
prediction assumes a static boundary which, obviously, does not hold for dynamic objects.
Therefore, the covariances of the boundary points are adapted according to their label.
Finally, a Kalman update for the positions can be performed.

The �ltering of the labels has to be done separately. For thisreason, �xed weightings
wc

L ;j and wb
L ;j for the previous and measured label are used with

P
wL ;j = 1. Conse-

quently, the �ltered label probabilities are given as

p̂t
j (k + 1jk + 1) = wb

L ;j � pt
j (k + 1) + wc

L ;j � p̂t
j (kjk) : (8)

Based on that, the �ltered boundary pointsb̂1;:::;m (k + 1jk + 1) can be obtained by com-
bining the corresponding position and labels. Exemplary results are shown in Figure 4.
Thus, a temporal �ltering for the spline is available which avoids association problems
and handles semantic information.

3 Evaluation

For the evaluation, real world data is used which was acquiredwith an experimental
vehicle of Ulm University [4] and labeled manually in order to get ground truth data.
Thereby, four recorded sequences are used comprising rural roads and urban streets as
well as di�erent light conditions and complex scenarios in construction zones.

In general, the labeling in the image plane is done usingMatlab with the Annotation
Tool presented in [3] and the labeling toolbox shown in [7]. As all sequences together
contain more than 3000 frames, a subset of 80 frames are labeled with a high variety in
the scenes. Consequently, input data and according ground truth is available to evaluate
the detected free space.

Evaluating the accuracy of the spline position, boundary points of the labeled ground
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Figure 4: Boundary Spline Examples, where the labelbackgroundis encoded in blue,
obstaclein red andstreet is shown in green. On the left, the resulting free space boundary
spline in vehicle coordinates, where the DEM cell centers with according labels are shown.
On the right, the resulting free space boundary in the image plane, where the transition
labels of the spline are shown.

truth are used and a Root Mean Square Error (RMSE)

RMSE =

vu
u
t 1

mgt

mgtX

j =1

jjbj � b̂(� j )jj (9)

is calculated. Wherebj describes the ground truth boundary point that has the minimal
Euclidean distance to the spline boundary point̂b(� j ) and mgt is the number of evaluated
boundary points.

The label quality is evaluated separately by the percentage of false labels, where the
labelspt

j and p̂t (� j ) are compared. By that, the false label ratio is de�ned as

false label ratio =

P
l2L FP
mgt

; (10)

whereFP represents the false positives for the labell .
In order to analyze the accuracy of the spline model itself, the RMSE is measured

for the presented approach and the spline based free space model introduced in [9]. The
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Figure 5: Comparison between the RMSE yielded by the proposed spline model in the
xy-plane and the state of the art model with equidistant knots or respectively in the
uv-plane.

corresponding results are depicted in Figure 5 using all 80 annotated frames. Accordingly,
the median is reduced from 0:17m to 0:14m. Further, the standard deviation of the spline
resulting from the presented model is with 0:088m lower than 0:095m in the sate of the
art model. These �ndings are also qualitatively shown in Figure 3. Thereby, thexy-plane
spline is much smoother as there is no overshooting behavior.When using camera based
sensors this is often the case in transition areas between near and far objects.

Further, the temporal �ltering of the spline is evaluated in Figure 6. Thereby, the
advantages of the �ltering can be illustrated best for straight road parts as the utilized
ego motion module yields worse yaw angle estimations in curvy scenarios. This leads to
errors of the spline prediction but due to sensor input and notthe concept itself. The
median of the label error evaluated on a range of 40 meters canbe reduced from 0:61%
to 0:36% by the �ltering, as well as the upper quartile and whisker.

As the �ltering leads to stronger smoothing at object transitions,backgroundboundary
parts are used to calculate the RMSE in order to keep comparability by using the same
parameter set. The median of the RMSE is reduced from 0:135m to 0:127m however
the upper quartile increases form 0:199m to 0:214m in the �ltered result. This is due to
some outlier frames in which the yaw angle estimation is still inaccurate. By regarding
the spline boundary up to 25 meters and therefore reduce the in
uence of errors in the
estimated yaw angle, it can be seen that the median with 0:099m and 0:113m as well as the
upper quartile of the RMSE with 0:129m and 0:131m is lower in the �ltered result. The
remaining outliers occur due to systematic errors of the input data in multiple subsequent
frames and therefore can not be compensated with �ltering algorithms. By regarding the
qualitative results1, it can be observed that the boundary is smoothly estimated up to
the DEM margins. In addition, the �ltered boundary appears much more stable.

Consequently, the developed spline model successfully represents the free space bound-
ary even better than state of the art concepts. Given a accurate yaw angle estimation, the
boundary can be additionally tracked and improved by the presented temporal �ltering
approach.

1https://youtu.be/P18miHm0chE
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Figure 6: Evaluation of the Temporal Filtering, wherebackgroundboundaries on straight
sequences are regarded. First row, evaluation of the RMSE witha range of 40 meters.
Second row, evaluation of the RMSE with a range of 25 meters. Third row, evaluation of
the label error ratio on a range of 40 meters.

4 Conclusion and Outlook

The main contribution of this paper is a new continuous semantic free space model with
an according temporal �ltering. In addition, a generic concept for the integration and
fusion of semantic camera based data is proposed. As the evaluation shows, the proposed
concept is capable of representing even complex scenarios and the spline model even
outperforms state of the art concepts.

To further improve the results, future work includes the incorporation of lidar data,
as well as an improved estimation of the yaw angle by utilizing the sequence of stereo
images. In addition, it is reasonable to replace the currently used pixel classi�cation with
a state of the art concept. Furthermore, a real time implementation is aspired in order to
use the free space representation for motion planning.

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� � �¡�£



References

[1] Yaakov Bar-Shalom, X Rong Li, and Thiagalingam Kirubarajan. Estimation with
applications to tracking and navigation: theory algorithms and software. John Wiley
& Sons, 2004.

[2] Paul H. C. Eilers and Brian D. Marx. \Flexible Smoothing with B-splines and
Penalties". In: Statistical Science11.2 (1996), pp. 89{102.

[3] F. Kor�c and D. Schneider. Annotation Tool. Tech. rep. TR-IGG-P-2007-01. June
2007.

[4] F. Kunz et al. \Autonomous driving at Ulm University: A modular, robust, and
sensor-independent fusion approach". In:2015 IEEE Intelligent Vehicles Symposium
(IV) . June 2015, pp. 666{673.

[5] F. Oniga and S. Nedevschi. \Curb detection for driving assistance systems: A cubic
spline-based approach". In:2011 IEEE Intelligent Vehicles Symposium (IV). June
2011, pp. 945{950.

[6] Sebastian Ramos et al. \Detecting Unexpected Obstacles for Self-Driving Cars:
Fusing Deep Learning and Geometric Modeling". In:CoRR abs/1612.06573 (2016).

[7] Bryan C. Russell et al. \LabelMe: A Database and Web-Based Tool for Image An-
notation". In: International Journal of Computer Vision 77.1 (May 2008), pp. 157{
173.

[8] L. Schneider et al. \Semantic Stixels: Depth is not enough". In: 2016 IEEE Intelli-
gent Vehicles Symposium (IV). June 2016, pp. 110{117.

[9] M. Schreier, V. Willert, and J. Adamy. \From grid maps to Parametric Free Space
maps; A highly compact, generic environment representationfor ADAS". In: 2013
IEEE Intelligent Vehicles Symposium (IV). June 2013, pp. 938{944.

[10] Matthias Schreier.Bayesian environment representation, prediction, and criticality
assessment for driver assistance systems. Technische Universit•at Darmstadt, 2016.

[11] Jan Siegemund. \Street Surfaces and Boundaries from Depth Image Sequences Using
Probabilistic Models". PhD thesis. Universit•ats-und Landesbibliothek Bonn, 2013.

[12] J. Siegemund et al. \Curb reconstruction using Conditional Random Fields". In:
2010 IEEE Intelligent Vehicles Symposium. June 2010, pp. 203{210.

[13] M. Thom and F. Gritschneder. \Rapid Exact Signal ScanningWith Deep Convo-
lutional Neural Networks". In: IEEE Transactions on Signal Processing65.5 (Mar.
2017), pp. 1235{1250.

[14] Q. Yang et al. \Road detection by RANSAC on randomly sampledpatches with
slanted plane prior". In: 2016 IEEE 13th International Conference on Signal Pro-
cessing (ICSP). Nov. 2016, pp. 929{933.

[15] J. Ziegler et al. \Making Bertha Drive; An Autonomous Journey on a Historic
Route". In: IEEE Intelligent Transportation Systems Magazine6.2 (Summer 2014),
pp. 8{20.

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� � �¡�¤



Extended Object Tracking With Transparency
Mitigation

Tobias Hirscher, Hanne Hettmann, Marco Heimberger, und Jens Honer�

Zusammenfassung: We propose an e�cient approach to enhance the measurement likelihood
of di�erentiable star-convex extended target models to mitigate unlikely association processes
due to self-occlusion. Our approach allows us to retain an e�cient computation of likelihoods
and hence the correction step for extended targets while simultaneously penalizing unlikely
measurement to target associations. In combination with a �lter that is able to process multi-
modal distributions we �nd that this leads to a signi�cant increase i n tracking performance,
in particular during the initialization of the �lter. We demonstrate an implementation based
on the recently proposed Gaussian process extended target model and show how our rede�ned
likelihood improves real-world tracking performance using automotive LIDAR data.

Schl •usselw •orter: extended target, Gaussian process, transparency

1 Introduction

Robust automotive environment perception is based to a large extent on the tracking
of dynamic targets. For this purpose, the recorded data fromone or several sensors is
processed to continuously estimate the pose and behavior ofan unknown number of
objects in the vehicle surrounding. Due to the high resolution of modern sensors like laser
scanners a single target potentially generates more than one measurement per scan. To
track such an extended target the simple point object model commonly used in literature
has to be replaced by a more advanced model of the target object [1].

The widely used approach of adding a preprocessing step to reduce the complex measu-
rements patterns to trackable features of the extended targets [2] results in using heuristics
and a loss of information. The spatial distribution model avoids this problem by removing
the preprocessing step and working on the full set of measurements [3]. [4] introduced the
random matrices model that assumes the object extent is the primary source of measu-
rement uncertainty. For Gaussian distributed measurements they provide a closed form
expression for the target state distribution in the form of an inverse Wishart distribution
coupled with a Gaussian distributed kinematic state. The restriction of negligible measu-
rement uncertainty was later generalized by [5], with further improvements of this model
done by [6] and [7]. [8] suggests rectangular and ellipticalshapes by means of superpositi-
on of Gaussian likelihoods, whereas [9] describes a particle�lter for tracking rectangular
shapes. An approach to track general star-convex shapes was proposed by [10, 11] in the

� Valeo Schalter und Sensoren GmbH, 74321 Bietigheim-Bissingen, Germany(e-mail: f tobias.hirscher,
hanne.hettmann, marco.heimberger, jens.honerg@valeo.com).
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form of the random hypersurface model. [12] provide a �lter to track arbitrary forms by
employing local grid maps.

The technique to illustrate the boundary of extended objects described in the present
paper was initially applied in the context of a tracking application in [13]. Due to its
analytical properties, the Gaussian processes (GP) have often been utilized in the �elds of
machine learning, signal processing and statistics. They can be regarded as distribution of
functions and in turn allow the representation of an object contour as star-convex shape
described by a radial function. Coupled with a multivariateGaussian to represent the
distribution of the kinematic state [13] could track arbitrary star-convex targets while
simultaneously estimate their shape.

The original de�nition of GPs is not applicable for recursive application like object
tracking since the di�erent measurements are recorded sequentially in each measurement
cycle. For this reason, [14] used the recursive formalism ofthe GPs introduced in [13]. That
this measurement model can be used within a modern multi-object tracking framework
to track multiple objects with di�erent kind of shapes was shown in [15].

A major weakness of the GP measurement model implemented in [13] and [15] is
the fact that the correction step is not unique but various combinations of the objects
center of rotation and its boundary contour exist in parallel. Consequently, there is a
chance of associating measurements to the wrong, i.e. the occluded side of the shape,
which implicitly leads to the assumption of a transparent target. In the present paper we
suggest a solution for the described transparency problem and demonstrate the results
with real-word data recorded with a state of the art automotive laser scanner.

The paper is structured as follows. First we are providing themain idea of Gaussian
processes and how they can be �tted into tracking applications in section 2.2. Than we
present how the single object is modeled and how the corresponding Gaussian process
measurement model is executed in section 3. section 4 is pointing out the transparency
mitigation and its use together with the Gaussian Process measurement model. Numerical
results on experimental data is shown in section 5. Finally thepaper is concluded in
section 6.

2 Target Motion and Measurement Model

The following section imparts the basic knowledge about Gaussian processes and explains
how they can be used to model extended objects in the context of tracking applications.
In this paper scalars are stated with lower case letters (e.g. x), vectors with bold printed
lower case letters (e.g.x ) and both sets and matrices with upper case letters (e.g.X ).

2.1 Recursive Gaussian Process

A GP [16] is a stochastic process which can be regarded as multivariate Gaussian distri-
bution over functions. It can be described with

f (u ) � GP (x(u ); k(u ; u 0)) (1)
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and uniquely de�ned by its mean function and its covariance function

x(u ) = E[f (u )] (2)

k(u ; u 0) = E[(f (u ) � x(u ))( f (u 0) � x(u 0))] : (3)

According to its interpretation as multivariate Gaussian distribution, the function
valuesf (u) of a GP are evaluated at the positions of the set of inputsu and follow the
Gaussian distribution curve.

2

6
4

f (u1)
...

f (un )

3

7
5 � N (x ; K ); with x =

2

6
4

x(u1)
...

x(un )

3

7
5 K =

2

6
4

k(u1; u1) : : : k(u1; un )
...

. . .
...

k(un ; u1) : : : k(un ; un )

3

7
5 : (4a)

Classical GPs are designed as batch processes, i.e. all the input data is available from
the start [16]. [13] applied the recursive formulation of GPs derived in [14] to come up
with the sensor data sequentially arriving in each update step. By the de�nition of the
GP recursion as state space model it is possible to use a Kalman �lter to recursively
correct the GP estimation based on newly available measurements. Within this process
the measurement model for the shapef (u) of an extended target is de�ned as

yt = f (ut ) + w; w � N (0; R); (5)

w being the normal distributed zero-mean measurement noise with its covarianceR. The
goal of the recursion is to estimate the approximationf t of the function f (u) at a �nite
set of speci�c basis valuesu f . The so-called basic vectorsf t located at basic points
u f b= f uf

i j i = 1; : : : ; ng are recursively estimated at the timestepst = 0; 1; : : : . Set of
measurementsz t b= f zt;i j i = 1; : : : ; mg at corresponding inputsu t b= f ut;i j i = 1; : : : ; mg
are observed for that. The positions and the numbern of basic vectors are the same for
all timesteps t. For better readability we will omit the time index t in most of the case
and use it only if is needed for a better understanding. The basis vectors are a spares
representation of the GP. Assuming that the measurementsz and the function valuesf
are jointly Gaussian, [16] showed that the conditional posterior density is given by

p(f j z1:t ) = N (f ; x f ; P f ) (6)

using the mean function valuesx f = [ x f
1(uf

1); : : : ; xf
n (uf

n )] at the basis pointsu f and the
process noise covarianceP f . Further assuming a measurement process as de�ned in (5)
with w � N (0; R), the conditional measurement likelihood function [16] is given by

p(z j f ) = N (z; z+ ; Rf ): (7)

Here the predicted measurements arez+ = H f x f , the observation model and the mea-
surement noise are

H f = K mf K � 1
f f (8a)

Rf = K mm + R � K mf K � 1
f f K fm : (8b)

Here we use the short hand notationK mf = K (u ; u f ), K mm = diag[K (u ; u )], K f f =
K (u f ; u f ) and K fm = K (u f ; u ) for the kernels of the GP. The whole process can be
described in terms of Kalman prediction and correction equations as shown in [15].
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Abbildung 1: Gaussian process measurement model with its describing parameters. The
approximation of a vehicle with basic vectorsx f and the corresponding basic angles� f is
visualize in (a). The green makes are examples of observations z of a sensor while the red
mark is a special marked observation showing the relation of local measurement angles
� L to the velocity vector v and the orientation  of the object model. (b) illustrates the
Gaussian process modeling the vehicle in (a) as functionf (� ). The red line shows the
smoothed local mean functionf (� f ) of the Gaussian process whereas the blue line is the
function based on the global basic angles� (f;G ) .

2.2 Extended Object Model

Following the implementation described in [13], GPs can be applied to model moving
extended objects with a radial shape. The basis points are de�ned at speci�c angles � f

which span the interval [0; 2� ), whereas the values of the mean functionx f describe the
radial distance at the corresponding angles as illustrated in Fig. 1.

Augmenting the kinematic object model with the state space model of the GP, it is
possible to simultaneously estimate the motion and the extent of an object. The combined
state vector is then given by

x = [( x kin )T (x f )T ]T ; with x kin = [( x pos)T  (x ho)T ]T : (9a)

The motion statesx kin consist of the positionx pos = ( xc; yc) and the target orientation
 as well as the higher order componentsx ho of the center of rotation (COR) and the
orientation  . In this work we are using only the velocityv of the COR as higher order
component, thereforex ho = v. We also assume a constant target object shape, i.e.x f =
x f

0 . This assumption signi�cantly decreases the computationale�ort of the correction
step since it avoids the online inversion of the GP correlation kernel. Note that discrete
changes between di�erent shapes may be introduced by the useof a mixture model in
combination with state transitions. The state vector and its covarianceP are recursively
predicted with an unscented transform (UT) similar to the one shown in [17] and corrected
with an extended Kalman �lter (EKF) in analogy to [13].

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� � �¡�¨



2.3 Covariance Function

The choice of the GP kernel or covariance function has a strong impact on the behaviour
of the target shape. [13] used a periodic covariance function given by

kper (�; � 0) = � 2
f e�

2 sin 2
�

j � � � 0j
2

�

l 2 + � 2
r � �� 0: (10)

The parameterl denotes the length-scale which can be interpreted as the distance in the
inputs required for a signi�cant change in the outputs. The factor � f is the prior variance
of the signal amplitude and� r is the variance of the Gaussian prior. Using a periodic
kernel a GP can model 2� -periodic functions which allows di�erent mean and covariance
values at basis angles.

The symmetric covariance function also presented in [13] corresponds to the periodic
covariance function with twice the frequency. It enables faster estimations of the object
shape in case of centrically symmetric targets. Contrary to the periodic covariance func-
tion, the symmetric covariance function implies that the COR lies at the object's center.
Since in the context of moving vehicles the COR is more likelyto be at the center of the
rear axis, [15] suggests an axis-symmetric covariance function.

Note that in the simpli�ed case with constant target shape, i.e. x f = x f
0 , additional

symmetries within the GP kernel are not required.

3 Gaussian Process Tracking

In this section we will roughly describe the prediction stepof the tracking �lter and in
more detail the combined measurement update of the kinematic state and the GP.

3.1 Target Prediction

The prediction of the GP state and covariance is carried out according to the equations
of the GP in [15]. The prediction of the kinematic state is performed according to [17] via
an UT implementation.

3.2 Measurement Correction

The a priori distribution of the state x is recursively updated with a set of measurements
Z b= f zk j k = 1; : : : ; mg at each timestept.

In turn every measurementz has to be associated with a local angle� relative to the
COR x pos and the orientation  of the object. These local angles are determined by

� L = � L (x pos;  ) = � G(x pos) �  (11)

with � G(x pos) the global angles of the measurements relative to the x-axis. This measu-
rement process is depicted in Fig. 1. The local angles are usedto describe the relation
between the object states and the measurements

Y = x pos + p(x pos)f (� L ) + w (12)
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with w the measurement noise as de�ned in (5). The radial functionf (�) describes the
extent of the objects relative tox pos depending on the local angles� L . Last, the vector

pk(x pos) = p(� G
k (x pos)) =

�
cos(� G

k (x pos))
sin(� G

k (x pos))

�
=

zk � x pos

jj zk � x posjj
(13)

is the unit vector from the target center in the direction of the respective measurement.
By use of the above de�nitions (12) may be written as

Y = x pos + p(x pos)[H f (� L )x f + � f ] + w; � f � N (0; Rf (� L )) (14)

Y = h(x ) + e; e� N (0; Rgp) (15)

with the nonlinear measurement function

h(x ) = x pos + p(x pos)H f (� L )x f ; (16)

and the combined measurement noise

Rgp = p(x pos)Rf (� L )p(x pos)T + R: (17)

SinceR was already accounted in (17) it can be neglected in (8b). Thecombined likelihood
of the kinematic state and the shape is in turn given by

p(Y j x + ) = N (Y; Z+ ; Rgp) where Z+ = h( x + ): (18)

The m measurementsZ as well as the combined measurement noiseRgp and the
nonlinear measurement functionh(x ) are reformulated for the purpose of the correction
step as

z = [ zT
1 ; : : : ; zT

m ]T ; Rgp = diag[R1; : : : ; Rm ]; h(x ) = [ h1(x )T ; : : : ; hm (x )T ]T : (19)

Using this augmented formulation, the a priori distributionof the state x can be recur-
sively updated by applying the EKF equations similar to [13]Following the well-known
EKF formulation the nonlinearity of the measurement function h(x ) linearized and yields
the JacobianH . The assumption of a constant a priori known shape allows theanalytical
calculation (cp. [13]) of the gradient according to the following equations:

H =
dh(x )

dx
=

d
dx

[h1(x )T ; : : : ; hn (x )T ]T (20)

d
dx

hk(x ) =
�

dhk(x )
dx pos

;
dhk(x )

d 
;
dhk(x )
dx ho

;
dhk(x )

dx f

� T

=
�

Hpos; h  ; Hho; Hx f

� T

(21)

with

dhk(x )
dx pos

= I +
@pk(w )

@w

�
�
�
�
w = x pos

H f (� L
k )x f + pk(x pos)

@Hf (u)
@u

�
�
�
�
u= � L

k

@�Gk (w )
@w

�
�
�
�
w = x pos

x f

dhk(x )
d 

= � pk(x pos)
@Hf (u)

@u

�
�
�
�
u= � L

k

x f dhk(x )
dx ho

= 0
dhk(x )

dx f
= 0 (22)

Note that the dimensions of above matrices are

Hpos 2 R2 x 2; h  2 R2 x 1; Hho 2 0 2 R2 x ( jx kin j� 3); Hx f 2 R2 x jx f j : (23)
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4 Transparency Mitigation

This section describes a modi�ed likelihood function that penalizes associations of measu-
rement to an unobservable part of the target model and represents the main contribution.
The lack of such a penalty in the original Gaussian process target model [13] may lead to
the association of measurements to the target surface opposite to the sensor-facing side
and hence yield to wrong association between measurement and obstacle surface which
leads in this regard to a false estimate of the COR. In the following we will use the term
transparent target for this e�ect. The root cause of this behavior is the e�cient associa-
tion scheme within the Gaussian process target model in which the relative position of
the measurement with respect to the center of the star-convexshape determines where
on the surface the measurement point is assumed to originate,see eq. (16).

Since we do not want to compromise the e�ciency of this approach we modify the
likelihood function itself rather than the association logic according to

g(Z jx ) = gf (Z jx )gp(
 (Z; x )) (24)

where gf (Z jx ) is the association likelihood of the measurementsZ to the track x [18],
with the weighting function gp(
 (Z; x )) depending on

~
 (z;x ) =

�
dz

d� G ; ẑ(x pos )
�

k dz
d� G kkẑ(x pos )k

(25)

the angle between the tangential vectors of the curve given by (12) and its orthogonal
projection on the tangential plane spanned by the �eld of view of the sensor. Note that
this approach may be considered as a failure recognition of the association scheme. The
modi�cation will not create a better association between measurements and the target
surface like in [19] but only determine its failure and in turn penalize such an association.
In turn the approach should be combined with a sophisticatedmulti-hypothesis tracking
framework like a Bernoulli Filter.

In order to decrease the complexity of our calculation we approximate


 (z;x ) �

�
dz

d� G ; n(x pos)
�

k dz
d� G kkn(x pos)k

(26)

in which we replaced ^z(x pos) with n(x pos) which is constant for a given target. This
approximation is valid as long as �eld of view occupied by thetarget is small. This
is usually the case for vehicles in front (or the rear) of the host vehicle and thus well
justi�ed for applications such as target tracking for adaptive cruise control. Note that in
both cases the function
 only depends on the angle between the center of the target and
the measurement point. The functiongp(
 (Z; x )) is then chosen according to the speci�c
sensor in use and the predominant use-cases. A simple but already su�cient realization
of the function 
 (Z; x ) for automotive LIDAR sensors and highway/rural road scenarios
used to generate our results is illustrated in Fig. 2.
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shown as colored dots in the upper right are generated on the target surface. The intensity
of 
 (Z; x ) for each measurement is visualized with the colorbar on the right. The blue
marks demonstrating observations which will get a penalty weight.
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(c)

Abbildung 3: Second scenario to compare a Gaussian mixture target track with three
components with and without applying the transparency weighting function gp(
 (Z; x )).
The �gure on the top visualizes the trajectory output of the bernoulli �lter. On the bottom
(b) is showing the logarithmic existence probability of thetarget track for every timestep
with executing the weighting function and (c) without it.

5 Results

The e�ect of the transparency mitigation function gp(
 (Z; x )) we will evaluate in the fol-
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Abbildung 4: Comparison of a scenario with and without using the transparency weighting
function gp(
 (Z; x )). In the top left the trajectory of a Gaussian mixture target track
containing three components without applying the weighting function and in (b) with use
of the function. In both �gures (a) and (b) the measurements are shown with colored
markers and the estimated target extent with colored polygons. The di�erent painting
illustrates the diverse timesteps. Black correspond to the initial step. Figure (c) as well as
(d) are describing the normalized likelihoods of the three Gaussian mixture components
at each timestep of the scenarios shown in (a) and (b).

target vehicle is driving in front of the host vehicle with a similar high velocity whereas in
the second scenario the target vehicle is performing a rightturn at approximately the same
velocity as the host vehicle. The scenarios were recorded with a Valeo Scala Generation 1
LIDAR mounted in the front bumper of the host vehicle. The measurement frequency is
25 Hz and features a range of detection of 100 m for a target with8% re
ectivity and an
azimuthal resolution of 0:25� in a �eld of view of � 72:5� . All presented �gures are visuali-
zed in the (right-handed) vehicle coordinate system with the origin located at the center
of the rear axis of the host vehicle and thex-axis situated along the vehicle symmetry
axis. For the target tracking framework we use a simple Bernoulli �lter implementation
[20]. The kinematic state of all components is modeled with (9a) and the target extent
is modeled with a Gaussian Process with constant basic vectors x f = x f

0 and cardinality
jx f

0 j = 20. (see section 2.2.) Thex f
0 and corresponding angles are chosen to approximate

a rectangular vehicle shape with a width and length of 2:0 m and 4:8 m, respectively.
The covariance if provided by the correlation function (10)with parameters � f = 0:30
m, � r = 0:06=4 m and the lengthscalel = �= 10. The noises parameters of the kinematic
process are set to� v = 1:55 m/s2 for the velocity and � � = 0:22 rad / s2 for the yaw
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rate. Last the measurement noise variance is chosen to beR = 0:10I m2. To highlight the
competition between di�erent components in the Bernoulli �lter we do not merge similar
components. Since we always consider only a single measurement cluster this modi�cation
reduces the Bernoulli �lter to a parallel implementation ofdi�erent trackers with joint
estimation of existence probability. We are using a simple weighting function

gp(
 (Z; x )) =
jzjY

i =1

f (
 (z i ; x )) where f (
 (z i ; x ) = e� ef (
 (z i ;x )) (27)

with

ef (
 (z i ; x ) =

(
�; if 
 (z i ; x ) > 0

0; else

to increase the e�ect of the transparency mitigation. In thefollowing we will consider� as
penalty term for measurements on the transparent side of themeasured object. Note that
although the direction of travel of a target vehicle may be inferred from its shape with a
single LIDAR measurement, the velocity and in particular itssign cannot. In turn there
are two approaches to encode this ambiguity in the initialization: Either one initializes a
single component with a single expected velocity and a high� v or one initializes the target
track with several mixture components each using a di�erentvelocity. In the following
we will show that in both case the transparency mitigation will improve the tracking
performance.

5.1 Straight Driving Case

First we evaluate a scenario in which the target vehicle is driving in front of the host
vehicle and the initial track velocity is set tov = 0 m/s. To compensate for the uncertain-
ty of the initial velocity we choose a high variance� v = 0:225 m/s. The initial position
x pos = (51:25; � 0:50) is chosen such that the Gaussian process contour aligns well with
the measurements. Last the process noise is set to� a = 1:55 m/s2. The results are shown
in Fig. 3: Trajectories in Fig. 3a are constructed by extracting the component with the
respective highest likelihood in every timestep. It can be clearly seen that the �lter has
di�culties adjusting to the correct velocity despite the relatively high process noise and
needs several cycles to convergence to the correct velocity. Yet it is associating the measu-
rement to the respective opposite side of the target model. The side that faces the sensor is
not supported by measurements. If we now look at the (logarithmic) existence probability
of the Bernoulli �lter using the original implementation (Fig. 3b) of the likelihood does
not indicate that the target is located in front of the measurements. In turn a �lter will
continue to track the target and most likely not recover. On the other hand our modi�ed
likelihood function (Fig. 3c) yields a steep drop in the existence probability and prevents
such pathological behaviour.

5.2 Right Turn Case

In a right turn scenario we initialize the track as a multi-modal distribution with three
likely but distinct velocities, namely v1;2 = � 10 m/s and v3 = 0 m/s. The initial position
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and orientation is set tox pos = (92:0; � 0:8) and yaw  = 0, i.e the same for all mixture
components, and again chosen such that the Gaussian process contour is aligned with the
measurements. Last, the process noise is set to� a = 0:89. Note that we are able to choose
a lower variance due to the multi-modal initial state.

Fig. 4 shows the comparative output of the �lter with (right) and without (left) ta-
king into account the modi�ed likelihood. The track trajectories in Fig. 4a and Fig. 4b
are constructed in the same fashion as before (see Fig. 3a). The �gures clearly show that
without the modi�ed likelihood the ambiguity between the components prevents a con-
sistent estimation of the track: Since no component is dominant the track jumps between
di�erent components and creates the jagged trajectory. Moreover Fig. 4a shows the e�ect
of the measurements being associated to the rear of the target, which, given the physical
properties of the LIDAR, is highly unlikely. In contrast the modi�ed likelihood prevents
unlikely terms to contribute. (see Fig. 4d.) (Note that those components reappear after
several steps. This is an artifact since we do not prune components which means we do
not delete components with a low existence probability.

6 CONCLUSION

This paper presented an e�cient approach to improve the likelihood function for extended
targets to penalize unlikely association processes. We demonstrated the simple applica-
tion of our approach on a Gaussian processes target model andprovided examples of
the e�ectiveness of our approach on real-world Lidar data recorded in typical driving
situations.
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Fusion of Camera and Lidar Data for Object
Detection using Neural Networks

Enrico Schr•oder� Mirko M •ahlisch� Julien Vitay y Fred Hamker y

Zusammenfassung: We present a novel architecture for intermediate fusion of Lidar and ca-
mera data for neural network-based object detection. Key component isa transformer module
which learns a transformation of feature maps from one sensor space to another. This allows
large parts of the multi-modal object detection network to be trained unimodally, reducing the
required amount of costly multi-modal labeled data. We show e�ectiveness of the transformer
as well as the proposed fusion scheme.

Schl •usselw •orter: Sensor Fusion, Object Detection, Convolutional Neural Networks, Lidar

1 Introduction

One of the most important tasks in automotive perception is detecting objects and
obstacles such as cars or pedestrians in the vehicle's surroundings. For reasons of per-
formance and robustness, multiple sensor modalities such as camera, Lidar and Radar
sensors are used to exploit individual strenghts of each sensor type. Traditionally, dis-
crete objects detected by each sensor are fused via some model-based Bayesian fusion
framework. Recently, methods based on convolutional neural networks have been used to
detect objects in raw images (e.g. [7]) and also Lidar pointclouds ([11], [8]), outperfor-
ming methods based on traditional handcrafted features. This makes it viable to explore
methods which fuse sensor modalities at a lower level of abstraction directly within these
object detection networks to potentially make use of additional information that has not
yet been abstracted away by an underlying model. We present ageneral framework for
fusing object detection networks for multiple sensor modalities at an intermediate stage
using perspective-invariant features.

2 Related work

In contrast to traditional image classi�cation networks, object detection networks predict
position and class ofmultiple objectsin the frame. Most object detection networks �rst feed
input images through a convolutionalfeature extractornetwork such as ResNet [3] or VGG
[9]. The resulting feature maps are then passed through a combination of convolutional
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Abbildung 1: A sample frame of our labeled dataset, with Lidardata and 3D groundtruth
projected into image space.

and fully-connected layers (thedetector) to generate object bounding boxes and classes.
Work on multi-modal object detection in an automative context has gained traction since
introduction of the 2D birdview and 3D object detection challenges based on the KITTI
dataset [2]. KITTI provides front camera images as well as Velodyne Lidar point cloud
and 3D groundtruth objects. A multitude of approaches basedon this dataset have been
proposed. Most either use camera detections to create regions of interest in the Lidar
pointcloud for �nal object prediction (such as [6]) or use anchor regions in 3D space
and project them into camera and Lidar views to get region proposals for the di�erent
modalities. These proposals are then cropped and jointly fed to detector stages to produce
�nal object predictions (MV3D [1] or AVOD [5]).
While many of the available approaches show good performance,they do not focus on
the issues which are prevalent in series car development. Most methods train an entire
monolithic multi-modal object detection network in one single step, requiring large labeled
datasets containing all modalities at once. The process of collecting this data is hugely
laborious and costly (and thus unfeasible in series car production, where employed sensor
modalities and models change frequently). A modular approach would be desired, where
perception for each modality (or sensor respectively) can be trained individually and
then only be �ne-tuned by a much smaller multi-modal datasetto train speci�c fusion
layers. Additionally, having sensors perform some perception individually would allow
for the entire system behavior to be much more traceable since sensors could still be
analyzed separately. This is an important aspect aiding functional safety. Our approach
fuses information at a single point in the object detection network by making feature map
activations from di�erent sensors compatible in locality and properties.

3 Fusion architecture

Our proposed approach focuses on fusing pre-trained objectdetection networks for single
sensor modalities, requiring a signi�cantly smaller amount of multi-modal labeled data
compared to end-to-end object detection networks. The architecture respects that most
relevant sensors produce depth information (with the exception of monocular cameras)
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Abbildung 2: Our proposed fusion architecture. White elements denote parts of the net-
work belonging to an arbitrary state-of-the-art object detector (Faster-RCNN [7] in our
case). Blue elements denote our transformer and fusion modules mapping feature maps
from ego- to birdview. This allows using camera features in addition to Lidar for predic-
ting objects' locations and classes. The camera-only detector is used only for training the
feature extractor and can be removed afterwards.

and can be processed e�ciently in a 2D birdview representation. Thus, our framework
mainly operates in 2D birdview and outputs 2D object bounding boxes. By projecting
3D Lidar pointclouds into 2D birdview we can leverage robust state-of-the-art 2D object
detection networks for all relevant sensors.
Our low-level architecture is shown in �gure 2. We employ a common two-stage object
detection network (Faster-RCNN [7]) which extracts features from the input via a feature
extraction network in the �rst stage, creates region proposals from the extracted features
and then classi�es and re�nes these region proposals in the second stage. Our proposed
fusion architecture does not have any speci�c requirementsfor the object detection net-
work and would thus work with networks other than Faster-RCNNas well. We fuse sensor
modalities at a single location, after feature extraction and before region proposal gene-
ration. Object detection networks almost entirely comprise of convolutional operations
in order to exploit locality in the input data for e�cient pro cessing. Main challenge for
processing di�erent sensor modalities is to create locality in the extracted features from
all sensors. We try to solve this by using a transformer module which learns to translate
input features from one sensor space to another and then perform object detection on
combined feature maps from all sensors.

3.1 Transformer

Key component of our proposed fusion architecture is the transformer module, which is
used to transform feature maps from camera space into birdview, creating locality in the
feature maps needed for further processing via convolutional layers. We adopt a convolu-
tional encoder-decoder scheme as employed in [10]. Our transformer architecture is shown
in �gure 3. It is not dissimilar to an autoencoder. In contrast to traditional autoencoders
however, its purpose is not to recreate its original input after it has passed through a
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low-capacity bottleneck layer, but to transform input data to be similar to data from
another sensor domain. It represents a mappingP : Fego ! Fbirdview from ego (camera)
feature maps to birdview feature maps. Input to the encoder are feature mapsFego from
the camera space feature detector. These feature maps contain feature activations with
locality w.r.t. to the input camera space. A cascade of convolutions with a stride of two
downsamples these feature maps, which are then fed through two fully-connected network
layers and are upsampled through transposed convolutions togenerate the output feature
map Fbirdview .
The main idea behind the encoder-decoder architecture is that by squeezing information
through a fully-connected bottleneck layer and then upsampling this information to the
desired output space (birdview in our case), the transformer is forced to represent infor-
mation in an perspective-invariant manner while the convolutional encoder-decoder has
to learn a projection from one space to the other. The output space is enforced by letting
the system predict objects in the desired output space.

Abbildung 3: Transformer: Encoder-decoder architecture formapping feature maps from
ego space to birdview space. Rectangular elements denote convolutional operations while
circle-shaped elements are fully-connected layers.

3.2 Fusion

Since the transformer module outputs transformed ego spacefeature maps which match
the birdview Lidar feature maps in dimension and locality, any method for combining
feature maps is applicable. Popular schemes includeelement-wise mean(as adopted in [5]
or [1]) or concatenation operation (used in [1]). For our experiments we use depth-wise
concatenation, meaning a depth-wise stacking of feature maps.

4 Training

For training the multi-modal object detection network we use a three step training me-
thod: First, we train baseline single-modality networks on camera and projected
birdview Lidar images. In the second step we train thetransformer by taking feature-
maps of the previously trained camera network, feed them through the transformer and
into the object detection stage of the trained Lidar network.In the third step we train
the fusion network by taking the pretrained feature extractors of the camera and Lidar
networks as well as the transformer and train a second stage object detector on the fused
output featuremaps. Objective function for all training steps is the default loss function
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as employed in the original Faster-RCNN paper [7], minimizingerror over class and object
location for each of the anchor boxes that the network predicts:

L(f pi g; f t i g) =
1

Ncls

X

i

L cls(pi ; p�
i ) + �

1
Nreg

X

i

L reg(t i ; t �
i ) (1)

Lpred denotes theclassi�cation loss while L reg is the bounding box regression loss. The
objective function is applied to the �rst stage of the network, where only objectness is
predicted (binary class, object or no object) as well as for the second stage, where �nal
multi-class classi�cation and bounding box location re�nement are performed. Note that
we use the same end-to-end objective function for the di�erent training phases of the fusion
network (baseline single-modality object detector, transformer and fusion) and only freeze
di�erent parts of the network weights.

4.1 Training of transformer

To train the perspective transformer, we take the pre-trainedfeature extractor from the ca-
mera object detection model and feed it through the transformer into the region-proposal-
network (RPN) and detector network of the pre-trained birdview Lidar model. We thus
use ego space camera images to predict objects in birdview space. Fixing weights of all
pre-trained modules forces the transformer to learn the projection from ego features to
birdview features.

4.2 Training of fusion network

The entire fusion network is trained just like the single-modality object detector network,
with the only di�erence being that feature maps from ego space are now transformed into
birdview space by the transformer and concatenated with those of the birdview Lidar
feature extractor. Objective is to predict objects in birdview space. We can employ the
default Faster-RCNN training procedure as the network is otherwise unmodi�ed. Di�erent
schemes of pre-training and weight-�xing di�erent parts ofthe network are imaginable,
depending on the particular use-case.

5 Experiments

We possess our own hand-labeled dataset containing approximately 16h of raw front
camera images and ScaLa 4-channel Lidar pointclouds. We project 3D Lidar data into
2D birdview by employing a scheme introduced by [1]: Using twogrids, we encode height
and intensity of the Lidar re
ection with highest azimuth angle per grid location (see
�gure 4). For experiments we use a subset of 1h length, sampled at 10 Hz and comprised
of mixed driving (highway/urban/city) at daytime (see �gur e 1). Two subsequences of
consecutive frames, amounting to 20% of the total length of the sequence, have been
put aside for validation, the rest has been used as training data. Reported mean average
precision (mAP) �gures are on the validation set only. We useda modi�ed version of the
Object Detection API [4] for implementation.
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(a) Original Lidar visualisation (b) Our projection as input to the Lidar d etector

(c) Camera image (cropped), input to the camera detection network

Abbildung 4: Samples of our Lidar projection.(a) shows the original Lidar birdview plot
with length of the sticks signifying re
ection intensity and color denoting one of the four
channels.(b) shows our two channel projection, one channel encoding height and the
other intensity.

5.1 Predicting objects in birdview space from camera images

We train the transformer module with input feature maps froma pre-trained camera-only
feature extractor, while providing the transformer's output to a pre-trained RPN and de-
tector module for birdview objects. Figure 5 shows input and output feature maps of the
transformer after training to gain results shown in table 1. The transformer successful-
ly learns a mapping from egoview to birdview, allowing the subsequent detector stage
to predict birdview objects (and thus implicitly predicting object distance from camera
images). Furthermore, the transformer outputs features sothat they match the ones from
the native Lidar feature extractor, since the detector module was originally trained with
those and is now �xed.

5.2 Fusion of camera and Lidar

For fusion experiments, we use the setup as depicted in �gure2 and described in section
3. Camera-space feature maps are fed to the transformer module and afterwards to the
fusion module, where they are concatenated with the feature maps from the Lidar network.
Weights of the feature extractors are �xed, while the transformer and detector network are
being trained. Objective is to predict object's positions (i.e. bounding box coordinates)
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(a) Input camera image (b) Camera feature maps

(c) Transformed feature maps (d) Fusion predictions

Abbildung 5: (a) shows a sample camera input image of our test set. (b) shows an exem-
plary plot of the �rst twelve (of 1024) features mapsFego for a sample frame as input to
the transformer. (c) shows resulting transformed feature maps Fbirdview as output by the
transformer after being trained as described in section 4.1. Using Fbirdview only, we can
successfully predict objects' position and class, as shownin section 5.1. Together with
birdview features maps from the pre-trained Lidar object detector, we can then predict
objects in birdview using both input modalities (shown in section 5.2). (d) shows predic-
tions of object locations for the sample frame. The ego vehicle is at the bottom of the
frame, facing upwards.

in birdview. To show e�ectiveness of our fusion scheme, we provide reference results for a
Lidar-only object detector which has been trained under thesame conditions (just without
the camera path enabled). For results refer to table 1. We canreport an increase of 0:17
and 0:07 mAP for classestruck and car for our employed dataset, showing e�ectiveness
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of our proposed fusion scheme.

Tabelle 1: Results on our validation set. We report mean average precision (mAP) at
bounding box intersection-over-union (IOU) 0.5.

Birdview from ego camera Lidar-only Fusion of Lidar/camera

mAP Car 0:40 0:80 0:87

mAP Truck 0:54 0:63 0:80

6 Conclusion

We propose a novel and simple method for learning a transformation of feature maps
from one sensor space to another. It allows for multi-modal object detection using state-
of-the-art convolution-based object detection networks.Key advantage of the proposed
method is that it allows most parts of the object detector networks to be pre-trained using
only a single modality, catering to special requirements employing neural network object
detectors in a series-production environment (such as multiple sensor combinations or
changing sensor models for di�erent variants of a production car). Experiments show that
we can successfully predict objects in birdview space from camera images alone, showing
e�ectiveness of the proposed transformer module, and use this transformer module to fuse
camera and Lidar data for improved object detection performance.
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Predicting Objects of Interest with Deep Learning

Stefan Hoermann� and Klaus Dietmayer�

Abstract: As a continuation of learned object detection in dynamic occupancy grid maps, this
work aims on long-term prediction of individual objects of interest using deep learning. The
algorithms focus on a complex shared space scenario including cars, bikes and pedestrians. A
main advantage of the approach is that no manual labeling is required for both,object detection
and prediction, due to acausal object track and shape re�nement. Predicting future occupancy
of single objects given the whole perceived scene, special attentionis paid on the interactive
in
uence between dynamic objects and also the peripherals.

Keywords: Automatic Labeling, Deep Learning, Dynamic Occupancy Grid Map, Long-Term
Prediction, Object Detection

1 Introduction

Predictive driving behavior makes human drivers superior to today's automated vehicles.
Thus, situation prediction in terms of motion or trajectory prediction is a key component
to advance automated vehicles to smart systems. From the uncertain nature of predic-
tion, it derives the objective to reduce the prediction uncertainty as much as possible, but
without gaining false negative predictions. Besides kinematic limitations, interactions and
context are the main sources of information to reduce the uncertainty of the evolution of
a scene. Convolutional neural networks (CNNs) are known for their capability to exploit
context, and as shown in the experiments of this work they arealso capable to model
human interactions. A dynamic occupancy grid map (DOGMa) [1] includes the entire
perceivable scene in an image-like structure, naturally suggesting the usage of CNNs for
situation analysis. However, the representation is model-free, what means that grid cells
are considered to be independent and no hypotheses of objects, e.g. a list of vectors
containing shape and pose, are provided. Although, long-termprediction can be learned
model-free on cell basis [2], modeled objects are favorable for further processing like de-
cision making. Object detection, nonetheless, is a critical task in automated driving.
A misinterpretation between static background, clutter anddynamic objects can result
in fatal accidents [3, 4]. A complementing use of grid maps and modeled objects seems
reasonable to avoid a trade-o� between false positive and false negative object hypothe-
ses in classical early fusion stages. We argue that predicting single objects of interest
in addition to the model-free prediction [2] of the entire scene can increase robustness
and safety of an overall system. In this work, therefore, detected objects are predicted
individually employing a CNN as motion predictor given the entire perceived DOGMa
and a selection mask of single detected objects from [5]. An often claimed disadvantage

� The authors are with the Institute of Measurement, Control, and Microt echnology at Ulm University,
Albert-Einstein-Allee 41, 89081 Ulm (�rstname.lastname@uni-ulm.de).
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of arti�cial neuronal networks is the high demand for training examples. Therefore, we
use automatic generated labels [6]. The concept is based on o�ine sequence processing,
in which an object trajectory is extracted forward and backward in time.

Deep learning on grid maps gains great popularity. Piewak etal. [7] employed a CNN
to reduce false positive velocity estimates in a DOGMa with the goal to improve classical
clustering techniques to unite cells of the same object. Learned object detection is studied
with great interest in the computer vision community. In particular, the concept of
anchors [8], where default boxes are classi�ed and the o�setto the true object is estimated
by regression, gained great success. We adapted these techniques to object detection in
grid maps [5]. The group around Posner published the Deep Tracking series [9,10] where
recurrent network structures are employed to resolve occlusions in a grid map via temporal
grid cell prediction and intrinsic dynamics estimation. To clarify, the word tracking in
this work does not refer to state estimation of moving objects. Deep Tracking can be seen
as a learned alternative to the sequential �lter employed inthe DOGMa from Nuss [1].
The presented work is complementing our previous work [2], where a DOGMa is feed to
a CNN used as long-term motion predictor. Instead of predicting the future occupancy
of the entire scene, in the present work only selected objects are predicted.

In the remaining document, an overview of the framework is given in Section 2, features
of dataset and training are given in Section 3. Experiments are carried out in Section 4
followed by conclusions.

2 System Overview

Inspired by Zhan et al. [11], considering all objects, static and dynamic, with object
state x(� ) where objects are enumerated by� , the entire scene is described byX =
f x(1) ; x(2) ; :::g. From a planning perspective, it is favorable to get future object statesx(� )

+

as predictionsp(x(� )
+ jX ). Unfortunately, the classic approach of object detection,tracking

and prediction
X ! f p(x(1) ); p(x(2) ); :::g ! f p(x(1)

+ ); p(x(2)
+ ); :::g (1)

su�ers already in the early stage from error prone object detections. Forward-looking
driving with long-term prediction is more sensitive to false positive object detection than
pure reactive driving. Also, describing the entire static and dynamic scene as object
vectors can be complex without hard simpli�cations. An alternative to the object domain
is the grid domain, where the environment is divided in a gridof cellsc. For each cell the
probability that the location is occupiedp(O(c)(X )) is estimated. Dynamic grid maps, in
addition, estimate dynamic states d(c)(X ) without individual object hypotheses. Following
this concept and feeding a DOGMa into neural networks, our system provides three
outputs, as illustrated in Figure 1. The �rst branch transforms the grid cell representation
into object domain and provides

�
x(� ) ; r (� ) = P(x(� ) jO(X ); d(X ))

�
; (2)

an object hypothesis with existence probabilityr . It was introduced in [5] and results
can be seen under https://youtu.be/Rr9LOrQMgKA. The secondnetwork predicts future
scene occupancy in form of a grid map

p(O(X+ )jO(X ); d(X )) : (3)

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� � �£�§



�*

�9

Orientation

�«��
0.5 s 1.0 s 1.5 s

�«��
0.5 s 1.0 s 1.5 s

DOGMa

Object 
detections

Future object 
occupancy

Future scene 
occupancy

CNN

concat

Activation 
mask

Figure 1: System overview: Dynamic occupancy grid map (DOGMa) is the input to
three neural networks. The �rst branch detects objects in the grid fusion. The second
branch provides future occupancy of the entire scene. The bottom network predicts future
occupancy related to an object of interest which is selectedby an additional input channel.
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The network was introduced in [2] and a video showing the results can be seen under
https://youtu.be/C1hhEYGs49Q. The third network is novel in this work complementing
the other branches. For a selected object� , it provides predictions of future object
occupancy

p(O(x(� )
+ )jO(X ); d(X )) : (4)

We claim that using these tools, robustness of planning withrespect to false posi-
tive and false negative object detection can be improved compared to pure object based
methods due to the following reasons:

� No gating/thresholding of sensor data is done since object detection is performed
after sensor fusion and dynamics estimation.

� False negatives in object detection are still included in the DOGMa.

� False velocity estimates in the DOGMa are trained to be correctly predicted in scene
occupancy prediction, e.g. walls with high velocity are not predicted with spatial
movement.

� The in
uence of false positive object detections can be reduced when limiting object
assessment to objects of interest.

The last bullet point might be seen controversial. However, we consider the planning task
dividable in two sub tasks: reactive and strategic planning. Reactive planning, on the
one hand, reacts on the environment without the intention toin
uence other objects and
thus doesn't need object hypothesis generation, but can react on future scene occupancy
from (3) to yield forward-looking driving behavior. Strategic planning, on the other hand,
exploits object speci�c features, e.g. kinematic constraints or the capability to cooperate.
To reduce the risk of considering false positive objects forstrategic planning, objects of
interest can be de�ned according to the scenario, e.g. the leading vehicle in a following
scenario or oncoming vehicles in a turning scenario.

2.1 Network Structure

Except for input and output, the three networks have the samecore architecture which
relies on a simple convolution/deconvolution structure with skip connections similar to
[12]. Input and output of all networks can be seen as a top viewrepresentation, i.e. grid
map, while the spatial input dimensions are always equal to the spatial output dimensions.
Pooling is used for down sampling and deconvolution for upscaling. Skip connections
include a convolutional layer to reduce the channel dimension. The skip connection result
is concatenated to the main tensor before upscaling via deconvolution.

2.1.1 Input and Output Data

The dynamic occupancy grid map (DOGMa) from Nuss [1] serves asinput to the three
CNNs. Multiple sensors are fused in a grid representation where the environment is
divided in cells c. Employing a particle �lter, dynamic cell states can be estimated
even if velocity can not be measured directly, i.e. using lidar sensors. An example for
the resulting bird's-eye image is illustrated in Figure 1. Each cell stores occupancy and
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dynamics information in channels 
 =
�

MO; MF ; vE; vN ; � 2
vE

; � 2
vN

; � 2
vE ;vN

	
. MF 2 [0; 1] and

MO 2 [0; 1] are the Dempster-Shafer masses for free space and occupancy, respectively.
Velocity east and north components are stored invE and vN , respectively. � 2 describes
the velocity variance or covariance. The occupancy probability is calculated by p(O) :=
0:5 � MO + 0:5 � (1 � MF). The DOGMa data is provided in RW � H �j 
 j with the spatial
width W and height H . The grid is constant and the ego vehicle moves within the grid.

To select the object of interest, an additional binary channel is fed to the network with
dimensionW � H � 1. We call this channel the activation mask or selection mask, since
grid cells covered by the object of interest are set to 1 and other cells are �lled with 0.

Future scene occupancy prediction and the novel future object occupancy prediction
have similar output structure. The main di�erence is, that object prediction contains only
occupancy of a single selected object and no static/dynamicsegmentation is performed.
The network result P̂O 2 RW � H � T provides occupancy maps at discrete future time steps
k 2 (1; T). In our experiments we chose a prediction step size of 0:5 s with tk = t0+ k�0:5 s.
The output interpretation of a tensor elementP̂O(E; N; k) := P̂O(c; k) := p̂(O(c)

k ) is the
occupancy probability at time stepk and cellc with coordinates east E and north N. The
hat symbol ^ indicates the network output while for labels the hat is omitted.

In contrast to the result from scene occupancy prediction, where occupancy couldn't
be associated to an object, the result here is completely related to the object chosen at
the activation mask in the input. Normalizing the output grid maps PO(k) at a single
time step to the object size, i.e. number of cells, allows theprobabilistic interpretation.
Figure 3 illustrates an example.

3 Dataset and Training

All three tasks were trained without any manual labeling. Instead of humans annotating
data, algorithms were employed to annotate over 2 h recordings. This proceeding, of
course, is only successful since the annotation algorithm can use more information than
the network, i.e. a whole sequence instead of only data from the past. We call this concept
acausal long-term label extraction. The main bene�ts are as follows: Firstly, we re�ne
estimates in the sequence. For example, velocity estimatesare corrected by comparing
it with actual recorded movement. Also, the estimated objectshape is corrected when
the object was seen from all sides during the sequence. Secondly, recorded and annotated
data can be smoothed. Sequential �ltering, i.e. a Kalman �lter is not necessary and can
be substituted by simple low pass smoothing and outlier reduction. Thirdly, we correct
false positives, e.g., when an object trajectory is unreasonable, the object label is deleted.
We also search for false negatives. For example, when an object is detected, it was
certainly missed earlier in the sequence when it just entered the �eld of view. By tracking
the object backwards in time, labels can be generated at these time steps. Lastly, the
concept bene�ts from the fact that runtime is no issue, as long as the algorithm is faster
than human annotations, enabling thorough calculation instead of fast approximations.
A detailed explanation of the object trajectory extraction algorithm is given in [6].

Compared to human annotations, the acquired data can be considered messy. It con-
tains approximately 5 % false labels. This has to be considered during training. Common
training methods rely on perfect labels, like hard example mining where only the worst
training samples of an overrepresented class are used to update the network. In our case,
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however, a hard example might be a false label. Thus, we perform balancing by weighting
underrepresented samples more than overrepresented examples but use a massive dataset
to gain an appropriate number of underrepresented samples while keeping the number of
training epochs low. Training the network to not predict corrupted labels is a matter of
generalization, i.e. �nding a local minimum instead of the global optimum with respect
to the corrupted training data set. To gain good generalization we bene�t from the pos-
sibility to produce high amounts of training data and thus, we use every example at most
three times to update the network.

3.1 Spatial Balancing Loss Function

Due to the nature of temporal prediction, the result is always uncertain. Choosing an
occupancy grid map representation as the network output helps to represent spatial uncer-
tainty about the future object position. False positives, i.e. cells with P̂O(c) > 0 outside
the vehicle silhouette, can be interpreted as prediction uncertainty. False negatives, i.e.
cells occupied by the label but withP̂O(c) = 0, must be considered as prediction fail-
ure. Due to a high imbalance between occupied and free labels,we balance the loss by
weighting cells with labelPO(c) > 0 more with

L =
1
2

TX

k=1

W � HX

c=1

(1 + � kPO(c; k))
�

P̂O(c; k) � PO(c; k)
� 2

(5)

where � k increases with the prediction horizon. In our experiments we chose (� k) =
(40; 50; 100; 200) for (0:5 s; 1:0 s; 1:5 s; 2:0 s), respectively.

4 Experiments

In this section we show the overall performance, as well as examples to illustrate the
network capabilities for multi modal situation prediction and interaction consideration.
Including GPU data transfer, the network runs with 73:5 ms per prediction on a Nvidia
GTX 1080Ti. The overall prediction performance is illustrated in Figure 2. The plot
compares the prediction performance of the neural network to Monte Carlo simulations.
A Monte Carlo simulation forward propagates 5000 particles. The particle states were
initialized with a labeled object while velocity and orientation distribution was drawn
from the covariance in the occupied grid cell states. Particleaccelerationa and turn rate
! are assumed to be constant over the prediction time frame butdrawn from N (0; � a)
and N (0; � ! ), respectively. 1000 randomly picked objects were predicted with di�erent
constellations of (� a; � ! ), as well as the trained network, to exemplify the prediction per-
formance of the CNN in terms of the relationship between falsenegatives and uncertainty.
False positive (FP), false negative (FN) and true positive (TP)occupied cells were counted
comparing any cell with predicted occupancy> 0 with labeled occupied cells. The false
negative rate (FNR= FN

TP+FN ) indicates how often the prediction fails. The uncertain area
gain (FP+TP

TP+FN ) indicates how large the predicted occupied area grows compared to the
object size. It can be seen in the plot, that the network prediction fails less often and
has a lower uncertainty as the �rst two Monte Carlo simulations. A very high process
noise in the Monte Carlo run is necessary to gain similar low FNR but gaining very high
uncertainty.
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Figure 2: Comparison of learned prediction to Monte Carlo simulation. 1000 objects were
predicted by the CNN and with constant velocity constant turnrate model, while 5000
particles draw process noise parameters for acceleration� a and turn rate � ! . Markers
indicate prediction time steps. The plots illustrate the false negative rate, i.e. when
prediction misses the true object position, over uncertainty, i.e. the area predicted as
possibly occupied in ratio to occupied area. While engineeredmotion model prediction
reaches low miss rate only with very high uncertainty, the network reaches lower miss rate
with lower uncertainty in most cases.

Figure 3: Example scene for object prediction: A cyclist is predicted multi modal. The
complete scene is illustrated in the top left. An overview of the complete prediction result
of the selected bicycle is given in the top left. Prediction results for the single time steps
are shown in the bottom row. Red rectangles illustrate the true object bounding box, the
red line indicates the 2 s trajectory.
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Figure 4: Example scene for object prediction: Multiple objects were predicted including
pedestrians in the bottom and cars driving horizontally in center. In this image, four
di�erent prediction horizons and labels are drawn in stacked layers with transparency
with the occupancy grid map of the current scene as background.

4.1 Interactions and Multi Modal Predictions

Multiple predicted objects are illustrated in Figure 4 to give an example. A single cyclist
is predicted in Figure 3 showing an example for multi modal prediction capabilities. The
ability to cover interactions is examined on manipulated input data, where objects are
pasted close to the original trajectory of the object of interest. An example scene is
illustrated in Figure 5, showing the original scene of a driving car, the same scenario with
a parking car on the lane, and another example with a pedestrian approaching the lane.

5 Conclusion

To complete an existing long-term prediction framework, grid-based prediction was ex-
tended to include an individual object predictor. Learned object detection is used to
create a spatial binary mask used, to select object cells in agrid map. Both object
detection and object prediction was trained with automatic label generation where an
engineered acausal algorithm extracts object shapes and trajectories form a sequence.
Evaluation shows failure rate over uncertain area gain, a performance measure comparing
predicted possible occupied area relative to actual occupied area. Experiments showed
that the algorithm has less uncertainty and fails less often, in terms of false negative pre-
dictions, compared to straight forward methods. An experiment with arti�cially inserted
tra�c participants in a real scene proves intrinsically modeled interactions. In future
work, generalization on other tra�c scenes and prediction from a moving platform will
be investigated.
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Figure 5: In
uence of other vehicles on prediction: In the original scene (top row), a
vehicle drives upwards on a free lane. A standing car on the lane (second row) and a
pedestrian approaching the lane (third row) was pasted intothe input DOGMa. The
network predicts the vehicle to stop before the parking car and to slow down for the
approaching pedestrian. The prediction results are illustrated in the 4 right columns as
RGB images, where the original prediction is drawn in the redchannel, the prediction for
the manipulated input in the green channel. An overlap appears yellow.
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Di�erentielle Dynamische Programmierung in der
Trajektorienstabilisierung

Arne-Christoph Hildebrandt, Gerald Witt, Mohit Kumar und Sven Kraus�

Zusammenfassung: Autonomes Fahren in immer komplexeren Umgebungen stellt nicht nur
an die Bewegungsplanung, sondern auch an die Trajektorienstabilisierung immer höhere An-
forderungen. Es geht nicht mehr nur darum eine Querablage zu einer Referenzbahn und eine
longitudinale Abweichung von einer Geschwindigkeitsvorgabe zu minimieren, sondern es muss
die Gesamtabweichung des Fahrzeugzustands von einer idealen Vorgabe betrachtet werden. In
diesem Beitrag stellen wir ein Optimierungsverfahren, basierend auf Di�erentieller Dynamischer
Programmierung, vor. Das Verfahren optimiert eine initiale Stellgröÿenfolge, um ein exaktes
Folgen einer Referenztrajektorie zu ermöglichen. Die Optimierung basiert auf einer Vorhersage
der zukünftigen Regelabweichungen. Dazu können generisch verschiedene Fahrzeugmodelle ver-
wendet werden. Anstatt das Optimierungsproblem als ein Gesamtproblemzu betrachten, teilt
das vorgestellte Verfahren das Optimierungsproblem auf und löst esiterativ. Die Optimierung
selbst kann jederzeit mit einer suboptimalen Lösung abgebrochen werden,was es besonders für
Echtzeit-Anwendungen attraktiv macht.

Schlüsselwörter: Trajektorienoptimierung, Trajektorienstabilisierung, Fahrzeugmodellierung,
Di�erentielle Dynamische Programmierung

1 Einleitung

Die Technik autonom fahrender Fahrzeuge wird immer greifbarer. Neben Funktionen,
welche den Fahrer unterstützen, sind bereits Systeme kommerziell erhältlich, die, unter
gewissen Limitierungen, das Steuern des Fahrzeugs vollständig übernehmen. Zum jetzigen
Zeitpunkt werden diese Systeme vor allem für Landstraÿen und Autobahnen angeboten.
Vor diesem Hintergrund fängt die Forschung in Hochschulen und Industrie an, sich auf
das autonome Fahren in urbanen Umgebungen zu konzentrieren.
Im Vergleich zu Schnellstraÿen stellen urbane Umgebungen die Entwicklung autonom
fahrender Fahrzeuge vor neue Herausforderungen. Anders als auf Schnellstraÿen müssen
Fahrzeuge nicht nur in der Lage sein, Fahrspuren zu wechselnoder ihnen zu folgen, son-
dern sie müssen auf deutlich komplexere Verkehrssituationen reagieren können.
Um auch auf komplexe Situationen noch in Echtzeit reagieren zu können, basiert die Be-
wegungsplanung autonomer Fahrzeuge meist auf einem hierarchischen Ansatz. Es werden
mit abstrahierten Modellen des Fahrzeugs unter Berücksichtigung der Umgebung Trajek-
torien generiert. Diese Referenztrajektorien werden von Reglern als Vorgabe verwendet.
Dabei wird häu�g eine entkoppelte Regelung der Längs- und Querdynamik genutzt. [5,
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2, 8, 4] Die entkoppelte Längs- und Querdynamik des Reglers vernachlässigt Kopplungs-
e�ekte der Gesamtdynamik bzw. des Gesamtfahrverhaltens des Fahrzeugs. Gerade beim
urbanen Fahren ist es aufgrund von starkem Verkehrsaufkommen und schwer zu prädizie-
renden Situationen unabdingbar, dass das Fahrzeug nicht nur entkoppelt relativ zu einer
Bahn geregelt und ein Geschwindigkeitspro�l verfolgt wird, sondern dass sich das Fahr-
zeug zu einem bestimmten Zeitpunkt exakt in allen seinen Zuständen auf der gewünschten
Trajektorie be�ndet.
In diesem Beitrag versuchen wir uns einer Antwort auf folgende Fragestellung zu nähern:
Wie kann, basierend auf einer ideal geplanten Referenztrajektorie, eine optimale Folge
an Stellgröÿen bestimmt werden, die generisch komplexe Modelle von unterschiedlichen
Fahrzeugen berücksichtigt und die Abweichungen des realenFahrzeugs zur Referenztra-
jektorie minimiert?
Im Folgenden werden wir ein Verfahren präsentieren, welchesbasierend auf [7], es ermög-
licht, optimale Stellgröÿen zu einer gegebenen Referenztrajektorie im Sinne einer Steue-
rung zu bestimmen. Das Verfahren ermöglicht, generisch Fahrzeugmodelle zu verwenden,
welche Längs- und Querdyanmik berücksichtigen. Des weiteren wird das Verfahren erwei-
tert um es als Regelung zur Trajektorienstabilisierung nutzen zu können.

2 Methodik

Wir gehen davon aus, dass als Input der hier vorgestellten Methode Trajektorien genutzt
werden können, die von einer hierarchisch höheren Recheneinheit, der Bewegungsplanung
[5], geplant wurden. Wir gehen davon aus, dass diese die aktuelle Verkehrssituation berück-
sichtigen und ein kollisionsfreies Fahren ermöglichen (vergleiche [4]). Die hier vorgestellte
Methode soll die Stellgröÿeu, welche sich aus Lenkwinkel� und Beschleunigungacc zu-
sammensetzt, bestimmen, um ein möglichst exaktes Einhaltender Referenztrajektorien
zu ermöglichen.

Modellierung und Kosten Die Basis unseres Algorithmus ist eine Beschreibung
des Systems als dynamisches Modell

zi +1 = f (zi ; ui ) (1)

mit dem Zustandsvektorz und der Stellgröÿeu. Hier ist wichtig anzumerken, dass un-
sere Systembeschreibung nicht auf LTI-Systeme beschränkt ist, sondern auch generisch
nicht-lineare und zeit-variable E�ekte abbilden kann. Die Folgen Z = [ z0; :::; zi ] und
U = [ u0; :::; ui ] bilden die Zustands- und Stellgröÿenfolgen über den Zeithorizont t0; :::; ti

ab. Die Abweichung des Fahrzeugs von den Referenztrajektorien wird über die Abwei-
chung der Zustände zu den korrespondierenden Werten der Referenztrajektorie zref als
Kosten dargestellt.
Die Kosten für Zustandsabweichungen

l(z) = l(z; zref )

zusammen mit den Kosten für Stellgröÿenl(u) de�nieren die laufenden Kosten

l(z; u) = l(z) + l(u):
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Über die konkrete Kostende�nition kann das Fahrzeugverhalten beein�uÿt werden. Die
GesamtkostenJ setzen sich aus der Summe der laufenden Kostenl und den Kosten für
Abweichungen des Endzustandsl f zusammen. Der initiale Zustandz0 ist gegeben und die
Zustände zi 2 X für i > 0 werden über die Integration von (1) über den Zeithorizont
i = 0; :::; N berechnet. Für die Gesamtkosten ergibt sich

J (z0; U) =
N � 1X

i =0

l (zi ; ui ) + l f (xN ): (2)

Optimierungsproblem Das Optimierungsproblem zur Bestimmung einer optima-
len Folge an Stellgröÿen wird durch die Minimierung der Kostenfunktion J gelöst:

U� = arg min
u

J (z0; U): (3)

Das hier verwendete Verfahren zur Lösung dieses Problems basiert auf der Dynamischen
Programmierung [1] und ihrer Erweiterung zur Di�erentiellen Dynamischen Program-
mierung (DDP) [7]. Der DDP Algorithmus, detailliert dargestellt in [3, 6, 7], berechnet
ausgehend von einem initialem Zustandz0 und einer nominalen StellgröÿenfolgeU0 ite-
rativ in einem Vorwärtslauf eine nominale Zustandstrajektorie. Anschlieÿend werden im
Rückwärtslauf die Kosten (2) approximiert und lokale Verbesserungen berechnet. In der
nächsten Iteration werden diese im Vorwärtslauf angebracht. Demnach wird iterativ die
Stellgröÿenfolge verbessert bis sie zu einem Optimum konvergiert. Algorithmus 1 fasst das
Verfahren zusammen.

Algorithm 1: Zusammenfassung des Ablaufs des DDP Algorithmus.
N  Länge der Zustandstrajektorie
U  Initiale StellgröÿenfolgeU0

j  0
Initiale Vorärtsintegration von (1) mit U

% Optimierungsschleife
while Optimum noch nicht erreicht do
% Gradientenberechnung
for i=N-1:0 do

Berechnung KostenJj und ihrer Ableitungen
Berechnung lokale Verbesserungen der Stellgröÿenfolge� U

% Liniensuche
while (Jj � Jj � 1) < � � do

U  U + � � U
Vorwärtsintegration von (1) mit U, z0 und BerechnungJj

�  � + � �
j  j + 1

�¦�§�� ���'�[�ù�k�Ô�'�Q �]�O�Ô�[�™�[�O�k�k�Ý�k�z�™���È�k�»�k�z�™���™ �‘���† �O�‘�z�'���O�z�Ý�k�Ý�™�[�z�™�k �]�O�Ô�[�™�� � �¤�¨



 ; _ 

v

�
l h

l v

l

Fx;h

Fy;h

� h

vh

 ; _ 

SP
�

v

Fy;h

�

� v
vv

Fx;v

 ; _ 

v

�

 2; _ 2

(1) (2)

(3)

Abbildung 1: Kinematisches und dynamisches Einspurmodell, sowie das kinematische Ein-
spurmodell erweitert um einen Anhänger. UnterschiedlicheModelle, welche hier zur Op-
timierung verwendet werden.

3 Anwendungen

Die groÿen Vorteile der vorgestellten Methode liegen darin,dass (a) beliebige Modelle
in (1) verwendet werden können. (b) Zudem ermöglichen die iterativen Verbesserungen
ein Abbrechen der Optimierung nach jeder Iteration. Wir haben den ursprünglich in [1]
vorgestellten Algorithmus erweitert um beide Eigenschaften auszunutzen. Im Folgenden
geben wir einen Einblick in unsere Erweiterungen und diskutieren mehrere Anwendungs-
beispiele.

Optimierung In Abbildung 1 werden schematisch verschiedene Fahrzeugmodelle
aufgezeigt, die wir für unterschiedliche Anwendungsfälle untersucht haben. In einem ers-
ten Beispiel versuchen wir die Konvergenzeigenschaften desOptimierungsalgorithmus auf-
zuzeigen. In Abbildung 2 wird exemplarisch das Ergebnis des DDP Algorithmus für die
Position des Fahrzeugmodells und des Lenkwinkels als eine Stellgröÿe der Fahrzeugbewe-
gung dargestellt. Als Input verwenden wir eine ideale Referenztrajektorie. Der resultieren-
de Pfad wird in Abbildung 2 (b) dargestellt. Die Geschwindigkeitverläufe haben wir aus
Platzgründen vernachlässigt. Für den initialen Stellgröÿenverlauf U0 wird hier kein Vor-
wissen verwendet. Der Verlauf wird in Abbildung 2 dargestellt. Die Abbildung 2 zeigt sehr
deutlich, dass selbst bei einer initial sehr schlechten Stellgröÿenvorgabe (U0 = [0; :::; 0])
sich das Fahrzeug schon nach wenigen Iterationen stark der Referenztrajektorie annähert.
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Abbildung 2: Exemplarischer Verlauf der Lenkwinkelstellgröÿe und der Position des Fahr-
zeugs über die Iterationen des DDP Algorithmus für ein kinematisches Einspurmodell.
Als initiale Stellgröÿe wurde0 für den Lenkwinkel angenommen.
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Abbildung 3: Schematische Abbildung des Aufbaus zur Untersuchung des Verfahrens und
seiner Anwendung im realen Fahrzeug.

Trajektorienstabilisierung Ein weiterer Vorteil, das Optimierungsproblem nach
dem Vorbild des DDP Algorithmus zu lösen, liegt darin, dass Teilprobleme rekursiv ge-
löst werden können und dass die Lösung des Gesamtproblems iterativ verbessert wird.
Dadurch ist es möglich, einerseits viele Rechenschritte zuparallelisieren, was die Perfor-
mance des Algorithmus deutlich verbessert und andererseits kann prinzipiell nach jedem
Iterationsschritt die Optimierung abgebrochen werden. Damit liegt zwar keine vollständig
konvergierte Lösung vor, aber eine suboptimale Lösung, welche die Initiallösung im Sinne
der Kostenfunktion verbessert und in den gegebenen Zeitlimitierungen berechnet wurde.
Bedingt durch diese Eigenschaften verwenden wir das vorgestellte DDP Verfahren wie
folgt zur Trajektorienstabilisierung:
Zu jedem Regelzyklus wird der Algorithmus, wie in Algorithmus1 beschrieben, aufgeru-
fen. Der Zustandz0 wird mit dem aktuellen Zustand des realen Fahrzeugs initialisiert.
Daraufhin wird das Optimierungsproblem mit der aktuell vorliegenden Referenztrajekto-
rie Zref als Input gelöst (vergleiche Abbildung 3). Je nach Zeithorizont der vorliegenden
Referenztrajektorie kann der DDP Algorithmus alsmoving horizonAnsatz implementiert
und gelöst werden. Dies bedeutet auch, dass das Optimierungsergebnis des vorherigen
Regelzyklus als Initiallösung weiter verwendet werden kann, was die Konvergenz des Al-
gorithmus nach einer Anfangsphase deutlich verbessert. Abbildung 4 und 5 zeigen die
Ergebnisse für den identischen Referenzinput, wie er auch in dem vorherigen Beispiel
verwendet wurde, aber mit einem dynamischen Einspurmodell als Regelmodell. Im Ge-
gensatz zu dem vorherigen Beispiel wird nicht über den gesamten Zeithorizont optimiert,
sondern der Zeithorizont im Sinne einesmoving horizonauf N = 25 beschränkt. Zudem
wird ein dynamisches Einspurmodell als Simulationsmodell verwendet. Um die Rechenzeit
für die Anwendung im realen Fahrzeug zu reduzieren, haben wirin jedem Regelzyklus die
maximale Anzahl der Iterationen auf eine beschränkt. Man kann deutlich erkennen, dass
die Kostenreduzierung der Optimierung durch die Weiterverwendung der Optimierungs-
ergebnisse mit voranschreitender Zeit deutlich abnimmt - womit sich die Lösung auch
schon nach wenigen Iterationen nah an einem Optimum be�ndet.
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Abbildung 4: moving horizonImplementierung mit Zeithorizont N = 25. Erster Regelzy-
klus mit dynamischen Einspurmodell als verwendetes Regelmodel.

0 10 20 30 40
� 0:5

0

0:5

1

1:5

X=m

Y
=

m

Iteration 0
Iteration 1
Referenz

0 10 20 30
0

0:1

0:2

0:3

0:4

0:5

N

K
os

te
n

(a) Trajektorien (b) Kosten

Abbildung 5: moving horizonImplementierung mit Zeithorizont N = 25. 15. Regelzyklus
mit dynamischen Einspurmodell als verwendetes Regelmodel.
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Abbildung 6: Untersuchung dermoving horizon Implementierung für ein kinematisches
Einspurmodell mit Anhänger in einer Mehrkörpersimulationsumgebung. Referenzdaten
sind mit echtem Fahrzeug aufgenommen worden.

Zusätzlich haben wir das vorgestellte Verfahren in einem typischen Rangiervorgang
untersucht. Der LKW fährt mit Geschwindigkeiten unter 10km

h , in unserem Fall vorwärts,
einen komplexen Pfad entlang. Der in Abbildung 6 (d) dargestellte Pfad wurde mit einem
realen Fahrzeug aufgenommen. Für dieses Szenario haben wir das Regelmodell des kine-
matischen Einspurmodells um einen Anhänger erweitert. Im Gegensatz zu den vorherigen
Untersuchungen verwenden wir zudem als Simulationsmodell ein erweitertes Mehrkörper-
simulationsmodell aus einer komerziellen Software und beschränken die Stellgröÿe auf die
Gröÿe � . Den ZustandZ erweitern wir um den Knickwinkel � zwischen Zugmaschine und
Anhänger. Abbildung 6 stellt neben den Referenzbahnen des Anhängers und der Zug-
maschine den Regelfehler des Knickwinkels, den berechneten Lenkwinkelverlauf und die
Querablage dar.
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4 Zusammenfassung und Ausblick

In diesem Beitrag haben wir einen Algorithmus vorgestellt, mit dem ideale Referenz-
trajektorien im Sinne einer de�nierten Kostenfunktion optimal verfolgt werden können.
Die Vorteile des vorgestellten Algorithmus liegen darin, dass (1) der Algorithmus nicht
auf einer zeit-invarianten und linearisierten Modellierung des Fahrzeugs basiert. Statt-
dessen können generisch verschieden komplexe Modellierungsstufen genutzt werden. (2)
Anders als oft in der Literatur beschrieben [2, 4], behandelt der Algorithmus Längs- und
Querdynamik nicht separat, sondern kann auch Kopplungseigenschaften beider Stellgrö-
ÿen berücksichtigen. (3) Zudem wird das Optimierungsproblem nicht als Gesamtproblem
gelöst, sondern in Teilprobleme aufgeteilt und iterativ gelöst. Dadurch ist es gerade für
Echtzeitanforderungen höchst geeignet.
Wir haben diese Eigenschaften exemplarisch in drei Anwendungen aufgezeigt. In zukünf-
tigen Arbeiten werden wir die vorgestellte Methode in echten Fahrzeugen und auf seine
Anwendbarkeit für unterschiedliche Anwendungen hin untersuchen.
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